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PREFACIO

Concluir uma tese de doutorado €, para muitos, o desfecho de um processo
essencialmente técnico, repleto de dados, modelos e rigor académico. No entanto, para
quem a escreve, esse percurso raramente se resume a equagdes ou graficos. E uma
travessia que desafia ndo apenas a mente, mas também o espirito — uma jornada que nos
obriga a confrontar nossas proprias insegurangas, limitagdes e medos.

Durante os anos de pesquisa, aprendi que o maior obstaculo nem sempre esta na
complexidade dos temas ou na exaustdo dos prazos. Muitas vezes, ele habita dentro de
noés — nas davidas silenciosas e na constante sensagdo de que talvez ndo sejamos
suficientemente capazes. Em diversos momentos da minha trajetéria académica e
profissional, precisei me lembrar de uma reflexdo que se tornou uma ancora. Trata-se de
uma citacdo da autora Marianne Williamson, eternizada ao ser atribuida a Nelson
Mandela por ocasido de sua posse como presidente da Africa do Sul:

“Nosso maior medo ndo é sermos inadequados.
Nosso medo mais profundo é de sermos poderosos aléem de
qualquer medida.
E a nossa luz, ndo a nossa escuriddo, que mais nos apavora.
Nos nos perguntamos: quem sou eu para ser brilhante,
maravilhoso, talentoso e fabuloso?
Na realidade, quem é vocé para ndo ser?
Vocé é filho de Deus. O fato de vocé se fazer de pequeno ndo
ajuda o mundo.
Ndo hd nada de iluminado em se encolher para que outras
pessoas ndo se sintam inseguras perto de vocé.
Todos fomos feitos para brilhar, como as criangas brilham.
Nascemos para manifestar a gloria de Deus que estd dentro de
nos.
Ela ndo esta apenas em alguns de nos — esta em todos.
E a medida que deixamos nossa propria luz brilhar,
inconscientemente damos as outras pessoas permissdo para fazer
0 mesmo.
Ao nos libertarmos do nosso proprio medo, nossa presenga
automaticamente liberta os outros.”

— Marianne Williamson, A Return to Love (1992).



RESUMO
A crescente concentragdo de didxido de carbono (CO:) na atmosfera e a demanda por
construcdes mais sustentdveis evidenciam a importdncia do desenvolvimento de
ferramentas capazes de predizer, com maior precisao, a profundidade de carbonatagdo em
estruturas de concreto armado. A carbonatagdo ¢ um dos principais mecanismos de
degradacdo que comprometem a durabilidade do concreto, sendo influenciada por
diversos atributos materiais e ambientais. Diante da complexidade envolvida e das
incertezas associadas, os métodos tradicionais apresentam limitagdes para representar
adequadamente esse fendmeno. Nesse contexto, esta tese propoe a aplicagao de técnicas
de aprendizado de maquina (AM) na constru¢do de modelos preditivos para estimar a
profundidade de carbonatacdo, com base em dados sintéticos gerados por uma equacgao
determinista. Foram utilizadas trés abordagens supervisionadas: Random Forest (RF),
Support Vector Regression (SVR) e Redes Neurais Artificiais (ANN), treinadas a partir
de uma base contendo 20.000 instancias. Para garantir robustez e generalizacdo, os
hiperpardmetros foram otimizados por validacdo cruzada e os modelos avaliados por
métricas estatisticas (R?, MAE e RMSE), bem como por analises graficas. Com o intuito
de superar a baixa interpretabilidade dos modelos de AM, foi empregada a técnica
SHapley Additive exPlanations (SHAP), permitindo a quantificacdo da importancia
relativa de cada atributo tanto em nivel global quanto individual. A andlise com SHAP
indicou que a resisténcia do concreto € o tempo de exposi¢ao foram os atributos com
maior influéncia nas predigdes. Os resultados mostraram que a ANN apresentou o melhor
desempenho (R? = 99,56%), seguida pelo SVR (R? =98,60%) e pelo RF (R? =96,37%).
No entanto, 0 SVR demonstrou maior aderéncia grafica ao comportamento dos atributos
para intervalos praticos. A base sintética possibilitou uma analise controlada, superando
limitagdes tipicas de bases experimentais. Como principal contribui¢do pratica, a
metodologia foi consolidada no desenvolvimento do WebApp carbuAl

(https://carbuai.pythonanywhere.com), que disponibiliza os modelos treinados e os

recursos de explicabilidade em uma interface acessivel. A ferramenta realiza a predi¢ao
da profundidade de carbonatagdo e apresenta visualmente os fatores que influenciaram o
resultado, oferecendo suporte a tomada de decisdes em projetos e estratégias de
durabilidade. Dessa forma, a tese alia rigor cientifico a aplicacdo pratica, contribuindo
para o avancgo das tecnologias digitais na engenharia civil.

Palavras-chave: Inteligéncia Artificial; Support Vector Regression; Rede Neural

Artificial; Random Forest, Shapley Additive Explanations; Durabilidade das Estruturas.



ABSTRACT
The increasing concentration of carbon dioxide (CO-) in the atmosphere and the growing
demand for more sustainable construction highlight the importance of developing tools
capable of accurately predicting the carbonation depth in reinforced concrete structures.
Carbonation is one of the main degradation mechanisms that affect the durability of
concrete, being influenced by various material and environmental attributes. Given the
complexity of the phenomenon and the uncertainties involved, traditional methods show
limitations in adequately representing its progression. In this context, this thesis proposes
the application of machine learning (ML) techniques to build predictive models for
estimating carbonation depth, based on synthetic data generated from a deterministic
equation. Three supervised learning approaches were employed: Random Forest (RF),
Support Vector Regression (SVR), and Artificial Neural Networks (ANN), trained using
a dataset of 20,000 instances. To ensure robustness and generalization, hyperparameters
were optimized through cross-validation, and the models were evaluated using statistical
metrics (R?, MAE, and RMSE) and graphical analysis. To address the low interpretability
of ML models, the SHapley Additive exPlanations (SHAP) method was adopted,
enabling quantification of the relative importance of each attribute at both global and
individual levels. SHAP analysis indicated that concrete compressive strength and
exposure time were the most influential attributes in the predictions. The results showed
that the ANN model achieved the best predictive performance (R* = 99.56%), followed
by SVR (R?=98.60%) and RF (R?=96.37%). However, SVR exhibited greater graphical
adherence to the practical behavior of the input variables. The use of a synthetic dataset
enabled a controlled analysis, overcoming typical limitations found in experimental
datasets. As a key practical contribution, the proposed methodology was consolidated in

the development of the carbuAl WebApp (https://carbuai.pythonanywhere.com), which

provides access to the trained models and SHAP-based explainability tools through an
intuitive interface. The tool allows users to predict carbonation depth and visualize the
most influential factors, supporting informed decisions in design and durability strategies.
Thus, this thesis bridges scientific rigor with practical application, contributing to the
advancement of digital technologies in civil engineering.

Keywords: Artificial Intelligence; Support Vector Regression; Artificial Neural
Network; Random Forest; Shapley Additive Explanations; Structural Durability.
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1. INTRODUCAO

Diante da crescente escassez de recursos naturais e da necessidade urgente de
promover construgdes mais sustentdveis, torna-se cada vez mais relevante o
desenvolvimento de pesquisas voltadas a durabilidade das estruturas. A busca por
solucdes eficientes permite ndo apenas reduzir o consumo de materiais durante a
construgdo e manutencdo, mas também contribuir para a diminuicdo da geragdo de
residuos solidos.

As estruturas de concreto armado devem ser projetadas e executadas de forma a
garantir sua seguranga, estabilidade e funcionalidade ao longo do tempo, considerando as
condi¢gdes ambientais previstas em projeto e o uso adequado da edificagdo. A vida ttil de
projeto refere-se ao periodo em que essas caracteristicas sd3o mantidas sem necessidade
de intervengdes significativas, desde que sejam respeitados os critérios de uso e
manuten¢ao definidos pelo projetista e pelo construtor, com eventuais reparos sendo
realizados em caso de danos acidentais (ABNT, 2023; ACI 318-19).

Entre os principais mecanismos de deterioragdo que comprometem a durabilidade
das estruturas de concreto armado, a corrosido das armaduras destaca-se como o mais
recorrente. Esse processo reduz a secao efetiva das barras de aco, comprometendo sua
capacidade resistente, além de provocar tensdes internas no concreto, decorrentes da
expansao volumétrica dos produtos de corrosdao. Em condigdes normais, o concreto
oferece um ambiente alcalino que protege as armaduras, gragas a uma solugdo aquosa rica
em ions como OH, Ca**, Na*, K" e SO+*", que mantém o pH em torno de 13 e favorece a
formacdo da camada passivadora (Papadakis et al., 1989).

No entanto, essa alcalinidade pode ser reduzida pela acao do diéxido de carbono
(CO2) presente na atmosfera. Ao penetrar no concreto por difusdo, o CO: reage com o
hidroxido de célcio (Ca(OH)2), formando carbonato de célcio (CaCOs). A precipitagdo
desse sal reduz o pH para valores entre 8,3 ¢ 9,0, desestabilizando a camada passivadora
e expondo as armaduras a corrosdo. Esse processo ¢ conhecido como carbonatagao
(Helene, 1993; Huang et al., 2025; Muthu e Sadowski, 2024; Hou et al., 2025).

Diversas abordagens tém sido propostas para estimar a vida Util de estruturas
sujeitas a carbonatacdo. Modelos deterministas, baseados em equacdes matematicas
(Possan, 2010; Ekolu, 2018), e modelos probabilisticos, que consideram a variabilidade
dos fatores envolvidos (Couto e Diniz, 2018; Jung et al., 2020), sdo exemplos recorrentes.

No entanto, devido a complexidade das interacdes entre varidveis materiais e ambientais,
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técnicas baseadas em Inteligéncia Artificial (IA) vém surgindo como alternativas
promissoras para aprimorar essas estimativas (Golafshani et al., 2024; Uwanuakwa,
2020; Taffese et al., 2015).

O aprendizado de maquina (AM), ramo da IA, tem como objetivo capacitar
sistemas computacionais a aprender a partir de dados, sem necessidade de programagao
explicita. Esse campo permite a analise autonoma e eficiente de grandes volumes de
dados. Os algoritmos de AM sdo geralmente divididos em duas -categorias:
supervisionados, que utilizam dados rotulados, e ndo supervisionados, nos quais o modelo
identifica padrdes sem conhecimento prévio das saidas (Mahesh, 2020).

Técnicas como Redes Neurais Artificiais (ANN), Support Vector Regression
(SVR) e Random Forest (RF) tém demonstrado elevada capacidade de capturar padrdes
complexos e nao lineares (Fu et al., 2025; Jia et al., 2022; Wang et al., 2024). No entanto,
tais modelos sdo frequentemente considerados “caixas-pretas”, uma vez que produzem
resultados acurados sem explicitar os critérios adotados em suas decisdes, o que pode
limitar sua aplicacdo em contextos técnicos como a engenharia civil (Du et al., 2020;
Guidotti ef al., 2018).

Para contornar essa limitacao, técnicas de IA explicavel t€ém sido incorporadas a
esses modelos. Entre elas, destaca-se o SHapley Additive exPlanations (SHAP), que
quantifica a contribui¢do individual de cada atributo para uma predi¢do especifica. Essa
abordagem aumenta a transparéncia dos modelos, viabilizando ajustes em parametros de
projeto e estratégias de controle da carbonatagdo com maior respaldo técnico (Lopes,
2020; Hachaj e Piekarczyk, 2025; Liu et al., 2025; Peng e Unluer, 2024; Kulasooriya et
al.,2023).

Fundamentado na teoria dos jogos, o SHAP fornece explicacdes consistentes e
localmente precisas, alinhadas a intuicao humana (Lundberg e Lee, 2017; Mangalathu et
al., 2020; Harrison, 2020). Essa técnica permite interpretar modelos complexos e
identificar o impacto de atributos como resisténcia a compressdo, tipo de cimento,
concentracdo de CO: e umidade relativa na predi¢do da profundidade de carbonatacao.

Dessa forma, esta pesquisa ndao apenas busca modelar o fendmeno da
carbonatagdo, mas também avangar no desenvolvimento de uma metodologia de AM
aplicavel a analise de processos de degradacdo em materiais cimenticios. Ao utilizar uma
base de dados sintética gerada a partir da equagdo de Possan (2010), o estudo supera
limitagdes tipicas de ensaios de carbonatagdao acelerada, como baixa variabilidade e

distribuicao enviesada dos dados. Complementarmente, foi realizada uma validagao
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experimental em condigdes de exposicao natural em ambiente interno protegido durante
dois anos, a qual demonstrou forte aderéncia entre os valores preditos e os dados medidos,
reforcando a confiabilidade dos modelos desenvolvidos mesmo em aplicagdes de curto
prazo.

A pesquisa também realiza uma analise comparativa dos modelos RF, ANN e
SVR, com base em métricas estatisticas e representagcdes graficas da variacdo dos
atributos. A incorporagdo da técnica SHAP possibilita a quantificacdo da contribuigdo
individual de cada atributo nas predigdes, favorecendo a interpretacao dos resultados e
aumentando a confiabilidade das analises. Sdo apresentados exemplos que evidenciam a
aplicabilidade dos modelos em diferentes cenarios. Como resultado aplicado, foi
desenvolvido um WebApp gratuito, denominado carbuAl

(https://carbuai.pythonanywhere.com), voltado ao uso académico e profissional, que

integra as predi¢coes da profundidade de carbonatacdo com recursos de explicabilidade
visual, ampliando o acesso a ferramentas técnicas para avaliagdo da durabilidade de
estruturas de concreto armado.

Além da contribuicdo metodolégica, a aplicagdo dos modelos de AM em
estruturas existentes configura-se como uma ferramenta promissora para a engenharia da
manuten¢do e a gestdo do ciclo de vida das edificagdes. Ao estimar com maior precisao
a profundidade de carbonatacdo, esses modelos viabilizam a avaliagdo do grau de
comprometimento das armaduras e a antecipagdo do momento mais adequado para a
realizagdo de manutengdes corretivas ou preventivas. Tal abordagem favorece o
planejamento técnico e financeiro de intervengdes, contribuindo para a otimizagdo de
recursos, a prevencao de falhas estruturais e a ampliacdo da vida 1til das construgdes. A
integracdo de técnicas de explicabilidade, como o SHAP, potencializa ainda mais essa
aplicagdo pratica, ao oferecer subsidios claros e tecnicamente embasados para decisoes
em programas de inspecao, retrofit e refor¢o estrutural — especialmente relevantes em
centros urbanos marcados por um grande nimero de edificagdes envelhecidas e expostas

a condi¢des ambientais agressivas.

1.1. Justificativa e Relevancia

O aumento da concentracdo de dioxido de carbono (CO-) na atmosfera representa
um desafio global com implicagdes diretas na durabilidade de materiais e infraestruturas.
Segundo a NOAA (2024), a concentracdo de CO: atingiu 419,3 ppm em 2023, registrando

o 12° aumento anual consecutivo superior a 2 ppm — mais de 50% acima dos niveis pré-
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industriais. A Figura 1 apresenta a evolugcdo mensal da concentracao de CO», a partir de

1958 até 2023.

Figura 1 — Evolugdo da concentracdo média de CO> na atmosfera, 1980-2023.
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Fonte: Traduzido de NOAA (2024).

Esse crescimento, apresentado na Figura 1, afeta diretamente o processo de
carbonatagdo, responsavel pela despassivacdo das armaduras em estruturas de concreto
armado, favorecendo sua corrosdo. A velocidade de avango da frente de carbonatagao
esta diretamente ligada a concentracdo de CO:z no ambiente (Cadore, 2008).

A profundidade da carbonatacdo ¢ influenciada por fatores diversos — tanto
materiais (resisténcia do concreto, tipo de cimento, relacdo agua/aglomerante) quanto
ambientais (CO2, umidade relativa, condi¢cdes de exposi¢do) (Couto e Diniz, 2018;
Possan, 2010; Helene, 1993). Embora normas como a NBR 6118:2023 e a ACI 318-19
apresentem abordagens prescritivas, modelos baseados em equacdes deterministicas,
como os da JSCE-17 (2007), nem sempre capturam a complexidade dos fenomenos
envolvidos.

Com multiplos atributos interdependentes, surgem incertezas na previsao da vida
util das estruturas. Técnicas baseadas em AM tém se mostrado eficazes para lidar com
esse desafio, superando limitagdes dos modelos tradicionais ao aprender padrdes
diretamente dos dados (Taffese e Sistonen, 2017).

Contudo, a baixa interpretabilidade ainda limita a adocdo desses modelos na
engenharia. O SHAP surge como solucdo para esse obsticulo, atribuindo valores
quantitativos as contribui¢des de cada variavel. Além de melhorar a transparéncia, esse

recurso apoia decisdes técnicas bem fundamentadas.
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Vale destacar que a maioria dos estudos utiliza bases experimentais com pouca
diversidade, ou provenientes de ensaios acelerados. Dessa forma, a ado¢do de uma base
de dados sintéticos com 20.000 instincias, gerada a partir da equagdo de Possan (2010),
oferece maior controle sobre as variaveis e permite andalises em multiplos cenarios. Os
resultados sdo integrados a um WebApp gratuito, que incorpora predigdes com
explicabilidade SHAP, promovendo a aplicagdo pratica da metodologia na avaliagdo da
durabilidade de estruturas de concreto armado.

Por fim, a metodologia proposta neste trabalho, baseada na integragcao de modelos
de AM com técnicas de explicabilidade e no uso de base de dados sintética parametrizada,
apresenta potencial de aplicagdo em diversos outros estudos relacionados a durabilidade
de materiais e ao desempenho de sistemas estruturais. Por seu carater flexivel e adaptavel,
essa abordagem pode ser estendida a modelagem de outros mecanismos de degradacao,
como difusao de cloretos, ataque por sulfatos, reagdes alcali-agregado e envelhecimento
de materiais compositos. Além disso, a utilizagdo de dados sintéticos permite explorar
amplos cendrios praticos com controle sistematico de varidveis, contribuindo para o
desenvolvimento de modelos preditivos mais robustos e generalizdveis, mesmo em

contextos onde ha escassez de dados experimentais.

1.2. Perguntas Norteadoras de Pesquisa

No contexto da durabilidade das estruturas de concreto armado, a previsao da vida
util constitui um tema de grande relevancia para a engenharia civil. A carbonatacao
destaca-se como um dos principais mecanismos de degradacdo dessas estruturas, sendo
influenciada por uma combina¢do de varidveis materiais e ambientais. Diante da
complexidade envolvida nesse processo, torna-se necessario o desenvolvimento de
ferramentas preditivas mais precisas e interpretaveis, capazes de auxiliar no diagnostico
e na tomada de decisdes projetuais e de manutengdo. Nesse sentido, esta pesquisa busca
responder as seguintes perguntas norteadoras:

a) Como avaliar o desempenho de diferentes modelos de AM na predi¢do da
profundidade de carbonatagdo em estruturas de concreto armado, a partir de uma base
de dados sintética?

b) Como aplicar técnicas de explicabilidade baseadas em SHAP para interpretar as
predicoes dos modelos de aprendizado de mdquina e apoiar a tomada de decisoes

técnicas na engenharia civil?
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1.3. Objetivos

O objetivo geral e objetivos especificos do presente trabalho estao apresentados

nas se¢des a seguir.

1.3.1. Objetivo Geral

Desenvolver modelos preditivos baseados em aprendizado de maquina,

combinados com a técnica de explicabilidade SHAP, para estimar a profundidade de

carbonatagdo em estruturas de concreto armado, visando apoiar decisdes técnicas em

durabilidade estrutural.

1.3.2. Objetivos Especificos

Para que o objetivo geral seja alcangado, os seguintes objetivos especificos

deverdo ser também contemplados:

a)

b)

Gerar uma base de dados sintética parametrizada a partir da equacao de Possan
(2010), contemplando ampla variedade de cendrios praticos relevantes para a analise
da durabilidade estrutural.

Construir e otimizar modelos de aprendizado de maquina (RF, SVR e ANN) capazes
de predizer com alta acuracia a profundidade de carbonatagao.

Analisar e comparar o desempenho dos modelos preditivos com base em métricas
estatisticas e representacoes graficas, buscando identificar o modelo mais adequado
a diferentes contextos praticos.

Empregar a técnica SHAP para interpretar os modelos, permitindo identificar os
atributos mais influentes e suas interagdes na predicao da carbonatagao.

Aplicar a andlise explicavel para oferecer recomendacdes técnicas em cenarios
simulados, de modo a apoiar a definicdo de pardmetros de projeto voltados a
durabilidade.

Desenvolver uma ferramenta computacional de acesso aberto (WebApp) que
incorpore os modelos preditivos e os recursos de explicabilidade, democratizando o

uso da metodologia na pratica profissional e académica.

1.4. Limitacoes da pesquisa

Vale mencionar que algumas limitagcdes da pesquisa devem ser reconhecidas. O

uso de uma base de dados sintética, embora permita uma analise controlada e

diversificada de cendrios, reflete, de forma inerente, os pressupostos e as limitagdes do
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modelo matematico que a fundamenta, ndo representando integralmente a variabilidade
estocastica presente em condi¢des reais. Cabe destacar, contudo, que foi realizada
validagdo experimental dos modelos por meio de dados obtidos sob exposi¢ao natural
abrigada durante dois anos. Apesar da boa concordancia observada entre os valores
preditos e medidos, o curto periodo de exposi¢do representa uma limitacao, especialmente
no que se refere a extrapolagdo dos resultados para horizontes mais longos ou condigdes
ambientais mais agressivas. Por fim, esta pesquisa estd limitada a fase de iniciagdo da
carbonatagdo, ndo abrangendo a etapa de corrosdo das armaduras necessdria para a

predicao completa da vida util.
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2. REFERENCIAL TEORICO

No capitulo 2 serd apresentada a revisao bibliografica a respeito do tema,
subdivindo o assunto em trés grandes se¢des: Carbonatagdo, Aprendizado de Méaquina e
Trabalhos Relacionados. Dentro de cada segdo serdo trabalhados os assuntos necessarios
para entendimento do desenvolvimento do modelo e dos resultados obtidos pela pesquisa.
Por fim, foi desenvolvida a Se¢ao 2.4, como um breve resumo do Referencial Teodrico

empregado na pesquisa.

2.1. Carbonatacao

A carbonatacao ¢ um dos principais processos responsaveis por degradar e limitar
a vida util de estruturas de concreto armado, sendo dividida em duas etapas: iniciagdo e
propagag¢ao. Inicialmente, o CO: atmosférico penetra nos poros do concreto, dissolve-se
na agua presente e reage com o hidroxido de calcio (Ca(OH)2), formando carbonato de
calcio (CaCO:s) e reduzindo o pH. Esse decréscimo de alcalinidade compromete a camada
de passivacao da armadura, permitindo, caso as condi¢des estejam adequadas, o inicio do
processo de corrosdo (Paulpandian e Neves, 2025; Hou ef al., 2025; Chen e Su, 2024). A
fase de iniciacdo corresponde ao avango da frente de carbonatagdo até a armadura,
enquanto a fase de propagagao envolve a despassivagao, o inicio da corrosao e, por fim,
o desplacamento do concreto devido as tensdes de tragao interna. Ressalta-se que o tempo
de iniciacdo costuma ser significativamente superior ao tempo da fase de propagacao. O
fendomeno tem se tornado cada vez mais relevante devido ao aumento das emissdes de
COs2 (Teodoro ¢ Carrazedo, 2025).
Papadakis et al. (1991) apresentam os processos fisico-quimicos envolvidos no
avanco da frente de carbonatacao:
1. Asreagdes quimicas que produzem os materiais carbonataveis no concreto.
ii. A difusdo do CO> atmosférico na fase gasosa dos poros do concreto.
iii. A dissolucao do Ca(OH), so6lido na agua dos poros (Equagao 1) e a difusao

do Ca(OH) dissolvido na fase aquosa.

Ca(OH)z(s) — Ca*"(ag)+ 20H ag) (1)

iv. A dissolugdo de CO; na agua intersticial e sua reagdo com Ca(OH),

dissolvido (Equacao 2).
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Ca?"(aq)+ 20H (aq) + CO2(g)— CaCOs(s) + H20 ()

v. Areacdo do CO; com os outros constituintes solidos carbonataveis da pasta
de cimento endurecida, sendo eles o hidrato de silicato de calcio (CSH)
(Equacao 3) e silicatos ainda ndo hidratados (silicato dicélcico e silicato

tricalcico) (Equagdes 4 e 5).

(3Ca0.8i0,.3H20) + 3CO, — (3CaC03.2Si02.3H,0) 3)
(3Ca0.Si0,) + 3CO; + nH20 — Si0,2.nH,0 + 3CaCO; (4)
(2Ca0.Si0,) + 2CO; + nH20 — Si02.nH20 + 2CaCO3 (5)

vi. A reducao do volume dos poros devido aos produtos solidos de hidratacao
e carbonatacao.
vii. A condensacdo do vapor de dgua nas paredes dos poros do concreto, em

equilibrio com as condi¢des de temperatura ambiente e umidade relativa.

De acordo com Behnood et al. (2016) a solugdo nos poros de uma estrutura de
concreto armado possui pH entre 12,5 e 13,5 e, dessa forma, elevada alcalinidade.
Observa-se nas Equagdes 2, 3, 4 e 5 que, o produto das reagdes ¢ o carbonato de calcio
(CaCO:s3). Mi et al. (2019) e Helene (1993) apresentam que, o pH da referida solugao,
apo6s a producao do CaCOs, sofre uma redugdo para aproximadamente 8,5.

A reducido da alcalinidade do concreto altera condi¢des de estabilidade quimica
da camada passivadora da armadura, responsavel pela protecao a corrosdo do ago. Essa
alteracdo cria condi¢des favoraveis para o inicio da corrosdao (Possan, 2010). Conforme
observa-se na Figura 2, com o passar do tempo, a frente de carbonatacdo avanga até
alcancar a armadura. A partir desse momento, e da alteracao das condi¢des de estabilidade
quimica da camada passivadora, considera-se o fim da fase de iniciagdo da carbonatagdo

€, caso a corrosao se instaure, inicia-se a fase de propagagao da patologia.
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Figura 2 — Evolugao da frente de carbonatagdo e reducao do pH em funcao do
tempo de exposi¢ao.
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Fonte: Possan (2010).

Conforme apresentado anteriormente por Papadakis ef al. (1991), os produtos
solidos da hidratagdo e carbonatagdo reduzem o volume dos poros. A carbonatacao resulta
em uma diminui¢do da porosidade, tornando o concreto mais resistente € com maior
rigidez. Também, ¢ responsavel por fixar e retirar CO; da atmosfera. A carbonatagao &,
portanto, uma vantagem no concreto ndo armado. Dessa forma, a carbonatagdo apenas
terd efeito negativo quando alcangar a armadura. Tal efeito pode ser verificado no ensaio
carbonatacdo acelerada, quando a concentracao de CO> ¢ muito elevada (acima de 20%),
possivel apenas em ambiente controlado, forma-se uma microestrutura de concreto
carbonatado denso na camada mais externa do concreto, reduzindo assim a taxa de
difusdo de CO; (Cui et al,, 2015). Com isso, observa-se que, durante a etapa de iniciacao,
as reacdes quimicas que ocorrem nos poros do concreto do cobrimento serdo benéficas
para a estrutura, reduzindo a porosidade e dificultando o ingresso de outros agentes
agressivos.

Dentro desse contexto, Tuuti (1982) apresenta a modelagem matematica da etapa
de iniciagdo da carbonatagao. O modelo mais antigo ¢ baseado na raiz quadrada do tempo
(Equacgao 6), que ¢ uma simplificagdo da Lei de Fick, que descreve diversos casos de

difusao.

X =kt (6)

em que:

X = profundidade de carbonatagao;
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t = periodo de exposi¢ao;
k = constante que depende da difusividade efetiva do CO; através do concreto, devido as
condi¢cdes de exposi¢do e ao material.

Possan (2010) apresenta um quadro com varios modelos matematicos para
representar o avango da frente de carbonatagdo nas estruturas de concreto armado. Esses
modelos foram desenvolvidos de 1969 a 2009, ano anterior a defesa de sua tese, e,
majoritariamente, as equagoes estdo em func¢ao da raiz quadrada do tempo. Dessa forma,
entende-se que essa ¢ a forma mais simples de representar a fase de iniciagdo da
carbonatacao.

Ekolu (2018) desenvolveu um modelo matematico de carater deterministico mais
atual para previsao da vida util de estruturas em concreto armado sujeitas a carbonatagao
baseando-se na derivacao da Lei de Fick. Porém, o autor também utiliza de outras funcdes
matematicas baseadas no aumento da resisténcia a compressdo com o tempo, funcao
parabdlica da profundidade de carbonatacdo em relacdo a umidade relativa e variaveis
baseadas no tipo de cimento.

Conforme apresentado anteriormente por Tuuti (1982), além da raiz quadrada do
tempo, o avango da frente de carbonatacdo estd associado a uma constante “kA”. Os
modelos matemadticos disponiveis na literatura demonstram que essa constante devera ser
determinada levando-se em consideragao as varidveis que influenciam na difusividade do
COz nos poros do cobrimento da estrutura de concreto armado. A Se¢ao 2.1.1 apresentara
as variaveis ¢ a forma com que cada uma delas influenciard na fase de iniciacdo da

carbonatagao.

2.1.1. Atributos que influenciam no avango da frente de carbonata¢do

O avango da frente de carbonatacdo depende de diversos fatores que influenciam
o coeficiente de difusdo do CO.. Esses atributos estdo relacionados tanto ao tipo de
exposicdo (concentragdo de CO> na atmosfera, umidade relativa do ar e condi¢gdes de
exposicdo), que determina a agressividade do ambiente, quanto a qualidade do concreto
utilizado (relagdo agua/aglomerante, resisténcia a compressao e tipo de cimento). As

segOes a seguir apresentam os atributos que influenciam no processo de carbonatagao.

2.1.1.1. Concentra¢ao de CO> na atmosfera

O CO esté presente na atmosfera com concentracao de cerca de 300 ppm, (0,03%
em volume) em uma atmosfera rural, enquanto em areas urbanas abertas varia de 400

ppm (0,04%) a 500 ppm (0,05%) (George et al., 2007; Park et al., 2021; Metya et al.,
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2021; Qi et al., 2024; Torres-Acosta, 2024; Neville, 2011). Em ambientes fechados
inseridos em grandes centros urbanos, as concentragdes de CO: podem chegar a até 3.000
ppm (0,3%). Em casos extremos, como areas mal ventiladas, por exemplo garagens, os
niveis podem aumentar ainda mais, chegando a 1% (Tuuti, 1982; Sagues et al., 1997;
Neville, 2011).

Carmona (2005) destaca que, como a carbonatagdo ¢ um fenomeno regido pela
difusdo do CO», sendo a difusdo um processo que ocorre devido a diferenga de
concentragdes quimicas, quanto maior a concentragao de CO; na atmosfera, maior sera a
velocidade de penetragcdo nos poros do concreto de cobrimento. Chen, Liu e Yu (2018)
apresentam curvas de relagdo entre concentragdo de CO» e profundidade de carbonatagdo
do concreto (Figura 3). As curvas apresentadas estdo de acordo com a resisténcia
caracteristica do concreto. Observa-se que quanto maior a concentragcdo de CO, utilizada,

maior sera a profundidade de carbonatacao.

Figura 3 — Curva de relagdo entre concentracao de CO; e profundidade de

carbonatac¢do do concreto, de acordo com a Classe do Concreto.
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Fonte: Traduzido de Chen, Liu e Yu (2018).

Silva et al. (2014) desenvolveram um modelo probabilistico baseado em 964
estudos de caso e concluem, com base em seus resultados obtidos, que a concentragdo de
CO2 na atmosfera ¢ o fator mais importante no avanco da frente de carbonatagdo devido
a utilizagdo de ensaios acelerados. Por outro lado, Possan (2010) verifica em seu modelo
que, a elevagdo do teor de CO2 de 0,03% para 0,1% (atmosferas rurais e urbanas,
respectivamente) influencia pouco a profundidade de carbonatagdo, o que indica que em
atmosferas comuns, com baixa concentracdo de CO2, o processo ¢ pouco influenciado por
esse fator. Sagues ef al. (1997) explicam que, para as condi¢des naturais, o acréscimo da

velocidade do avango da frente de carbonatacdo ¢ diretamente proporcional a raiz
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quadrada da concentragdo, em %. Dessa forma, como o valor da concentracao € baixo,

logo, a influéncia também sera pequena.

2.1.1.2. Umidade relativa do ar

A umidade relativa do ar ¢ um dos atributos relacionados ao ambiente que irdo
influenciar na carbonatacao. Esse atributo influenciara diretamente na penetragao do CO;
nos poros e na velocidade das reagdes quimicas. De acordo com Sagues et al. (1997), a
maior velocidade no avanco da frente de carbonatacdo ocorrerd em atmosferas que
possuem entre 50% e 70%. Isso ocorre devido ao fato de que, quando a umidade relativa
esta acima de 70%, ha a obstrugdo dos poros para o avanco do COx, e, dessa forma, ndo
consegue penetrar na espessura de cobrimento. Por outro lado, quando a umidade relativa
esta abaixo de 50%, os poros ficam secos e ndo permitem que ocorra a dissolugdo do CO>
e do Ca(OH),, conforme apresentado na Equacdo 2, e, posteriormente, a formacdo do
Carbonato de Calcio (CaCO:s3).

Chen, Liu e Yu (2018) apresentam, no grafico (Figura 4), a curva de relagdo entre
umidade relativa e profundidade de carbonata¢do do concreto. Os dados foram obtidos
por meio de ensaios de carbonatacao acelerada. Os autores afirmam que a profundidade
de carbonatagdo atinge o pico quando a umidade relativa ¢ de 70%.

Figura 4 — Curva de relagdo entre umidade relativa e profundidade de

carbonatac¢do do concreto, de acordo com a Classe do Concreto.
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Fonte: Traduzido de Chen, Liu e Yu (2018).

Dessa forma, Ekolu (2018), no desenvolvimento de um modelo matematico que
representa o avango da frente carbonatagdo, utiliza-se de uma fungdo parabolica para

descrever a influéncia da umidade relativa do ar no processo (Equacdo 7), obtendo a
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representacao grafica apresentada na Figura 5. Com isso, observa-se que a velocidade do
avanco da frente de carbonatagdo sera maior com a umidade relativa entre 50% e 70%.

UR-35 ur\1>
eh =16 (22 (1- o) para50% < UR < 80% 7)

em que:

eh = fator de correcao do modelo;

UR = umidade relativa do ar (%).

Figura 5 — Fator de correcao do modelo matematico de Ekolu (2018) em fungdo da

umidade relativa do ar.
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2.1.1.3. Condigdes de exposicao

Alguns modelos matematicos para previsao da profundidade de carbonatagao
mais atuais levam em consideragdo o fator exposi¢do a chuva para quantificar essa
profundidade em fun¢do do tempo (Ekolu, 2018; Possan, 2010). Sagues et al. (1997)
verificam que, quando a superficie do concreto ¢ umedecida pela chuva, a difusdo do CO»
¢ bloqueada momentaneamente, pois os poros sao preenchidos com agua.

A difusdao do CO: ocorre a 60% da velocidade em ambientes externos em
comparag¢do aos ambientes internos. Em ambientes externos, o concreto tende a umedecer
rapidamente ¢ a secar de forma mais lenta, ficando, portanto, mais exposto a ciclos de
molhagem e secagem. Como resultado, o concreto permanece saturado por periodos mais
longos, o que reduz a velocidade de difusdao do CO: em seu interior (Schiessl, 1988).

Dessa forma, estruturas localizadas em areas desprotegidas da chuva estdo menos
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suscetiveis a carbonatagdo, pois a saturacdo prolongada dificulta a penetracdo do CO: no

cobrimento e, consequentemente, o alcance da armadura.

2.1.1.4. Resisténcia a compressao do concreto

No dimensionamento estrutural de elementos em CA, a resisténcia caracteristica
a compressao do concreto (fck) € um dos principais parametros considerados. Além de sua
importancia estrutural, o aumento da resisténcia do concreto também contribui
positivamente para a durabilidade da estrutura. Han, Park e Yang (2013) apresentam, por
meio do grafico (Figura 6), e utilizando-se de regressao linear, a variagdo da profundidade
de carbonatacdo em fung¢do do tempo, levando em consideracdo a resisténcia a
compressao do concreto obtida in loco. O grafico da Figura 6 apresenta que, quanto maior
a resisténcia a compressdao, menor serd a profundidade de carbonatagdo ao longo do

tempo.

Figura 6 — Relagao entre profundidade de carbonatacao e tempo de exposigao,

em fungdo da resisténcia a compressao do concreto.
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Fonte: Traduzido de Han, Park e Yang (2013).

Chen, Liu e Yu (2018) investigaram a influéncia dos fatores ambientais e da
resisténcia a compressdo do concreto na profundidade de carbonatagdo. Os resultados
apresentados nas Figuras 3, 4 ¢ 6 demonstram que, quanto maior a resisténcia
caracteristica do concreto, menor ¢ a profundidade de carbonatagdo, independentemente
do atributo ambiental analisado. Esse comportamento pode ser explicado pelo fato de que
o aumento da resisténcia do concreto promove uma microestrutura mais densa € menos

porosa, com poros de dimensdes menores € estrutura mais complexa. Consequentemente,
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a penetracao e reagao do CO:2 no concreto tornam-se mais dificeis, reduzindo o avango da

frente de carbonata¢do ao longo do tempo.

2.1.1.5. Relacao dgua/aglomerante

A relagdo agua/cimento (a/a) € um dos principais fatores a serem considerados na
execucao de estruturas de concreto armado, influenciando diretamente tanto a resisténcia
caracteristica quanto a durabilidade do material. Lollini e Redaelli (2021) realizam um
estudo referente a influéncia de algumas propriedades do material no coeficiente de
carbonatacgao natural (knat). O coeficiente de carbonatagdo natural aumentou de acordo
com o aumento da relagdo a/a. Os resultados obtidos estdo apresentados na Figura 7, para

distintas relagdes a/a, distintos tipos de aglomerantes e tempo de cura.

Figura 7 — Relagdo entre coeficiente de carbonatagdo e relacdo a/a, tipos de

aglomerantes e tempo de cura.
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Fonte: Traduzido de Lollini e Redaelli (2021).

Segundo a NBR 6118 (ABNT, 2023), o valor minimo da relacdo agua/cimento
(a/c), principal tipo de aglomerante utilizado, esta diretamente associado a classe de
agressividade ambiental: quanto maior a agressividade do ambiente, menor deve ser a
relacdo a/c, exigindo menos dgua e mais cimento para concretos expostos a condigdes

mais severas.
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2.1.1.6. Tipo de cimento e aglomerante

Com a necessidade de redugao das emissoes de CO, gerados durante a produgao
do cimento, alguns materiais suplementares (adi¢cdes) passaram a ser utilizados em
substitui¢do ao clinquer. Porém, essa substituicao reduz os indices da reserva alcalina
(capacidade de manutencdo do pH) do concreto, influenciando diretamente na resisténcia
do concreto ao avanco da frente de carbonatagao.

Dessa forma, Lollini e Redaelli (2021) realizaram uma anélise comparativa do
coeficiente de carbonatagdo entre distintos tipos de cimento (Figura 7). Os autores
utilizaram os seguintes tipos de cimento: Cimento Portland comum (PC), cimento com
15% e 30% de calcario moido (15LI e 30LI), cimento com 30% de cinzas volantes (FA),
cimento com 30% de pozolana natural (PZ) e cimento com 70% de escoria granulada
moida de alto-forno (GGBS).

Na Figura 7, percebe-se que, o concreto que utiliza Cimento Portland comum
(PC) apresenta menor coeficiente de carbonatacao e os que possuem maior teor de adicdo
apresentam maior coeficiente. Por exemplo, para concretos curados por 7 dias, o
coeficiente de carbonatacdo variou entre 0,86 e 2,12 mm/ano® quando a relagdo a/a
variou entre 0,61 e 0,46, respectivamente. Esses valores foram ligeiramente inferiores aos
avaliados nos concretos de 15LI. Um maior coeficiente de carbonatagdo em comparagdo
com os concretos PC pode ser observado em concretos feitos com PZ, FA, GGBS e 30LI
(Lolline e Redaelli, 2021).

Helene (1993) destaca que, quanto maior a concentragdo de Ca(OH): na solucao
intersticial do concreto, menor sera a velocidade de difusdao do CO.. Isso se deve ao fato
de que o CO: que penetra nos poros precisa primeiro reagir com o Ca(OH): para reduzir
o pH e permitir a precipitagao do carbonato de calcio (CaCOs). Dessa forma, mantendo-
se constantes a relacdo dgua/cimento, o processo de cura e as condi¢des de exposi¢ao,
concretos com maior teor total de Ca(OH). tendem a apresentar menores profundidades
de carbonatagao no mesmo intervalo de tempo.

O mecanismo de carbonatacdo em sistemas cimenticios contendo materiais
suplementares difere daquele observado em concretos produzidos apenas com Cimento
Portland comum, devido as alteragdes na estrutura de poros € na composi¢ao quimica da
solucdao intersticial. A principal diferenga entre esses sistemas estd associada a
carbonatacao da portlandita, uma vez que a quantidade desse composto tende a diminuir
com o aumento do teor de substituicdo por adi¢des. Essa redugdo resulta da menor

quantidade de clinquer Portland — responsavel pela formacao de portlandita durante a
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hidratagio — e do consumo de portlandita promovido pela reagdo pozolanica. A
portlandita, constituida essencialmente por hidroxido de célcio (Ca(OH):), € o principal
reagente envolvido nas rea¢des de carbonatacdo no concreto (Equagdes 1 e 2). Sua
carbonatagdo contribui significativamente para a liberacdo de agua e, geralmente,
promove a redu¢ao do tamanho e do volume total dos poros em func¢do da precipitacao

de carbonato de calcio (CaCOs) (Equagdo 2) (Greve-Dierfeld et al., 2020).

2.2. Aprendizado de Maquina e Explicabilidade

A crescente complexidade dos problemas reais de engenharia a serem
computacionalmente tratados culmina na expansdao da utilizacdo de algoritmos de
Inteligéncia Artificial (IA). O volume de dados gerados por diversos setores motivou o
desenvolvimento de ferramentas computacionais mais sofisticadas e independentes da
interven¢ao humana (Faceli et al., 2021).

O Aprendizado de Maquina (AM), do ingl€s Machine Learning, ¢ uma subarea da
IA e ¢ utilizado para ensinar as maquinas a lidar com os dados com maior eficiéncia. O
AM depende de diferentes algoritmos para resolver problemas de dados. Dessa forma,
nao existe um tipo unico de algoritmo que seja adequado para todas as situagdes € que
seja o melhor para resolver um problema. O tipo de algoritmo empregado depende do
tipo de problema que se deseja resolver, do numero de atributos, do tipo de modelo que
melhor se adequa ao problema (Mahesh, 2020).

As tarefas para um algoritmo de AM podem ser preditivas e descritivas. Para as
tarefas preditivas, normalmente utiliza-se algoritmos de AM supervisionados e, para as
tarefas descritivas, utiliza-se algoritmos com paradigmas ndo supervisionados. Em
modelos supervisionados ha o conhecimento prévio do diagndstico para o problema, ou
seja, resultados obtidos anteriormente sao utilizados para predizer o resultado para o novo
problema. Para os modelos ndo supervisionados, como ndao possuem a acao do
“supervisor externo”, os algoritmos ndo sdo capazes de predizer um diagndstico.
Entretanto, esses modelos sdo utilizados principalmente para realizar um agrupamento de
dados, que possuem variaveis similares entre si no conjunto de dados. Também, sao
utilizados para encontrarem regras de associagdo, que associam valores de um
subconjunto de varidveis preditivas a valores de outro subconjunto (Faceli ef al., 2021).

A Figura 8 apresenta as categorias de aprendizado e as tarefas associadas as
mesmas, sendo as preditivas relacionadas com o AM supervisionado, e as descritivas

relacionadas com o AM nao supervisionado. Faceli et al. (2021) também destacam que
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algumas tarefas nao se enquadram na hierarquia cléssica, sendo elas: aprendizado por
reforgo, aprendizado semi-supervisionado e aprendizado ativo.

Figura 8 — Hierarquia classica de AM.
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Fonte: Traduzido de Faceli et al. (2021).

Conforme apresentado na Figura 8, os problemas de aprendizagem supervisionada
sao classificados em dois grupos: classificacao e regressao. Taffese et al. (2015) destacam
que, nas classifica¢des, o dominio de saida ¢ um conjunto finito e discreto de categorias
(classes), enquanto na regressao o dominio de saida € o conjunto de nimeros reais.

Harrison (2020) apresenta na Figura 9 o fluxo de trabalho para criagdo de um
modelo preditivo, baseado na metodologia CRISP-DM (Cross-Industry Standard Process
for Data Mining), sendo um processo para realizar a mineragao/obtencdo de dados, que

contém varios passos que podem ser seguidos para uma melhoria continua, sendo eles:

1. entendimento do negocio;
1i. entendimento dos dados;
iii. preparacao dos dados;

iv. modelagem;

V. avaliacao;

Vi. implantacao.
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Figura 9 — Fluxo de trabalho comum no AM.
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Fonte: Traduzido de Harrison (2020).

Conforme apresentado no fluxograma da Figura 9, a sequéncia do fluxo de
trabalho em AM se inicia com a formulagdo de uma pergunta, seguida pela coleta,
limpeza e normalizagdo dos dados, etapas necessarias para garantir a consisténcia da base

de dados. A criacdo dos atributos visa representar adequadamente as informacdes
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relevantes para a modelagem. Apds o tratamento, os dados sdao organizados em amostras
e divididos em conjuntos de treinamento e teste, possibilitando a construgdo e a avaliagdo
do modelo. A avaliagdo dos resultados pode indicar a necessidade de revisdes, como
ajustes na preparacao dos dados ou reformulagdao da pergunta, caracterizando o carater
iterativo do processo. Esse ciclo de aquisi¢do, tratamento e reavaliacdo dos dados
contribui para a melhoria continua do modelo, buscando sua adequada generalizagao as
situacdes de interesse.

O problema relacionado ao avancgo da frente de carbonatacdo ¢ classificado como
uma tarefa de regressdo, uma vez que o objetivo principal € prever a profundidade de
carbonatagdo em func¢do do tempo, resultando em um valor numérico continuo. A se¢ao
2.2.1 tem como propdsito caracterizar e descrever os modelos de regressdao empregados

na aplicacao do aprendizado supervisionado para o presente trabalho.

2.2.1. Aprendizado Supervisionado: Regressdo

Um algoritmo de AM supervisionado utilizado para realizar predigdes ¢ uma
funcdo que, dado um conjunto de pares (entrada e saida) de exemplos conhecidos, obtém-
se um estimador. Caso essa estimativa seja um conjunto de valores nominais, tem-se um
problema de classificacdo. Se a estimativa for um conjunto infinito e ordenado de valores,
tem-se um problema de regressao. Como defini¢do, dado um conjunto de observagdes de
pares D = {(x, f(xi)),1=1,..., n}, sendo fuma funcao desconhecida, x; os dados de entrada,
e f(xi) os dados de saida, o algoritmo de AM supervisionado aprende uma aproximagao
f* em funcao da f (funcao desconhecida). Dessa forma, a fungdo aproximada f* permite
estimar o valor de f{(x;) para novas entradas. Assim, para um modelo de regressdo, y; =
fxi) € R, ou seja, f(xi) assume valores em um conjunto infinito e ordenado de valores
numéricos (Faceli, et al., 2021).

Na Se¢do 2.2.2 subsequente, serdo apresentados os métodos de regressao
utilizados na presente pesquisa, sendo eles:

1) Arvores de Decisdo, culminando nos conceitos do Random Forest, que

consiste em um conjunto de Arvores de Decisao;

i) Support Vector Regression (SVR) e;

1) Redes Neurais Artificiais (ANN).

2.2.1.1. Arvores de decisdo e Random Forest (RF)

As arvores de decisdo adotam a estratégia de dividir para conquistar, na qual um

problema ¢ decomposto em subproblemas mais simples. A solu¢do desses subproblemas
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¢ estruturada em forma de arvore, resultando na resolu¢do do problema original. Esse tipo
de modelo ¢ denominado arvore de decisdo quando aplicado a problemas de classificagao
e arvore de regressao quando utilizado para problemas de regressao (Faceli et al., 2021).
As arvores de decisao podem ser utilizadas em conjuntos de dados com elevado
numero de instancias e atributos. Essa abordagem ¢ caracterizada por sua explicabilidade
e € composta por nds internos, responsaveis pelas decisdes, e folhas terminais, que
representam as saidas, conforme ilustrado na Figura 10 (Taffese et al., 2015).

Figura 10 — Exemplo de um conjunto de dados e a arvore de decisao

correspondente.
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Fonte: Traduzido de Taffese et al. (2015).

Na Figura 10, a imagem a esquerda apresenta uma representacao grafica dos
dados, segmentados em diferentes se¢des. J& a imagem a direita ilustra a estrutura da
arvore de decisdo correspondente. Cada nd interno da arvore realiza um teste discreto,
cujos resultados determinam o ramo a ser seguido. Ao inserir uma nova entrada, os testes
sao aplicados sequencialmente a partir da raiz da arvore, guiando o percurso por meio dos
ramos conforme os resultados obtidos. Esse processo ¢ repetido de forma recursiva até a
chegada a um no folha, cujo valor representa a predi¢do final do modelo (Taffese, et al.,
2015).

As arvores de decisdao apresentam vantagens e desvantagens em relacao a outras
técnicas de AM. Dentre as vantagens, destacam-se a facilidade de explicagdo, a
proximidade com a tomada de decisdo humana, a explicabilidade grafica e a capacidade
de lidar com preditores qualitativos sem a necessidade de criar variaveis ficticias. Porém,
as arvores de decisdao geralmente apresentam menor precisao preditiva em comparagao a
outras técnicas de regressao e classificagao, além de serem pouco robustas, e, dessa forma,
pequenas alteracdes nos dados, podem causar grandes mudangas na arvore final.

Entretanto, combinando muitas arvores de decisdo, usando métodos como o random
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forest, o desempenho preditivo das arvores pode ser substancialmente melhorado (James
etal.,2021).

O random forest ¢ reconhecido como um método eficaz de classificacdo e
regressao. O random forest ¢ um preditor que consiste em uma colecao de M arvores de
decisdo aleatorias e agregando suas previsoes por meio da média, essa abordagem tem se
mostrado eficiente em cenarios onde o nimero de atributos ¢ maior do que o numero de
observacdes. Além de sua versatilidade para lidar com problemas em larga escala, o
random forest ¢ adaptavel a varias tarefas de aprendizado especificas e fornece medidas
de importancia dos atributos. A metodologia combina a saida de varias arvores de decisao,
trocando parte da facilidade de explicag@o da arvore de decisdo por um modelo com uma
tendéncia melhor a generalizacdo, a fim de evitar a tendéncia de overfitting (Biau e
Scornet, 2016; Harrison, 2020).

No primeiro estagio, sao selecionados aleatoriamente N conjuntos de treinamento
de estimadores do conjunto de dados original, usando amostragem bootstrap. Estes
conjuntos de treinamento tém cerca de dois ter¢os do tamanho do conjunto de dados
original. Um ter¢o dos dados ¢ deixado de fora de cada conjunto de treinamento, sendo
denominados "out-of-bag", pois nao participam da construcdo da arvore. Na segunda
etapa, ¢ construida uma arvore de regressdo para cada conjunto de treinamento de
bootstrap. As arvores de regressdo dos N estimadores sdo combinadas para formar uma
"floresta", sem a poda das arvores individuais. Durante o crescimento de cada arvore, ndo
sao feitas escolhas ideais para ramificacdo, o que aumenta a diversidade entre os modelos
de regressdo. Isso melhora o desempenho de previsao do modelo de regressao combinado,
especialmente em situacdes de extrapolagdo. Na ultima fase, o valor para uma nova
amostra ¢ calculado pela média dos valores previstos pelas arvores para a questao da
regressao (Tran et al., 2023). A Figura 11 apresenta um modelo esquematico para o

random forest.
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Figura 11 — Modelo esquematico de random forest.
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Fonte: Traduzido de Ehsani et al. (2024).
2.2.1.2. Support Vector Regression (SVR)

Support Vector Machine (SVM) ¢ uma técnica de AM supervisionado utilizada
para classificacdo e trabalha encontrando o hiperplano 6timo que separa as classes de
dados com a maior margem possivel. Este hiperplano ¢ determinado por um subconjunto
de pontos de dados conhecidos como vetores de suporte. A técnica ¢ amplamente
aplicavel em problemas de alta dimensionalidade e pode ser estendida para resolver
problemas ndo lineares utilizando fung¢des kernel, que projetam os dados em um espago
de maior dimensdo onde uma separagdo linear pode ser encontrada (Pisner e Schnyer,
2020).

Para problemas de regressao, o Support Vector Regression (SVR) ¢ uma extensao
do SVM. Enquanto o SVM ¢ utilizado para classificagdo, o SVR lida com a estimativa
de fungdes reais, permitindo prever valores continuos. O SVR busca encontrar uma
fun¢do que tenha uma maxima margem de tolerancia (€) para erros dentro de um certo
limite, minimizando assim a complexidade do modelo e os erros de predicdo. Assim como
no SVM, o SVR pode ser aplicada a problemas nao lineares utilizando fungdes kernel
para transformar os dados em um espago de alta dimensao onde uma fungdo linear pode
ser ajustada (Zhang e O'Donnell, 2020).

O SVR ¢ uma técnica que busca encontrar uma fun¢do que aproxime a relagao
entre variaveis de entrada e saida. Em SVR, o objetivo ¢ encontrar uma funcao f que tenha
no maximo uma diferenca € da varidvel de saida verdadeira r, para todos os dados de

treinamento. A técnica utiliza uma fun¢do de perda insensivel a €, que desconsidera erros
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dentro de uma certa margem de distancia do valor verdadeiro (Zhang e O'Donnell, 2020;
Dalip, 2015). A Figura 12 apresenta de maneira grafica o SVR para modelos lineares.

Figura 12 — Representagao grafica de modelos lineares de SVR.
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Fonte: Traduzido de Zhang ¢ O'Donnell (2020).

Na Figura 12, a subfigura (a) apresenta um caso do modelo SVR mais simples,
onde a fungdo de regressdo pode aproximar todos os pontos de dados de entrada. A
subfigura (b) mostra um modelo com atributos que extrapolam os limites do hiperplano.

A fungdo de perda insensivel a € ¢ definida de modo que ndo ha penalidade para
erros dentro da margem &, mas penaliza erros fora dessa margem. O SVR resolve um
problema de otimizagdo que busca minimizar a complexidade do modelo e os erros de
previsdo. A solug¢do envolve a minimizagao de uma fungdo objetiva que equilibra a
planicidade do modelo e a tolerancia a desvios maiores que €. A precisdo da estimativa
em SVR depende de uma boa configuracdo dos pardmetros C, € e dos pardmetros do
kernel (Dalip, 2015).

Para realizagdo do SVR em problemas nao lineares, utiliza-se uma fungdo
matematica conhecida como kernel, que transforma dados de entrada em um espago de
caracteristicas de maior dimensdo, onde a separacgdo linear ¢ possivel. Isso permite que o
SVR lide eficientemente com problemas de regressdo ndo lineares, projetando as
caracteristicas originais em um espaco kernel onde os dados podem ser linearmente
discriminados. Kernels populares incluem o kernel linear, polinomial e de funcdo de base
radial (RBF), cada um adequado para diferentes distribuicdes de dados. Esta técnica

supera as limitagdes dos métodos tradicionais de regressdo, que assumem uma
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distribuicao linear dos dados, proporcionando uma modelagem mais precisa das relagdes
complexas entre variaveis (Zhang e O'Donnell, 2020).

O método SVR com kernel de Fungdo de Base Radial (RBF) ¢ amplamente
utilizado em andlises que envolvam estruturas devido a sua capacidade de lidar com
problemas ndo lineares e de alta dimensionalidade. O kernel RBF ¢ conhecido por ter
menos dificuldades numéricas comparado a outros kernels, sendo eficaz em proporcionar
uma boa performance de generalizacdo. O kernel RBF tem demonstrado boa performance
em diversos estudos, destacando-se na aproximagao de superficies de resposta complexas

e na reducao do risco de overfitting (Afshari et al., 2022).

2.2.1.3. Redes Neurais Artificiais (ANN)

As redes neurais artificiais (ANN) sdo técnicas amplamente utilizadas na
inteligéncia artificial (IA), devido a sua capacidade de processar informagdes de maneira
nao linear, adaptativa e distribuida. Inspiradas no funcionamento do cérebro humano, as
ANN simulam neur6nios interconectados, permitindo o aprendizado de padrdes a partir
de dados. Elas sdo eficientes em resolver problemas complexos, especialmente em areas
como medicina, economia e controle automatico, superando limitacdes dos sistemas
tradicionais baseados em ldogica. Treinadas com algoritmos de aprendizado
supervisionado, as ANN ajustam seus parametros para minimizar erros de predi¢do,
sendo especialmente eficazes em problemas de alta dimensionalidade (Wu e Feng, 2018;
Afshari et al., 2022)

Uma rede neural artificial consiste em uma camada de entrada, uma ou mais
camadas ocultas e uma camada de saida, conforme apresentado na Figura 13.

Figura 13 — Representacdo grafica de redes neurais.
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Fonte: Wang (2003).
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Conforme apresentado na Figura 13, cada conexao entre os neurdnios ¢ associada

a um peso numérico, e o valor de saida de um neurdnio 4i na camada oculta e dado pela
Equacao 8.

hi = o(XNqvijx; + T (8)

onde o ¢ a fungdo de ativagdo, N € o numero de neurdnios de entrada, v;; sdo os

pesos, x; sdo as entradas dos neur6nios de entrada e T sdo os termos de limiar dos

neurdnios ocultos. Essa fun¢ao introduz nao-linearidade na rede neural e limita o valor

do neurdnio para evitar divergéncias (Wang, 2003).

2.2.2. Shapley Additive Explanations (SHAP)

Os modelos baseados em AM possuem suas proprias limitagdes e desvantagens,
sendo a mais significativa a falta de transparéncia por tras de seus comportamentos. Isso
deixa os usudrios com pouca compreensao sobre como esses modelos tomam algumas
decisdes especificas. O AM com maior transparéncia faz com que os modelos expliquem
seus comportamentos em palavras simples que as pessoas entendam. Isso ¢ chamado de
"interpretabilidade" ou "explicabilidade". A explicabilidade seria uma parte indispensavel
dos modelos de aprendizado de maquina para melhor atender o ser humano e trazer
beneficios para a sociedade. Dessa forma, os usuarios dos modelos de AM sentem mais
confiang¢a no processo e os desenvolvedores conseguem compreender melhor o problema
e entender as falhas, sendo capazes de aumentar a seguranga do sistema (Du, Liu e Hu,
2020; Peng e Unluer, 2024; Kulasooriya ef al., 2023).

De maneira geral, os modelos de AM sao vistos como caixa preta. Um preditor de
caixa preta ¢ um modelo obscuro, cujos componentes internos sdo desconhecidos para o
observador ou s3o conhecidos, mas nao podem ser interpretados por humanos. Isso
evidencia a necessidade em que ocorra a comunicagdo entre o humano e o tomador de
decisdo. Nesse aspecto, a explicabilidade ¢ definida como a capacidade de explicar ou
fornecer o significado em termos compreensiveis para um ser humano (Doshi-Velez e
Kim, 2017). Essas definigdes assumem implicitamente que os conceitos expressos nos
termos compreensiveis que compdem uma explicacao sao autocontidos e nao precisam
de explicacdes adicionais. Essencialmente, uma explicagdo ¢ uma “interface” entre
humanos e um tomador de decisdo que € a0 mesmo tempo um proxy preciso do tomador
de decisdao e compreensivel para humanos (Guidotti et al., 2018).

Doshi-Velez e Kim (2017) propdem um conjunto de hipdteses sobre o que pode

tornar as tarefas semelhantes em suas necessidades de explicacao:
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Global x Local: A explicabilidade global implica saber quais padroes estao
presentes em geral, enquanto a explicabilidade local implica conhecer os
motivos de uma decisdo especifica. O primeiro pode ser importante
quando o objetivo ¢ o entendimento cientifico ou a deteccdo de viés; o
segundo quando se necessita de uma justificativa para uma decisdo
especifica.

Area, Gravidade da Incompletude: Que parte da formulagio do problema
esta incompleta e qudo incompleta esta? - A hipotese ¢ que os tipos de
explicagdes necessarias podem variar dependendo se a fonte de
preocupacdo ¢ devido a entradas, restricdes, dominios, estrutura do
modelo interno, custos ou até mesmo a necessidade de entender o
algoritmo de treinamento. A gravidade da incompletude também pode
afetar as necessidades de explicagao.

Limitacdes de tempo: Quanto tempo o usuario pode gastar para entender
a explicagao? Uma decisdo que precisa ser tomada a beira do leito ou
durante a operacdo de uma planta deve ser entendida rapidamente,
enquanto em aplicagdes cientificas ou anti-discriminagdo, o usudrio final
pode estar disposto a passar horas tentando entender completamente uma
explicagdo.

Natureza da experiéncia do usudrio: Quao experiente ¢ o usuario na tarefa?
A experiéncia do usudrio afetara o tipo de blocos cognitivos que ele possui,
ou seja, como ele organiza elementos individuais de informacdo em
colegdes. A natureza da experiéncia do usudrio também influenciard o
nivel de sofisticagdo que ele espera em suas explicagdes. De forma mais
ampla, tomadores de decisdo, cientistas, engenheiros de conformidade e
seguranga, cientistas de dados e pesquisadores de aprendizado de maquina

possuem diferentes conhecimentos basicos e estilos de comunicagao.

Lundberg e Lee (2017) enfatizam que a atribui¢do confiavel de importancia aos

atributos em modelos de AM requer a observancia de trés propriedades fundamentais,

que sustentam métodos capazes de interpretar com precisao modelos preditivos

complexos: (i) precisdo local, garantindo que as contribui¢cdes dos atributos somem

exatamente a previsdo do modelo; (ii) auséncia de influéncia, assegurando que variaveis

nao utilizadas nao afetem as explicacdes; e (iii) consisténcia, garantindo que um aumento

ou manuten¢ao da contribuicdo de um atributo nao resulte em uma diminuicao de sua
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importancia. Esses principios fundamentam a explicabilidade robusta dos modelos. Além
disso, métodos que ndo se baseiam nos valores de SHAP frequentemente violam a
precisdo local e/ou a consisténcia. Entre as técnicas de explicabilidade, os valores de
SHAP se destacam por quantificar a contribui¢do de cada atributo, proporcionando
indicagOes sobre os fatores determinantes do avanco da frente de carbonatacao.

O SHAP ¢ uma metodologia desenvolvida para interpretar as predi¢des de
modelos de AM, atribuindo valores de importancia aos atributos de entrada com base em
sua contribuicao para um determinado resultado. Fundamentados na teoria dos jogos, os
valores de SHAP garantem explicagdes consistentes, localmente precisas e
independentes, alinhadas a intuicdo humana (Lundberg e Lee, 2017; Mangalathu et al.,
2020; Harrison, 2020; Lopes, 2020). De maneira singular, essa abordagem unifica
diversas técnicas de explicacdo (Local Interpretable Model-agnostic Explanations
(LIME), Deep Learning Important Features, Layer-Wise Relevance Propagation,
Shapley Regression Values e Shapley Sampling Values), oferecendo solugdes
computacionalmente eficientes e interpretaveis tanto para modelos simples quanto
complexos (Lundberg e Lee, 2017). Por meio da aplicacio do SHAP, ¢ possivel
quantificar a influéncia de propriedades dos materiais (como resisténcia a compressao e
tipo de cimento) e de fatores ambientais (como concentragdo de CO: e umidade) nas
predicdes da profundidade de carbonatagdo, permitindo que engenheiros identifiquem
fatores criticos de durabilidade e implementem estratégias de mitigacao direcionadas.

Para compreender melhor os valores de SHAP, considere um modelo preditivo
com variaveis de entrada x = (x,, x2,...,xp), onde p representa o nimero de atributos. Como
a maioria dos modelos de AM funciona como caixas-pretas complexas, o SHAP utiliza
um modelo explicativo g(x’) para aproximar o comportamento do modelo original f{x) de
forma interpretdvel. Esse modelo explicativo expressa a predigdo como uma soma das
contribuigdes individuais de cada atributo, permitindo quantificar seu impacto. A

Equagdo 9 representa essa abordagem:
M
(0 = g(x) = Bo+ ) O ©)
i=1

Na Equagdo (9), M é o numero de atributos, & ¢ o valor base do modelo quando
todas os atributos estdo ausentes, e x' e x estdo relacionados por meio de uma funcao de

mapeamento, x = /h(x'). Essa relagdo ¢ ilustrada na Figura 14, onde @&, &, & e &
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contribuem positivamente para a predicao de g(x’), enquanto @ impacta negativamente

nela (Lundberg e Lee, 2017; Mangalathu et al, 2020).
Figura 14 — SHAP Values.
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Fonte: Adaptado de Lundberg e Lee, 2017; Mangalathu et al, 2020.
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De forma mais simples, essa abordagem por meio do grafico de cascata SHAP
(SHAP Waterfall Plot) fornece uma explicacdo passo a passo de como cada atributo
influencia uma predicao individual. O valor E[f{(x)/, localizado na base do grafico,
representa a predicdo esperada do modelo para todo o conjunto de dados (ou seja, a
predicdo média).

Como mostrado na Figura 14, a contribui¢do de cada atributo é representada por
uma barra: as contribui¢cdes positivas (vermelhas) aumentam a predicao de E/f(x)],
enquanto as contribui¢des negativas (azuis) a diminuem. Os valores do impacto dos
atributos da simulagdo sdo exibidos no lado esquerdo do gréfico, proporcionando
contexto para suas contribui¢des. A medida que cada atributo ¢ adicionado, seu efeito é
aplicado passo a passo, ajustando o valor esperado até alcangar a predi¢do final f{x),
mostrada na parte superior do grafico.

Lopes (2020) também apresenta as vantagens e desvantagens em utilizar o SHAP
para explicabilidade. As vantagens sdo:

- Explicagdes contrastivas que comparam a predicao com a predicdo média.
- Possui uma implementacdo rapida, tornando possivel calcular os varios
valores de SHAP necessarios para as interpretagdes do modelo global.

- As interpretacdes globais sdo consistentes com as explicagdes locais.

As desvantagens sao:

- Calcular o SHAP ¢ computacionalmente pesado. Para grande volume de
dados de segundo plano, exige muito do hardware.

- O SHAP néo retorna um modelo de predicao.

- O célculo do SHAP para uma nova instancia de dados requer acesso a base

de dados, ndo apenas a fun¢ao de predigao.
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2.3. Trabalhos relacionados: aplicacdo de aprendizado de maquina na predigao

da profundidade de carbonatacio em estruturas de concreto armado

A presente se¢do apresenta os trabalhos relacionados, identificados por meio de
uma revisao sistematica de literatura. O método ProKnow-C (Knowledge Development
Process — Constructivist) (Ensslin et al., 2010), comumente utilizado em estudos
relacionados (Resende et al., 2024; Gomes et al., 2023), foi adaptado para este trabalho.
As etapas resultantes estdo descritas a seguir.

A primeira etapa envolveu a definicdo dos parametros de busca. As palavras-
chave “carbonation” e “machine learning” foram pesquisadas nos titulos, resumos e
palavras-chave de artigos cientificos. A busca foi realizada em 31 de margo de 2025,
considerando apenas artigos publicados a partir de 1° de janeiro de 2015 até a data da
pesquisa. Para garantir uma busca abrangente, foram consideradas todas as bases de dados
indexadas pelo portal da CAPES (2016): Scopus, Compendex, Web of Science,
ScienceDirect, SpringerLink, Wiley, ASCE Collection, Taylor & Francis e SciELO. Essa
busca retornou 700 artigos, que foram importados para o gerenciador de referéncias
Mendeley Desktop. Apenas artigos completos publicados em peridodicos foram
considerados nesta etapa. Dentre os 700 registros, 224 artigos duplicados — ou seja,
indexados em mais de uma base — foram eliminados, resultando em 476 artigos inicos.
Em seguida, os titulos desses 476 artigos foram analisados, identificando-se 139 com
titulos alinhados ao tema da pesquisa. Os resumos desses 139 artigos foram entdo
avaliados, resultando na selecdo de 50 artigos com maior aderéncia ao tema. Nessa etapa,
verificou-se a acessibilidade dos 50 artigos selecionados, sendo que oito estavam
inacessiveis, restando 42 artigos disponiveis para leitura integral. Por fim, foi realizada a
leitura completa dos 42 artigos acessiveis. Dentre esses, 26 apresentaram total
alinhamento com o tema da pesquisa e foram, portanto, selecionados para compor o
portfolio final da revisdo da literatura.

A Tabela 1 oferece uma visao abrangente da literatura, destacando os principais
aspectos das técnicas de AM empregadas, se a explicabilidade do modelo foi avaliada (e
qual método foi utilizado, se aplicavel), o tamanho do conjunto de dados, o uso de dados
sintéticos ou testes de carbonatacdo acelerada, os principais atributos considerados para
a predicao da profundidade de carbonatacao e as principais conclusdes de cada estudo.
Esta se¢do esta estruturada em trés perguntas, para melhor entendimento do estado da

arte.
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2.3.1. Quais sdo os principais atributos abordados pelos estudos revisados na predi¢cdo

da profundidade de carbonata¢do em estruturas de concreto armado?

A andlise dos estudos revisados mostra que a predicdo da profundidade de
carbonatagdo em estruturas de concreto armado tem sido abordada utilizando um
conjunto diversificado e complementar de atributos, refletindo a complexidade do
fendmeno e a variedade de condi¢gdes experimentais. Entre as 26 referéncias analisadas,
padrdes recorrentes na escolha dos atributos preditivos se destacam, juntamente com
tendéncias especificas relacionadas ao tipo de concreto, aos materiais utilizados e as
condicdes ambientais simuladas ou reais.

A relagao agua/aglomerante foi, de longe, a variavel mais frequente, aparecendo
em pelo menos 20 estudos (Taffese et al., 2015; Nunez et al., 2021; Felix et al, 2021;
Biswas et al., 2022; Khan e Javed, 2023; Naseri et al., 2022; Lee et al., 2020; Huo et al.,
2023; Chen et al., 2022; Hafez et al., 2022; Ehsani et al.; Golafshani et al., 2024;
Uwanuakwa, 2021; Duan e Cao, 2022; Wei et al, 2023; Yu et al., 2021; Vollpracht et al.,
2024, Wang et al., 2024; Xi et al., 2024; Chen et al., 2025; Uwanuakwa e Akpinar et al.,
2024; Felix et al., 2024). Sua relevancia esta associada ao impacto direto na porosidade
do concreto, que influencia a penetragdo de CO- e a taxa de carbonatacdo. Estudos como
Lee et al. (2020), Huo et al. (2023) e Chen et al. (2025) confirmam que quanto maior a
relagdo dgua/aglomerante, maior a profundidade de carbonatacao devido ao aumento da
porosidade da matriz.

O tempo de exposi¢do ao CO: também ¢ amplamente utilizado como uma variavel
chave, desempenhando um papel importante em Nunez et al. (2021), Biswas et al. (2022),
Huo et al (2023), Golafshani et al. (2024), Uwanuakwa (2021), Wei et al. (2023), Wang
et al (2024) e Chen et al. (2025). Em Golafshani ez al. (2024), o modelo XGBoost mostrou
que o tempo de exposi¢do e a concentragdo de CO: foram os fatores mais influentes na
predicao, conforme revelado pela analise SHAP. Huo ef al. (2023) também confirmou
esse papel central, desenvolvendo modelos de conjunto altamente interpretaveis.

A concentracdo de CO: € outra varidvel dominante em mais da metade dos
estudos. Essa escolha ¢ esperada, uma vez que a carbonatacdo ¢ um processo quimico
induzido pela difusao do CO: atmostérico no concreto. Em Huo ef al. (2023), Golafshani
et al. (2024), Wei et al. (2023), Wang et al. (2024) e Chen et al. (2025) a concentragao

de CO: foi uma das variaveis mais impactantes, influenciando diretamente a profundidade
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predita. Entretanto, Uwanuakwa (2021) destaca que a concentragao de CO> foi o atributo
com menor impacto na carbonatagdo em condi¢des naturais.

A resisténcia a compressdo frequentemente aparece como um indicativo da
densidade e durabilidade do concreto, sendo destacada em Taffese et al., 2015, Nunez et
al., 2021, Malami et al., 2021, Golafshani et al. (2024), Duan e Cao (2024), Vollpracht
et al. (2024) e Felix et al. (2024). Em Taffese et al. (2015) e Nunez et al. (2021), por
exemplo, a resisténcia foi um dos atributos mais relevantes em um modelo baseado em
rede neural. Em Duan e Cao (2022), a resisténcia a compressdo, a relacao
agregado/cimento e o contetido de aglomerante foram essenciais para reduzir a incerteza
na predigao.

Viérios estudos também enfatizam os efeitos de adigdes minerais e materiais
cimenticios suplementares (SCMs), como cinzas volantes, silica ativa, escoria de alto-
forno, metacaulim e cal hidratada. Esses atributos aparecem em Taffese et al. (2015),
Nunez et al. (2021), Biswas et al. (2022), Khan e Javed (2023), Naseri et al. (2022), Huo
et al. (2023), Hafez et al. (2022), Golafshani et al. (2024), Uwanuakwa (2021), Wei et al.
(2023), Vollpracht ef al. (2024), Uwanuakwa e Akpinar et al. (2024), Felix et al. (2024).
A influéncia dos SCMs sobre a carbonatacdo ¢ ambigua: enquanto melhoram a
sustentabilidade do concreto, podem reduzir a resisténcia a carbonatagdo devido a menor
alcalinidade, como discutido em Khan e Javed, 2023 ¢ Wei et al., 2023.

Outras variaveis relevantes incluem: quantidade de cimento (Taffese et al., 2015;
Nunez et al., 2021; Liu et al., 2021; Felix et al., 2021; Naseri et al., 2022), umidade
relativa (Liu et al., 2021; Felix et al., 2021; Biswas et al., 2022; Huo et al., 2023; Chen
et al., 2022; Ehsani et al., 2024; Uwanuakwa, 2021), temperatura (Taffese et al., 2015;
Lee et al., 2020; Uwanuakwa, 2021; Vollpracht, 2024; Chen et al., 2025), absor¢do e
densidade de agregados reciclados (Liu ef al., 2021; Golafshani et al., 2024; Wang et al.,
2024), parametros de mistura, como as propor¢des de cimento, areia, agregado graudo e
superplastificante (Xi et al., 2024; Chen et al., 2025; Liu et al., 2021).

Além disso, estudos como (Uwanuakwa, 2021 e Uwanuakwa e Akpinar et al.,
2024 sugerem que o perfil quimico dos materiais, incluindo relagdes de 6xidos (CaO,
Si0:, entre outros), também pode melhorar a precisdo do modelo. No entanto, essas
variaveis sdo menos comumente usadas devido a dificuldade de obté-las em cenarios
praticos.

A revisao da literatura revela que os principais preditores da profundidade de

carbonatacdo sdo consistentemente a relacdo agua/aglomerante, o tempo de exposicao, a
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concentracdo de CO-, a resisténcia a compressao e a presenca de SCMs. Esses fatores
capturam tanto os aspectos fisicos quanto quimicos da mistura de concreto e as condi¢des
ambientais a que ela estd exposta. Além disso, ha uma forte convergéncia entre os
modelos de AM mais precisos (como ensembles, redes neurais hibridas e métodos
baseados em otimizagdo) e o uso dessas variaveis como entradas. O crescente uso de
técnicas de explicabilidade, como o SHAP, presentes em trabalhos como Khan e Javed,
2023; Huo et al., 2023; Golafshani et al.; 2024; Wang et al., 2024; Chen et al., 2025;
Uwanuakwa e Akpinar et al., 2024, também permite uma compreensao mais clara do
papel de cada variavel, contribuindo para a aplicagdo pratica desses modelos na
engenharia estrutural.

Os estudos indicam que uma predi¢do eficaz da carbonatacdo requer um conjunto
equilibrado de atributos que representem com precisdo tanto o material quanto o
ambiente, com atributos mais simples e amplamente medidos (como, por exemplo, a
umidade relativa e a resisténcia a compressdo) permanecendo os mais influentes em

modelos avangados.

2.3.2. Quais métodos de AM sdo mais frequentemente usados nesses estudos e quais sao

suas principais caracteristicas?

Com base na analise dos estudos revisados, observa-se que os métodos de AM
mais comumente utilizados para predizer a profundidade de carbonatagdo em estruturas
de concreto armado s3o, em sua maioria, aqueles com fortes capacidades de
generalizagao, habilidade para lidar com dados tabulares e nao lineares, e que oferecem
explicabilidade.

O método mais recorrente ¢ a ANN, presente em pelo menos 15 estudos, como
Taffese et al. (2015), Liu et al. (2021), Naseri ef al. (2022); Chen et al. (2022); Ehsani et
al. (2024), Duan e Cao (2022) e Felix et al. (2024). A popularidade da ANN se deve a
sua capacidade de modelar relagdes complexas entre multiplas varidveis e sua robustez
em diferentes contextos. Em Liu et al. (2021), Felix et al. (2021) ¢ Ehsani et al. (2024),
por exemplo, modelos hibridos baseados em ANN superaram modelos estatisticos e
outros algoritmos de AM, especialmente quando combinados com técnicas de
combinacdo e otimizagao. Em Duan e Cao (2022), uma ANN simples manteve alta
precisdo mesmo com um numero reduzido de variaveis de entrada, demonstrando sua

eficiéncia.
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Outro método amplamente utilizado ¢ o RF, que aparece em pelo menos oito
estudos, como Liu et al. (2021), Huo et al. (2023), Ehsani et al. (2024), Wang et al.
(2024), Chen et al. (2025). O RF ¢ valorizado por sua robustez contra overfitting e
facilidade de uso em tarefas que envolvem varidveis de tipos mistos. Embora tenha sido
superado por modelos mais sofisticados, como XGBoost ou CatBoost, em alguns casos,
o RF manteve um desempenho competitivo e, quando utilizado em conjunto com a analise
SHAP, provou ser ttil para identificar os atributos mais relevantes.

O SVM e sua variante de regressao (SVR) também sao frequentemente aplicados,
aparecendo em cerca de dez estudos, como Malami et al. (2021), Biswas et al (2022),
Naseri et al. (2022), Wang et al. (2024), Xi et al. (2024), Chen et al. (2025). Esses
métodos se destacam, particularmente, em conjuntos de dados de pequeno a médio porte,
devido a sua capacidade de generalizacao e eficiéncia na modelagem de dados de alta
dimensao.

Entre os métodos baseados em boosting, o XGBoost ganhou destaque, aparecendo
em pelo menos oito estudos, incluindo Hafez et al. (2022), Golafshani et al. (2024), Wang
et al. (2024), Xi et al. (2024) e Chen et al. (2025). O XGBoost ¢ preferido pela sua alta
precisao, estabilidade e eficiéncia computacional. Em Golafshani et al. (2024), o modelo
XGBoost-AO obteve um R? = 0,98, considerado o mais preciso do estudo.

Arvores de decisdo e suas variagdes (bagged, boosted) sio utilizadas como base
para modelos de ensemble, aparecendo em estudos como Taffese et al. (2015) e
Uwanuakwa (2021). Embora seu uso isolado tenha limitagdes, sua integragao em modelos
compostos ou otimizados resulta em ganhos de desempenho e estabilidade.

Nos tltimos anos, tem-se observado uma crescente adogao de abordagens hibridas
e AutoML, como visto em Wang et al. (2024), Liu et al. (2021) e Biswas et al. (2022).
Esses métodos combinam diferentes algoritmos ou automatizam o processo de selegao de
modelos e ajuste de hiperpardmetros para maximizar a precisao e robustez preditiva.

Embora menos utilizados, modelos de aprendizado profundo, como DNN e RNN,
foram explorados em Lee et al. (2020) e Uwanuakwa (2021). Lee et al. (2020) mostrou
que o DNN superou tanto o modelo AlJ tradicional quanto os métodos baseados em
elementos finitos (FEM), especialmente sob condi¢des de alta exposicao ao COx.

Com base nesta analise, os métodos mais comumente usados para a predi¢ao da
carbonatagdo do concreto combinam trés caracteristicas chave: alta precisdo, forte
capacidade de generalizacao e potencial para explicabilidade. Modelos como ANN, RF e

SVM/SVR aparecem frequentemente devido a sua eficacia matematica e adaptabilidade
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a diferentes contextos experimentais e tipos de concreto. A adocao de técnicas de
explicabilidade, como o SHAP, fortalece ainda mais a aplicacdo pratica desses modelos,
permitindo predi¢des precisas € uma melhor compreensdo dos fatores que influenciam a

carbonatacao.

2.3.3. Os modelos foram desenvolvidos utilizando conjuntos de dados experimentais ou

sintéticos?

A maioria dos modelos de AM revisados na literatura foi desenvolvida utilizando
conjuntos de dados experimentais derivados de testes acelerados de carbonatagao
(Taffese et al., 2015; Nunez et al., 2021; Liu et al., 2021; Felix et al., 2021; Biswas et al.,
2022; Khan e Javed, 2023; Naseri et al., 2022; Lee et al., 2020; Huo et al. 2023; Chen et
al., 2022; Hafez et al., 2022; Ehsani et al., 2024; Uwanuakwa, 2021; Wang et al., 2024;
Duan e Cao, 2022; Wei et al., 2023, etc). Apenas dois estudos, Malani ef al. (2021) e
Felix et al. (2024), utilizaram conjuntos de dados exclusivamente obtidos a partir de
condi¢des de exposi¢do natural, refletindo a progressao da carbonatagdo em tempo real.
Embora isso confira maior realismo aos dados, também traz um desafio fundamental: a
carbonatacdo em ambientes reais € um processo lento, frequentemente exigindo anos para
produzir resultados mensuraveis. Esse fendmeno limita significativamente o volume e a
variabilidade dos dados coletados dentro dos prazos de pesquisa praticos. Como
resultado, a maioria dos autores recorre a testes de carbonatagdo acelerada, que, embora
amplamente aceitos, podem ndo replicar totalmente os mecanismos ambientais reais
envolvidos — podendo superestimar as taxas de carbonatagdo, especialmente quando
extrapoladas além da duragao do teste ou das concentragdes de CO: utilizadas.

Em contrapartida, os conjuntos de dados sintéticos sdo raramente adotados em
pesquisas sobre carbonatacdo — apenas Yu et al. (2021) utilizou explicitamente um
baseado em variagdes de parametros de modelo de hidratacdo. No entanto, seu potencial
¢ consideravel. Como mostrado em aplicagdes mais amplas de engenharia estrutural,
como Martinez-Mufioz et al. (2023), conjuntos de dados sintéticos permitem a geragao
massiva de dados (27.000 instancias) sob condigdes de entrada cuidadosamente
controladas e sistematicamente variadas. Quando combinados com algoritmos meta-
heuristicos e aprendizado profundo, eles oferecem alta precisao e generalizacao, além de
permitir otimizacdo multiobjetivo, que muitas vezes ¢ impraticdvel com dados
experimentais sozinhos. Conjuntos de dados sintéticos poderiam ser particularmente

impactantes em estudos de carbonatacdo, onde a simulagdo de uma ampla gama de
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condigdes ambientais, composi¢cdoes de ligantes e duracdes de exposicao poderia
preencher lacunas atuais no conhecimento e reduzir a dependéncia de testes laboratoriais

longos e custosos.

2.3.4. A explicabilidade dos modelos tem sido explorada na literatura por meio de

técnicas como SHAP ou similares?

A literatura tem explorado a explicabilidade dos modelos de AM. No entanto,
apenas uma parte dos estudos revisados abordou essa tematica — um aspecto cada vez
mais reconhecido como fundamental na aplicacdo de AM a problemas de engenharia.
Entre os 26 estudos analisados, apenas sete exploraram explicitamente a explicabilidade,
sendo o método SHAP o mais frequentemente adotado. O SHAP foi utilizado em estudos
como Khan e Javed (2023), Huo et al. (2023), Golafshani et al. (2024), Golafshani et
al. (2024b), Wang et al. (2024), Wang et al. (2024b), Chen et al. (2025), enquanto
Wang et al. (2024b) empregou adicionalmente o método PDP para apoiar a
interpretabilidade.

Conforme ja mencionado anteriormente, o SHAP ¢ uma abordagem baseada na
teoria dos jogos que fornece explicagdes tanto globais quanto locais para as predi¢des de
modelos de AM. Ele atribui a cada atributo um valor de importincia para uma
determinada predi¢cdo, calculando os valores de SHAP derivados da teoria dos jogos
cooperativos. A ideia central ¢ considerar todas as combinacdes possiveis de atributos de
entrada e medir quanto cada uma contribui — em média — para o resultado do modelo.
Essa medida calcula a contribui¢do de um atributo em todos os subconjuntos possiveis de
entrada, resultando em uma explicacdo consistente e teoricamente fundamentada do
comportamento do modelo, destacando quais atributos contribuem para predi¢des
positivas ou negativas.

A forca do SHAP reside em sua capacidade de oferecer uma decomposi¢do
transparente e detalhada das contribui¢des dos atributos tanto no nivel individual da
predi¢do (interpretabilidade local) quanto em todo o conjunto de dados (interpretabilidade
global). Por exemplo, em Golafshani et al. (2024), o SHAP revelou que o tempo de
exposicao e a concentragdo de CO: foram os atributos mais influentes no modelo
XGBoost-AO, auxiliando especialistas da area a validar o comportamento do modelo com
base na intuicdo de engenharia. De forma semelhante, em Chen et al. (2025), a analise
com SHAP ajudou a identificar que o teor de aglomerante e a relagdo a/c influenciaram

significativamente a profundidade de carbonatacdo e avaliou a importancia dos atributos
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em uma estrutura hibrida de conjunto, possibilitando comparagdes claras entre
parametros de entrada como densidade do agregado, CO: e teor de cimento.

Além do SHAP, Wang et al. (2024b) utilizaram o método PDP, que visualiza a
resposta média prevista em funcao de uma ou duas varidveis de entrada, marginalizando
todas as demais. Embora util para detectar tendéncias gerais e interagdes, os PDP sao
limitados ao lidar com atributos ndo lineares ou altamente interativas e ndo oferecem
explicagdes especificas para cada instancia, diferentemente do SHAP.

A incorporagdo de técnicas de explicabilidade ¢ importante para construir
confianga e transparéncia nas aplicacdes de AM, especialmente na engenharia estrutural,
onde as decisdes dos modelos podem impactar a seguranca, a vida util e as estratégias de
sustentabilidade. O SHAP, em particular, tem se mostrado uma ferramenta poderosa para
conectar a ciéncia de dados ao conhecimento técnico da engenharia.

Apesar de seu valor, a explicabilidade ainda ¢ pouco explorada na maioria dos
estudos sobre carbonatagdo. Muitos modelos sdo tratados como “caixas-pretas”, o que
limita sua aplicabilidade pratica e dificulta a compreensdo cientifica dos fenomenos
modelados. Diante da crescente énfase em inteligéncia artificial responsavel e
interpretavel, pesquisas futuras devem integrar sistematicamente o SHAP (e métodos
similares) ao processo de modelagem com AM. Isso aprimorara a transparéncia e a
credibilidade dos modelos, além de facilitar sua valida¢ao e refinamento com base em
principios de engenharia, contribuindo para o desenvolvimento de solu¢des mais robustas

e confiaveis na avaliacao da durabilidade do concreto.
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Tabela 1 - Principais informagdes e conclusdes disponiveis na bibliografia.

Autor(es) Métodos de ML Explicabilidade Instancias Atributos Principais conclusdes
Taffese et al. (1) ANN; Nao ~184* (i) ingredientes da mistura de concreto: tipoe - O modelo de Rede Neural obteve o melhor
(2015) (i1) DT; conteudo de cimento, cinza volante, fumo de desempenho.
(iii) Bagged DT; silica; (i1) relagdo agua/aglomerante; (iii) - As variaveis mais importantes sdo a profundidade
(iv) Boosted DT. plastificantes e agentes formadores de ar; (iv) de carbonatacdo acelerada, a relacao
propriedades frescas: abatimento, conteudo de dgua/aglomerante e a resisténcia a compressao.
ar, fluidez; (v) condi¢des ambientais:
concentragdao de CO:, temperatura, umidade;
(vi) resisténcia a compressao; (vii) tempo de
exposi¢ao.
Nunez et al. GBRT Nao 7132 (1) resisténcia a compressao; (ii) relagdo - O modelo GBRT superou os modelos analiticos

(2021) agua/aglomerante; (iii) tempo de exposi¢io; existentes na predi¢do da profundidade de
(iv) concentragdo de CO2; (v) materiais carbonatag@o.
cimenticios suplementares (SCMs): - As variaveis mais relevantes identificadas pelo
metacaulim, silica ativa, escoria, cinza volante;  modelo foram: tempo de exposi¢ao, resisténcia a
(vi) absor¢do de dgua e densidade dos compressdo e razao agua/aglomerante.
agregados; (vii) teor de cimento, areia, brita e
superplastificante.

Malami et al. (i) ANFIS; (i1)) ELM;  Nao 100 (i) tempo de exposi¢do; (ii) resisténcia a - O modelo ANFIS-M2 obteve o melhor desempenho

(2021) (iii)) SVM; (iv) MLR compressdo; (iii) densidade do concreto; (iv) entre todos os modelos.

coeficiente de carbonatag@o. - Modelos baseados em IA (ANFIS, ELM, SVM)
superaram a regressao linear (MLR) nas etapas de
calibragdo e verificagdo.

- Estruturas em areas interiores apresentaram maior
profundidade de carbonatagdo do que aquelas em
regides costeiras, o que foi atribuido as maiores
concentragdes de CO2 em zonas industriais.

- O uso de modelos hibridos ndo lineares baseados
em IA melhorou significativamente a precisao
preditiva, validando seu potencial para avaliagdes
reais de durabilidade.

Liu et al. (2021) (i) ANN; (ii) RF; (iii)  Nao 5932 (i) teor de agua; (ii) teor de cimento; (iii) - Um modelo hibrido de ANN obteve o melhor

GPR; (iv) Modelos
hibridos de ANN

absorcao de agua do agregado reciclado
(RACQ); (iv) percentual de substitui¢do

volumétrica por agregado reciclado; (v)
temperatura; (vi) umidade relativa; (vii)

desempenho entre todos os modelos.
- Todos os modelos de aprendizado de maquina

(especialmente os hibridos com ANN) superaram os

modelos estatisticos e baseados em normas (fib,
CECS).

56



Autor(es) Métodos de ML Explicabilidade Instancias Atributos Principais conclusoes
concentragdo de COz; (viii) tempo de cura; (ix) - O teor de cimento foi o atributo mais influente;
tempo de exposigao. fatores internos e ambientais determinam a
resisténcia a carbonatagao.
Felix et al. (2021) ANN Nao 2722 (i) consumo de cimento; (ii) relagdo - O modelo de ANN selecionado apresentou alto
agua/aglomerante; (iii) teor de CO»; desempenho.
(iv) umidade relativa; (v) teor de cinza volante; - O modelo é capaz de prever o tempo de inicio da
(vi) tempo de exposicao. corrosdo e auxiliar nas estimativas de vida util.
Biswas et al. (i) SVR; (ii) Modelos  Nao 300 ® (i) teor de aglomerante; (ii) teor de cinza - Todos os modelos hibridos de SVR alcangaram R? >
(2022) hibridos de SVR volante; 0,95 nos conjuntos de treino e teste.
(iii) relag@o dgua/aglomerante; (iv) umidade - A andlise de sensibilidade classificou a importancia
relativa; (v) concentracdo de COz; (vi) tempo dos atributos na seguinte ordem: relacao
de exposigao. agua/aglomerante, tempo de exposi¢cdo e umidade
relativa.
- A otimizagao hibrida melhorou significativamente a
robustez ¢ a precisdo das predi¢des de carbonatacio.
Khan e Javed (1) DT; (ii) SVM; (iii))  Sim: SHAP 3617 (i) teor de aglomerante; (ii) relag@o - O modelo AR apresentou a maior precisdo na
(2023) AR cimento/aglomerante; (iii) relagio predigdo da profundidade de carbonatagéo.
agua/aglomerante; (iv) relagdo cinza - Os atributos mais influentes foram: teor de
volante/aglomerante; (v) relagdo agregado aglomerante, relacdo de cinza volante e relacao
graudo/aglomerante; (vi) relacdo agregado agua/aglomerante.
miudo/aglomerante; (vii) relag@o - O estudo destaca o equilibrio entre durabilidade e
superplastificante/aglomerante. sustentabilidade, pois os materiais cimenticios
suplementares (SCMs) aumentam a
sustentabilidade, mas podem reduzir a resisténcia a
carbonatagdo.
Naseri ef al. (1) MPP; (ii) ANN; (iii)) Nao 1512 (i) teor de cimento; (ii) teor de cinza volante; - O modelo MPP superou significativamente os

(2022)

SVM; (iv) SPR

(iii) teor de agua; (iv) teor de
superplastificante;

(v) teor de agregado graudo; (vi) teor de
agregado miudo; (vii) relagao
agua/aglomerante; (viii) relacdo cinza
volante/cimento; (ix) relagao
superplastificante/aglomerante; (x) relagao
agregado miudo/aglomerado total; (xi) relag@o
agregado graudo/aglomerante.

modelos ANN, SVM e SPR na predigédo da
profundidade de carbonatagéo.

- O aumento no teor de cinza volante elevou a
profundidade de carbonatagdo, em conformidade
com a teoria das reagdes pozolanicas.

- Maior teor de aglomerante e menor relagdo
4gua/aglomerante resultaram em menor
profundidade de carbonatagdo.

- A capacidade do MPP de gerar equagdes simbdlicas
permite sua aplicacéo direta em processos de
otimizagdo para o projeto de misturas sustentaveis.
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Autor(es) Métodos de ML Explicabilidade Instancias

Atributos Principais conclusoes

Lee et al. (2020) DNN Néo 206

(i) relag@o agua/cimento; (ii) concentracao de
COg; (iii) tempo; (iv) temperatura e umidade.

- O deep learning forneceu as predi¢cdes mais precisas
entre todos os modelos.

- O estudo valida o uso de deep learning como uma
alternativa poderosa aos modelos tradicionais para a
predicdo da carbonatagdo, especialmente em
condi¢odes de alta concentragdo de CO: e relagdo
agua/cimento elevada.

Huo et al. (2023) (i) RF; (ii) SVR; (iii)
ANN; (iv) Modelos
hibridos

Sim: SHAP 532¢

(i) teor de cimento; (ii) substituigdo por cinza
volante; (iii) relacdo dgua/aglomerante; (iv)
concentragdao de COz; (v) umidade relativa;
(vi) tempo de exposicao.

- O modelo hibrido obteve o melhor desempenho.

- A analise SHAP identificou o tempo de
carbonatacdo, a concentragdo de CO- ¢ o teor de
aglomerante como os atributos mais influentes.

- O alto teor de aglomerante reduziu a carbonatacao
devido ao aumento da alcalinidade e a densificacdo
dos poros.

- A relagdo agua/aglomerante apresentou correlagao
positiva com a profundidade de carbonatagdo, em
funcdo do aumento da porosidade.

- A abordagem hibrida por combinagdo melhorou a
capacidade de generalizacdo ¢ a precisdo preditiva
em comparagao com modelos individuais.

- O SHAP forneceu explicagdes transparentes tanto
para predicdes globais quanto locais.

Chen et al. (2022) (i) ANN; (ii) SVM; Nio
(iii) Modelos hibridos

532

(i) teor de cimento; (ii) teor de cinza volante;
(iii) relag@o adgua/aglomerante; (iv)
concentragdo de COz; (v) umidade relativa; (vi)
tempo de exposigao.

- Modelos hibridos (SVM-ANN-GA ¢ SVM-ANN-
IV) superaram os modelos individuais de ANN e
SVM.

Hafez et al. (2022) (i) Regressoes Nao
XGBoost; (ii) Floresta
Aleatoria (RF); (iii)
Regressao Ridge
Bayesiana

1683°

(i) teor de aglomerante; (ii) relagdo
agua/aglomerante; (iii) relagao
cimento/aglomerante; (iv) teores de materiais
cimenticios suplementares (cinza volante,
escoria granulada de alto-forno, silica ativa,
argila calcinada, pd de cal); (v) teor de
agregado graudo e miudo (em relagdo ao
aglomerante); (vi) dosagem de
superplastificante (em relagdo ao aglomerante).

- O modelo Pre-bcc previu com sucesso a taxa de
carbonatagdo com alta precisdo: R? = 0,94, MAPE =
15,2%.

- E capaz de lidar com grandes volumes de dados
heterogéneos provenientes de multiplas fontes.

- Uma ferramenta de predi¢ao de acesso aberto esta
disponivel em: https://bce-regression.online.

- A plataforma permite a triagem rapida de misturas
de concreto sustentaveis, reduzindo a necessidade
de testes de durabilidade de longo prazo.
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Ehsani et al. (i) ANN; (i) SVM; Nao 198% (i) massas dos materiais (kg/m?): cimento, - A ANN com selecao de features via MOEA/D-
(2024) (iii) DT; (iv) RF; (v) cinza volante, dgua, superplastificante, ANN apresentou o melhor desempenho (R* =
MOEA/D-ANN agregado graudo/miudo; (ii) relagdo 0,9947).

agua/aglomerante; - A selegdo de features reduziu significativamente o
(iii) concentragdo de COz; (iv) umidade erro e a complexidade do modelo.

relativa. - A ANN superou os modelos SVM, RF ¢ DT em

termos de precisdo preditiva.

- O método MOEA/D-ANN foi mais eficaz que o

RReliefF na otimizago das variaveis de entrada.
Golafshani et al. XGBoost Sim: SHAP 474 * (i) relag@o agua/aglomerante; (ii) relagdo cinzas - O modelo XGBoost-AO obteve o melhor
(2024) volantes/ aglomerante; (iii) teor de agregado desempenho, com R? = 0,98 nos dados de teste.

reciclado; (iv) absorcdo de agua do agregado - A anélise SHAP revelou que o tempo de exposicao

reciclado; (v) resisténcia a compressao aos 28 e a concentragao de CO2 sdo as caracteristicas mais

dias; (vi) concentragdo de COz; (vii) tempo de influentes.

exposicao. - Os modelos mantiveram baixos erros nos conjuntos
de treino/teste: RMSE, MAE, MAPE e SI, todos
dentro das faixas de "bom" desempenho.

- O estudo contribui com uma interface grafica
amigavel para uso pratico na previsdo da
carbonatacdo de RAC, reforgando o design
sustentavel.

Uwanuakwa (i) RNN; (ii) ANN; Nao 534¢ (i) composicdo quimica do cimento e dacinza - A RNN apresentou o melhor desempenho em

(2021) (iii)) SVM; (iv)
RBFNN; (v) MLR;
(vi) Bagged DT; (vii)
Boosted DT

volante: CaO, SiO:, Fe:0s, Al20s; (ii) teor de
cimento; (iii) teor de cinza volante; (iv) teor de
agua e relagdo dgua/aglomerante; (v) tempo de
cura e umidade relativa durante a cura; (vi)
concentragdo de COz; (vii) temperatura;

(viii) umidade relativa; (ix) tempo de
exposicao.

termos de generalizagdo.

- A RBFNN superajustou os dados de treinamento e
teve um desempenho insatisfatério em novos dados.

- Os dados de carbonatagéo natural proporcionaram
predi¢des mais consistentes do que os casos de
carbonatag@o acelerada.

- Os resultados obtidos por meio do GSA indicaram
que o tempo de exposi¢do a carbonatacdo, o teor de
cimento, o teor de CaO no cimento ¢ a relagdo
agua/aglomerante foram as variaveis mais
influentes.

- A concentragdo de CO: teve 0 menor impacto
dentro da faixa natural (inferior a 0,04%), o que estd
em concordancia com outros estudos baseados em
aprendizado de maquina.
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- O estudo ressalta a importancia da realizagdo de
testes robustos de generalizagdo em modelos futuros
de aprendizado de maquina aplicados a
carbonatagdo.
Golafshani et al. (i) RF; (ii)) XGBoost;  Sim: SHAP 1119® (1) cimento; (ii) silica ativa; (iii) cimento com - O modelo CatBoost superou todos os demais na
(2024b) (ii1) LGB; (iv) escoria; (iv) cinza volante; (v) teor de agua; predicao da profundidade de carbonatagao.
CatBoost; (v) Modelos (vi) agregado gratido natural; (vii) agregado - A analise com SHAP indicou que o tempo de
combinados gratudo reciclado; (viii) absor¢ao de agua do exposicao, a resisténcia a compressio ¢ a
agregado reciclado; (ix) agregado mitido concentracdo de CO: foram as varidveis mais
natural; influentes.
(x) superplastificante; (xi) resisténcia a
compressdo; (xii) concentracao de COz; (xiii)
tempo de exposi¢ao.
Wang et al. (1) DT; (ii) RF; (iii) Sim: SHAP e PDP 17122 (i) teores de cimento, escoria e cinza volante; - O modelo XGBoost superou todos os demais,
(2024b) AR; (iv) CatBoost; (V) (ii) teores de 6xidos (CaO, SiOz, Al>Os, Fe20s, alcangando R? = 0,92 nos dados de teste.
XGBoost; (vi) KNN; MgO) em cada aglomerante; (iii) 4gua, tempo - O teor de cimento foi a variavel com maior
(vil) SVR; (viii) MLP de carbonatagdo (inicio + manutengao), influéncia na melhoria da resisténcia a corrosao.
temperatura, umidade e concentracdo de COz;
(iv) agregados graudo e miudo; (v) pos de
CaCO:; e SiOz; (vi) profundidade de
carbonatagao.
Duan e Cao ANN Nao 8204 (i) tempo de exposigdo; (ii) relagdes - A resisténcia a compressao, a relacdo agregado—
(2022) dgua/cimento e dgua/aglomerante; (iii) cimento e o teor de aglomerante foram as varidveis

resisténcia a compressao; (iv) concentragdo de mais influentes.

COg; (v) relagdo agregado—cimento; (vi) teor de - A combinag@o de parametros (como a relagao

aglomerante. agregado—cimento) reduziu a incerteza nas
predigdes.

- Um modelo simplificado de aprendizado de
maquina, com um conjunto reduzido de variaveis,
manteve alta acuracia.

- O estudo demonstra a importancia da selegao
adequada de parametros para reduzir a dispersao
dos modelos e melhorar sua capacidade de
generalizacao.

- Enquanto modelos empiricos frequentemente
escolhem os parametros de forma arbitraria, este
trabalho oferece uma base quantitativa para a
selecdo de variaveis.
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Wei et al. (2023) (i) BP-NN; (ii)) SVM  Nao 12962 (i) teor de cimento, cinza volante, escoria de - BP-NN apresentou a melhor acurécia.
alto-forno (GGBS), escoria de ago, silica ativa - As variaveis mais influentes foram: tempo de
e metacaulim; (ii) teor de agregados miudo e exposi¢do, teor de cimento, teor de cinza volante,
graudo; (iii) indice de substituicdo do cimento;  teor de agregado graudo e concentragdo de COs..
(iv) teor de agua, relagdo agua/aglomerante; (v) - Modelos tradicionais ndo conseguiram captar
tempo de cura; (vi) tempo de exposi¢do; (vii) adequadamente a influéncia de multiplos materiais
concentragdo de COz; (viii) temperatura; (ix) cimenticios suplementares (SCMs), enquanto os
umidade relativa; (x) aditivo para concreto. modelos de aprendizado de maquina lidaram melhor
com interagdes complexas.

- Os modelos de aprendizado de maquina também
apresentaram maior consisténcia ao longo de todas
as idades de carbonatagdo, especialmente nas
predi¢des de longo prazo.

Yuetal (2021) X-SVR Nao 100 P (i) concentracdo de COz; (ii) umidade relativa; - A estrutura X-SVR previu com sucesso a
(iii) relagdo agua/aglomerante. profundidade de carbonatagéo com base nas
variagoes dos parametros do modelo de hidratag@o.

- A estrutura proposta permite uma avaliagdo de
sensibilidade robusta, eficiente e interpretavel para
modelagens de durabilidade em sistemas com
cimentos mistos.

Vollpracht e al.  Nao especificado Nao 10442 (i) tipos de aglomerante (Portland, escoria de - As taxas de carbonatagdo acelerada subestimam a

(2024) alto-forno - GGBS, cinza volante, metacaulim,  carbonatagdo natural, mesmo quando corrigidas

calcario calcinado, calcério, etc.); (ii) teor de pela lei da raiz quadrada do tempo.
materiais cimenticios suplementares (SCMs); - O teor de aglomerante isoladamente é um preditor
(iii) relag@o agua/aglomerante; (iv) composi¢do  fraco; seu efeito depende do tipo de material
quimica do cimento; (v) relacdo cimenticio suplementar (SCM) e das condi¢des de
agregado/aglomerante; (vi) resisténcia a cura.
compressdo; (vii) tempo e método de cura; - As diferencas na estrutura de poros e no
(viii) condi¢do de exposi¢ao (ambiente comportamento quimico entre o Cimento Portland
interno/externo); (ix) temperatura; (x) umidade ~ comum (OPC) e os aglomerantes mistos
relativa; (xi) tempo de exposigao. influenciam a resisténcia a carbonatagao.

- O estudo apoia o uso combinado de abordagens
experimentais e de aprendizado de maquina para
prever a profundidade de carbonatacdo com maior
confiabilidade.

Wang et al. (2024) (i) AutoML,; (ii) LGB; Sim: SHAP 576% (i) relag@o agua/cimento; (ii) indice de - O AutoML alcangou a maior acuracia preditiva (R?

(iii) CatBoost; (iv)
ANN; (v) Extra Trees;

substituicdo de agregados; (iii) concentracdo de
CO; (iv) umidade relativa; (v) temperatura;

=0,94, RMSE = 1,80 e MAE = 1,20).
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(vi) RF; (vii) (vi) tempo de exposicao; (vii) tempo de cura; - A analise com SHAP indicou que o tempo de
XGBoost; (viii) KNN (viii) teor de agregados naturais e reciclados. carbonatacdo (29,3%) e a relacdo agua/aglomerante
(22,5%) foram as variaveis mais influentes.

- A concentragdo de CO:, a umidade relativa e a
temperatura influenciaram significativamente a
profundidade de carbonatagéo.

- O SHAP aumentou a explicabilidade das predigdes
e forneceu uma viséo sobre os efeitos combinados
dos pardmetros.

Xietal (2024) (i) SVR; (ii) KELM; Nao 682% (i) absorcao de 4gua do agregado reciclado; (ii) - O modelo XGB-MVO superou todas as demais
(iii) XGB relacdo agua/aglomerante; (iii) teor de combinacgdes.

agregado miudo; (iv) teor de brita; (v) teor de - Os modelos SVR e KELM apresentaram acuracia

concreto reciclado (RAC); (vi) teor de limitada para profundidades de carbonatagdo mais

superplastificante; (vii) concentragdo de COx; elevadas.

(viii) tempo de exposicao. - A integracdo de otimizadores meta-heuristicos (GA,
MVO, SSA) melhorou significativamente o
desempenho das predicdes.

- Apesar dos resultados expressivos, os autores
destacam a necessidade de aprimorar a
explicabilidade nos futuros modelos de aprendizado
de maquina.

Chen et al. (2025) (i) ANN; (ii) DT; (iii)  Sim: SHAP 579¢ (i) teor de agua; (ii) teor de cimento; (iii) teor - O XGB foi 0 modelo com melhor desempenho,
SVR; (iv) RF; (v) de cinza volante; (iv) superplastificante; (v) alcangando R* = 0,953 e MAPE = 13,2% no
XGB; (vi) LGB indice de substitui¢do por agregado gratdo conjunto de teste.

reciclado (RAC); (vi) densidade do agregado - As variaveis mais influentes, segundo o SHAP,

graudo; (vii) absor¢do de agua do agregado foram: tempo de exposicao, relagdo

graudo; (viii) relagdo dgua/aglomerante; (ix) agua/aglomerante, concentragdo de CO:, densidade

umidade relativa; do agregado graudo e teor de cimento.

(x) concentrag@o de CO»; (xi) temperatura; (xii) - O estudo confirma que modelos integrados (XGB,

tempo de exposigao. LGB) superam modelos individuais (ANN, DT,
SVR) em termos de acuracia e capacidade de
generalizacao.

- A analise com SHAP aprimora a explicabilidade e a
transparéncia das decisdes do modelo, favorecendo
aplicacdes praticas.

Uwanuakwae (i) ANN; (ii)) GPR Sim: SHAP 830% (i) composicao do aglomerante: cimento, cinza - Modelos treinados apenas com dados de
Akpinar et al. volante, agua, conteudo da relagao carbonatagao acelerada (CO2 > 3%) apresentaram
(2024) agua/aglomerante; (ii) tempo de cura, umidade
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relativa durante a cura; (iii) umidade relativa;
(iv) concentragdo de COz; (V) temperatura; (vi)
tempo de exposigao.

desempenho insatisfatorio quando testados com
carbonatacdo natural: R2 <0,2.

- O melhor modelo foi o GPR, treinado com dados

naturais, casos acelerados com CO2< 3% e
conjunto completo de variaveis.

- Analise com SHAP indicou como variaveis mais

importantes: teores de CaO e SiO- (especialmente a

razdo CaO/Si0z2), tempo de cura e teor de agua.

- A concentragdo de CO: teve impacto ndo linear e

limitado para valores inferiores a 3%.

- A umidade relativa na faixa de 60—70% foi
considerada ideal para a progressdo da
carbonatacdo.

Felix et al. (2024) ANN

870

(i) propor¢ao de clinquer + gesso no cimento;
(ii) resisténcia a compressao; (iii) tipo de
adigdo (ex.: escoria, cinza volante, silica ativa);
(iv) relacdo adigdo—cimento; (v) concentracio
de COz; (vi) umidade relativa; (vii)
temperatura; (viii) condigdes de exposigao
(exposic¢do a chuva, abrigado, ambiente
interno); (ix) relagcdo dgua/aglomerante; (x)
tempo de exposigao.

- O modelo de ANN proposto previu com precisao a

profundidade de carbonatacéo em diversas
condigdes ambientais.

- Um estudo paramétrico mostrou que uma redugéo

de 25% no cobrimento do concreto (de 20 mm para

15 mm) leva a uma diminuigao de 48% na vida util.
- Resultados probabilisticos (Monte Carlo) indicaram

que a abordagem deterministica pode superestimar a

durabilidade em até 238%.
- A abordagem combinando ANN e Monte Carlo

constitui uma estrutura robusta para a predigao e o

dimensionamento de estruturas de concreto armado

frente a corrosdo induzida pela carbonatagao.

Notas: * O conjunto de dados utilizado é derivado de dados experimentais obtidos por meio de ensaios de carbonatagdo acelerada. ; ® Foi utilizado um conjunto de dados sintéticos; ADA—
AdaBoost; ANN—Artificial Neural Network (Rede Neural Artificial); ANFIS—Adaptive Neuro-Fuzzy Inference System; AR—AdaBoost Regressor; AutoML—Automated Machine Learning
(AutoGluon); BCC—Blended Cement Concrete; BP-NN—Back-propagation Neural Network; CatBoost—Category Boosting; Cd—Carbonation Depth; DNN—Deep Neural Networks; DT—
Decision Tree; ELM—Extreme Learning Machine; GBRT—Gradient Boosting Regression Tree; GPR—Gaussian Process Regression; GSA—Global Sensitivity Analysis; KELM—Kernel
Extreme Learning Machine; KNN—K-Nearest Neighbors; LGB—Light Gradient Boosting; MLP—Multilayer Perceptron; MLR—Multilinear Regression; MPP—Marine Predator
Programming; RAC—Recycled Aggregate Concrete; RBFNN—Radial Basis Function Neural Network; RF—Random Forest; RNN—Recurrent Neural Network; SCMs—Supplementary
Cementitious Materials; SPR—Second-order Polynomial Regression; SVM—Support Vector Machine; SVR—Support Vector Regression; XGB—Extreme Gradient Boosting; XGBoost—
Extreme Gradient Boosting; X-SVR—Extended Support Vector Regression.

Fonte: Autor (2025).

63



2.4. Sintese do Referencial Teorico

No presente capitulo, foi realizada a revisdo de literatura para o tema do trabalho.
A Sec¢do 2.1 apresentou uma revisdo detalhada e critica sobre o fenomeno da carbonatacao
no concreto armado, destacando suas etapas: iniciagao e propagacao. O presente trabalho
possui o seu foco na fase de iniciagdo. Abordou-se a interacao do CO: atmosférico com
0s componentes quimicos presentes no concreto, principalmente o hidroxido de célcio,
resultando na formacao de carbonato de célcio e consequente reducdo do pH da solugdo
intersticial. A reducao da alcalinidade acarreta na despassivagdo da armadura, permitindo
a ocorréncia da corrosao. Foram discutidos atributos que afetam diretamente o avango da
frente de carbonatagdo, como concentra¢ao de CO-, umidade relativa do ar, condic¢des de
exposi¢do, resisténcia a compressdo, relacdo agua/aglomerante e o tipo de cimento
empregado.

A Secao 2.2 apresentou a utilizagdo do AM aplicado a predi¢cdo, com énfase em
métodos de aprendizado supervisionado para problemas de regressdo. Foram
detalhadamente descritos trés métodos especificos: ANN, SVR e RF. Cada método foi
apresentado quanto ao seu funcionamento interno, vantagens e limitagdes, destacando-se
a capacidade de generalizagdo da ANN, a eficacia da SVR em lidar com dados nao
lineares por meio de kernels e a robustez do RF em relagdo ao overfitting e a
interpretabilidade de seus resultados. Também foi realizada a apresentacdo e discussdo
sobre a técnica Shapley Additive Explanations (SHAP), destacando seu papel na
explicabilidade dos modelos de AM, permitindo quantificar e visualizar a importancia
relativa das variaveis empregadas e permitindo melhor interagdo maquina-humano.

A Secdo 2.3 consistiu em uma analise critica de trabalhos recentes relacionados a
aplicacdo de AM na previsdo da profundidade de carbonatagdo em concreto armado.
Observou-se que os principais atributos considerados nos modelos sdo a relagao
agua/aglomerante, tempo de exposi¢ao, concentragao de CO- e resisténcia a compressao.
Constatou-se uma predominancia na utilizagdo de dados experimentais provenientes de
testes acelerados, sendo pouco explorada a aplicagcdo de bases de dados sintéticas. Além
disso, foram analisadas as técnicas de AM mais frequentemente utilizadas nesses estudos,
identificando-se predominancia de ANN, SVR e RF. A relevancia da técnica SHAP foi
destacada como método eficaz para a explicabilidade dos modelos. Por fim, apenas Hafez

et al. (2022) disponibiliza uma ferramenta pratica de predicdo em um WebApp.
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Neste contexto, a utilizacdo de uma base de dados sintética ganha importancia por
permitir controle rigoroso e abrangente das variaveis estudadas, viabilizando uma analise
detalhada de diferentes cendrios e contribuindo para o desenvolvimento de modelos
robustos e generalizaveis. Esta abordagem inovadora sera detalhada no Capitulo 3, que
descreve como foi estruturada a geracao da base de dados, os métodos empregados para
otimizagdo e validacdo dos modelos ANN, SVR e RF, bem como a aplicagdo técnica da
ferramenta SHAP para interpretar claramente a relevancia dos atributos nas predi¢des
realizadas e para o desenvolvimento de uma ferramenta técnica (WebApp) para predi¢ao

e interpretagdo de aplicagdes praticas.
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3. METODOLOGIA

A metodologia adotada neste trabalho foi estruturada em seis etapas principais,
conforme apresentado na Figura 15. A primeira etapa consistiu na gera¢do de uma base
de dados sintética, com 20.000 instancias, a partir da equacgao proposta por Possan (2010),
contemplando variaveis relacionadas aos materiais, as condigdes ambientais € ao tempo
de exposicdo. Na segunda etapa, realizou-se a otimiza¢ao dos hiperparametros dos
modelos de aprendizado de maquina por meio de validagdo cruzada, com o objetivo de
identificar as combinagdes mais adequadas de pardmetros para cada técnica utilizada. A
terceira etapa envolveu o treinamento, teste e a andlise comparativa dos modelos,
abrangendo as abordagens SVR, RF e ANN, com a anélise de desempenho baseada em
métricas estatisticas e tracado de graficos. Na quarta etapa, aplicou-se a técnica SHAP
para a explicabilidade dos modelos, permitindo compreender a importancia relativa de
cada atributo nas predi¢des realizadas e interpretar os resultados de forma transparente.
Na quinta etapa, foi realizado um programa experimental para valida¢do do modelo, no
qual uma campanha experimental foi conduzida em condigdes de exposi¢do natural por
dois anos, permitindo a avaliacdo do desempenho de curto prazo dos modelos por meio
da comparacao com dados reais. Por fim, foi desenvolvido um WebApp capaz de prever
a profundidade de carbonatacao utilizando os modelos propostos, a0 mesmo tempo em
que fornece ao usuario interpretacdes explicativas das predi¢des, contribuindo de forma

pratica para a tomada de decisao.

Figura 15 — Etapas principais da pesquisa.

Geragio da Otimizagiio dos I""‘“‘-‘;If"“" 5 Explicabilidade Validagio dos b Desenvolvimento
Base de Dados hiperparimetros Andlise (SHAP) Modelos do WebApp

comparativa

Fonte: Autor (2025).

3.1. Geracao da base de dados

A adog¢ao de uma base de dados sintética visa contornar a dificuldade inerente a
obtencdo de um conjunto de dados reais abrangente sobre o avanco da frente da
carbonatagdo dentro de um horizonte temporal viavel. Neste estudo, a base de dados ¢
composta por 20.000 instancias. Até onde se tem conhecimento, este € o primeiro trabalho
na literatura a empregar um conjunto de dados com essa magnitude e com foco especifico

em varidveis relacionadas a carbonatagdo. A base foi gerada a partir da equagao de Possan
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(2010), um modelo deterministico que incorpora diversos fatores que influenciam o
processo de carbonatacdo, incluindo a resisténcia do concreto, o tipo de cimento, a
concentracdo de CO: no ambiente, a umidade relativa e as condigdes de exposi¢do,
permitindo uma representacao detalhada de cenarios reais. Cabe destacar que a equacao
de Possan (2010) oferece uma estrutura robusta para a modelagem da profundidade de
carbonatacdo, tendo sido validada por meio de comparagdes com resultados
experimentais obtidos em ensaios de carbonatacdo natural e acelerada. Cabe destacar que
o modelo foi desenvolvido em grupos focais, com base no conhecimento de profissionais
experts no assunto. Tal modelo foi escolhido como continuidade e aprimoramento da
dissertacdo de mestrado de Couto (2017), que utilizou modelos deterministicos para
realizacdo da Simulacdo de Monte Carlo, sendo que o modelo de Possan (2010) obteve
os melhores resultados e possibilidades para criagdao de cenarios.

O modelo de Possan (2010) est4 apresentado na Equacao 10.

3 1
1 1 S5 2
U bl ke COE ko (UR-0S5
e =k O (L expiter 0y (Feo 2 Fur O 0
f. 20 40+ f, 60+ 1. 100+ £,
em que:

ec = profundidade de carbonatagdo média, em mm;

fc = resisténcia a compressao axial do concreto, em MPa;

ke = fator varidvel referente ao tipo de cimento empregado;

kf. = fator varidvel referente a resisténcia a compressao axial do concreto, em
funcao do cimento utilizado;

t = 1idade do concreto, em anos;

ad = teor de adi¢cdo pozolanica no concreto, em % em relacao a massa de cimento;

kaq = fator variavel referente as adi¢des pozolanicas do concreto — silica ativa,
metacaulim e cinza de casca de arroz — em func¢do do tipo de cimento utilizado;

UR = umidade relativa média, em %/100;

kur = fator varidvel referente a umidade relativa, em funcao do tipo de cimento
utilizado;

CO; = teor de CO; da atmosfera, em %;

kcoz = fator variavel referente ao teor de CO» do ambiente, em funcdo do tipo de
cimento utilizado;

kee = fator variavel referente a exposi¢ao a chuva, em fungao das condigdes de

exposicao da estrutura.
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Os valores dos coeficientes (ke, kfc, kad, kUR, kCO> e kce) estdo listados nas
Tabela 2 e Tabela 3 (Possan, 2010). Informagdes adicionais sobre os tipos de cimento e
as condi¢cdes ambientais relacionadas aos coeficientes apresentados nessas tabelas sdo
discutidas nos paragrafos seguintes desta secao.

Tabela 2 — Coeficientes do modelo de Possan (2010) referentes as caracteristicas

do concreto ¢ as condigdes ambientais.

Caracteristicas do Concreto Condicoes do Ambiente

Tipo de Cimento Cimento fc Adicoes COz UR
ke ke Kad kco: kur

CPI 19,80 1,70 0,24 18,00 1300
CPIIE 22,48 1,50 0,32 15,50 1300
CPIIF 21,68 1,50 0,24 18,00 1100
CPIIZ 23,66 1,50 0,32 15,50 1300

CP III 30,50 1,70 0,32 15,50 1300

CP 1V 33,27 1,70 0,32 15,50 1000

CP V ARI 19,80 1,70 0,24 18,00 1300

Fonte: Possan (2010).

Tabela 3 — Coeficientes da equagdo de Possan (2010) relacionados as condigdes

de exposicao a chuva.

Condicoes de Exposicao ke
Ambiente Interno Protegido (AIP) 1,30
Ambiente Externo Protegido (AEP) 1,00
Ambiente Externo Desprotegido (AED) 0,65

Fonte: Possan (2010).
A base de dados foi gerada utilizando a biblioteca numpy do Python®, por meio

da fung¢do numpy.random.uniform, a qual permitiu criar valores aleatdrios dentro de
intervalos previamente definidos, de maneira uniformemente distribuidas. A Tabela 4
apresenta os limites minimos e maximos de cada varidvel, assegurando uma
representacdo diversificada das condigdes de exposi¢do, a0 mesmo tempo em que evita
vieses artificiais. Essa abordagem aleatorizada favorece uma exploracdo abrangente das
interacdes entre variaveis € contribui para o aumento da capacidade de generalizacao dos
modelos de aprendizado de maquina, possibilitando predi¢cdes robustas da profundidade
de carbonatagdo em diferentes cenarios.

Os atributos considerados na base de dados incluem: concentragdo atmosférica de
CO2 (CCO2), resisténcia a compressao do concreto (fc), umidade relativa do ar (UR), tipo
de cimento utilizado na mistura, condigdes de exposi¢gdo em ambientes internos
protegidos (AIP), externos protegidos (AEP) ou externos desprotegidos (AED), e o tempo

(t), expresso em anos.
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Tabela 4 — Atributos e respectivos valores adotados.

Atributos Valores adotados
Concentragao de CO; (CCO2) 0,03%—-0,30%
Resisténcia a Compressao (fc) 20-50 MPa
Umidade Relativa (UR) 30%-90%
Tipo de Cimento CPIIE, CPIl Z, CPII F, CPIII, CPIV, CPV-ARI
Condicao de exposi¢ao AIP, AEP, AED
Tempo (t) 0-100 anos

Fonte: Autor (2025).

A variagao da concentragao de CO: foi definida entre 0,03% e 0,30%, com base
em faixas observadas em diferentes ambientes. Em areas rurais, a concentracao de CO-
¢, em média, de 300 ppm (0,03%), enquanto em areas urbanas abertas geralmente varia
entre 400 ppm (0,04%) e 500 ppm (0,05%), refletindo o impacto das emissdes antropicas
(George et al., 2007; Neville, 2011; Park et al., 2021; Metya et al., 2021; Qi et al., 2024;
Torres-Acosta et al., 2024). Ja4 em ambientes fechados de grandes centros urbanos, como
por exemplo garagens e tlneis, as concentracdes podem atingir até 0,3% (3.000 ppm).
Em casos extremos, como em garagens mal ventiladas, os niveis podem ultrapassar 1%
(Neville, 2011). A equacao de Possan (2010) foi desenvolvida para representar condi¢des
urbanas, o que justifica a adogdo do ambiente rural como limite inferior e da concentracao
tipica de CO2 em ambientes internos de centros urbanos como limite superior da
variabilidade adotada neste estudo.

No que se refere a resisténcia do concreto, a norma brasileira NBR 8953 (ABNT,
2015) estabelece que os concretos estruturais pertencentes ao Grupo de Classes de
Resisténcia I possuem resisténcia caracteristica a compressao variando entre 20 MPa e
50 MPa. Como a maioria das estruturas de concreto armado existentes utiliza concretos
desse grupo, este trabalho restringiu a base de dados a essa faixa de resisténcia.

Em relagdo a umidade relativa do ar, considerando que a frente de carbonatagao
avanga mais rapidamente na faixa entre 50% e 70% (Possan, 2010; Neville, 2011; Ekolu,
2018; Elsalamawy et al., 2019), definiu-se uma variagao de £20% como limites inferior
e superior. Essa faixa também representa as condi¢des médias de umidade observadas na
maioria das cidades ao redor do mundo.

A base de dados sintética utilizada nesta pesquisa foi gerada a partir da equagao
proposta por Possan (2010), a qual foi desenvolvida considerando os tipos de cimento

normatizados a época. Até entdo, a composi¢do dos cimentos seguia os critérios das

69



normas anteriores 8 ABNT NBR 16697 (ABNT, 2018), que posteriormente reformulou a
classificagdo e os limites de adigdes minerais nos diversos tipos de cimento Portland
disponiveis no mercado brasileiro. Diante disso, ¢ importante destacar que os modelos
desenvolvidos sdo particularmente recomendados para aplicagdes em estruturas ja
existentes ou na predicdo do avango da carbonatagdo em concretos com baixo teor de
adi¢des pozolanicas (CPV-ARI). Essa delimitacdo assegura maior compatibilidade entre
os dados de entrada utilizados no treinamento dos modelos e as caracteristicas reais das
estruturas a serem analisadas, contribuindo para maior robustez e coeréncia nas predigoes.

De acordo com NBR 16697 (ABNT, 2018), o cimento Portland ¢ classificado de
acordo com suas adi¢des e propriedades especificas da seguinte forma: CPI (Cimento
Portland Comum) ndo contém adigdes; CPII (Cimento Portland Composto) contém
adicoes como escoria de alto-forno (E), materiais pozolanicos (Z) ou filer calcario (F);
CPIII (Cimento Portland de Alto-Forno) possui alto teor de escoria; CPIV (Cimento
Portland Pozolanico) apresenta elevado teor de pozolana; e o CPV-ARI (Cimento
Portland de Alta Resisténcia Inicial) ¢ formulado para rdpido desenvolvimento de
resisténcia. De acordo com a NBR 6118 (ABNT, 2023), o cimento RS (Resistente a
Sulfatos) ¢ destinado a ambientes com alta concentragao de sulfatos. Neste estudo, foram
excluidos o CPI, por sua semelhanga de desempenho com o CPV-ARI e seu uso pouco
expressivo no mercado, € o RS, que também ndo foi considerado na analise.

Foi adotado o valor fixo de 10% para o teor de adi¢do pozolanica (ad), com o
objetivo de simplificar a modelagem da carbonatacdo. Embora o teor de adigdes tenha
impacto na profundidade de carbonatagdo, tratd-lo como constante dentro de uma faixa
representativa permite manter a robustez do modelo, sem introduzir incertezas adicionais
decorrentes de variagdes pequenas desse parametro. O modelo ja considera a maioria dos
tipos de cimentos utilizados no Brasil, o que ja impde uma variagdo no teor de adigdes,
evitando a introdu¢do de um atributo dentro de outro. Essa abordagem busca equilibrar
precisdo e simplicidade, considerando a complexidade dos dados de entrada. Contudo,
reconhece-se que em estudos mais detalhados, variagdes no teor de adicao podem afetar
as predi¢goes e devem ser analisadas quando dados experimentais forem utilizados para
valida¢ao do modelo.

No que diz respeito as condi¢des de exposi¢do, a equagdo de Possan (2010)
contempla Ambientes Internos Protegidos (AIP), Ambientes Externos Protegidos (AEP)
e Ambientes Externos Desprotegidos (AED) expostos a chuva. Essa distingao baseia-se

na influéncia da circulagdo do ar sobre a concentracdo de CO-, sendo os ambientes
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internos protegidos (AIP) mais suscetiveis a carbonatacdo devido a menor ventilagao e

maior reten¢do de COs.

3.1.1. Pré-processamento dos dados

Para realizar o processamento adequado da base de dados antes do treinamento
dos modelos, foi desenvolvida a classe BaseEstimator, uma estrutura flexivel que permite
a aplicacdo de diferentes modelos de aprendizado de maquina. Apds a sele¢dao do modelo,
a classe realiza o pré-processamento dos dados de entrada, aplica as transformacdes
necessarias e retorna o modelo treinado, que ¢ entdo utilizado para a predigao da
profundidade de carbonatacdo.

O pré-processamento ¢ uma etapa importante antes das predigdes, sendo aplicada
tanto no treinamento quanto na fase de inferéncia. Esse processo assegura que os atributos
categoricos sejam convertidos em um formato numérico compativel com os algoritmos
de aprendizado de maquina.

Inicialmente, a técnica de One-Hot-Encoding (OHE) foi utilizada, pois apresentou
melhor desempenho nas avaliagdes preditivas iniciais. O OHE cria uma coluna binaria
separada para cada categoria de um atributo, permitindo ao modelo distinguir entre
diferentes tipos de dados. No entanto, a abordagem de discretizacdo simples foi também
considerada e aplicada quando necessario.

A discretizacgao simples foi realizada para garantir que o algoritmo utilize atributos
numéricos em todos os atributos da Eq. (1). Os atributos categoricos "condicdes de
exposicao" e "tipo de cimento" foram codificados numericamente. O atributo "condigdes
de exposicao" foi representado pelos valores 0, 1 e 2, correspondendo a AIP (0), AEP (1)
e AED (2), respectivamente. De maneira similar, "tipo de cimento" foi codificado com os
valores 1, 2, 3, 4, 5 e 6 para representar CPII E (1), CPII F (2), CPII Z (3), CPIII (4),
CPIV (5) e CPV-ARI (6). Essa padronizagdo facilita o processamento e¢ a analise dos
dados.

Para a analise de explicabilidade adotou-se a discretizagdo simples. A principal
razao para essa escolha foi que o OHE aumentaria significativamente o nimero de
atributos explicativos, o que dificultaria a interpretagao dos resultados. Ao aplicar OHE,
o numero de atributos passaria de 6 para 13. Como a técnica SHAP avalia a importancia
de cada atributo, manter um nimero reduzido de atributos foi importante para garantir
uma interpretacdo mais clara e significativa dos resultados. Assim, a técnica SHAP foi

capaz de avaliar de forma eficaz o impacto de cada atributo nas predigdes da profundidade
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de carbonatagdo, sem introduzir complexidade excessiva. Para as demais analises, foram
utilizadas o OHE.

Além disso, foi aplicada a técnica de validacdo cruzada em todas as etapas de
modelagem, com o objetivo de melhorar a capacidade de generalizagdo dos modelos. A
utilizacao de uma base de dados extensa, composta por 20.000 instancias, garantiu que
todos os dados fossem utilizados tanto no treinamento quanto no teste. As predi¢des e as
métricas de desempenho geradas foram avaliadas de maneira sistematica, assegurando a

confiabilidade e a robustez dos modelos desenvolvidos.

3.2. Otimizacao dos hiperparimetros dos modelos

Os métodos de aprendizado de maquina exigem um ajuste cuidadoso dos
hiperpardmetros, o que envolve a modificacdo dos parametros do modelo que nao sdo
aprendidos diretamente dos dados, a fim de alcancar um desempenho 6timo. Assim, a
base de dados gerada foi aleatoriamente dividida em dois subconjuntos para evitar o
sobreajuste durante esse processo: um conjunto de validacdo com 8.000 instancias para
otimizagdo dos hiperpardmetros e um conjunto de avaliagdo com 12.000 instancias para
a avaliacao do desempenho.

Os hiperparametros 6timos foram identificados utilizando a técnica Grid Search
com Validagdo Cruzada (Grid Search CV). Este método avalia sistematicamente todas as
combinagdes de hiperparametros selecionados, identificando aqueles que geram o melhor
desempenho com base em uma métrica predefinida. O coeficiente de determinagao (R?),
conforme definido na Equagao (11), foi utilizado para avaliar a eficacia de cada método

computacional durante o ajuste dos hiperparametros.

RIS o (e D
JEi— 02 S - b

Na Eq. (2), ei € o valor obtido pela equagdo deterministica, € a média dos valores
obtidos pela equacao deterministica, p; € o valor predito pelo modelo computacional e p
a média dos valores preditos pelo modelo computacional.

Para o modelo RF, os hiperpardmetros avaliados foram min samples split,
testado com os valores de 0,01, 0,005 e 0,0025, max_features, testado com os valores de
10, 8, 6, 4 ¢ 2 e n_estimators, testado com os valores de 1, 5, 10, 20, 30, 50, 100, 150,

200, 300, 400, 500. O parametro min_samples split define o nimero minimo de amostras
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necessarias para dividir um né interno, max_features determina o namero de atributos a
ser considerado ao procurar a melhor divisdo, n_estimators especifica o niumero de
arvores que serdo construidas no modelo (Harrison, 2020; Biau e Scornet, 2016).

Para o modelo SVR, os hiperparametros avaliados incluiram a fun¢ao kernel,
configurada como rbf, C, com valores variando de 1 a 10.000 (1.024, 2.048, 4.096 e
10.000), e epsilon (€), testado com os valores de 0,30, 0,25, 0,20, 0,15, 0,10 e 0,05. A

fungdo kernel permite que o modelo lide com relagdes ndo lineares, enquanto C € o
parametro de penalidade que controla o equilibrio entre obter um erro baixo nos dados de
treinamento e manter uma fronteira de decisao simplificada. O parametro epsilon define
a margem de tolerancia dentro da qual nenhuma penalidade ¢ aplicada para erros
(Harrison, 2020; Zhang e O’Donnell, 2020).

Para o modelo ANN, os seguintes parametros foram explorados:
learning rate_init com valores de 1, 0,1, 0,01, 0,001 e 0,0001; hidden_layer sizes com
configurag¢des de 500, 300, 200, 100, 50, 40, 25, 10 e 5 e max_iter com valores de 700,
600, 500, 200 e 100. O parametro learning rate_init controla a taxa com que o modelo
atualiza seus pesos durante o treinamento, influenciando diretamente a velocidade de
convergéncia. O parametro hidden layer sizes especifica o nimero de unidades ocultas
na rede, o que afeta sua capacidade de aprender padroes complexos. Por fim, o parametro
max_iter define o nimero maximo de iteragdes ou épocas de treinamento (Bengio, 2012).

Para garantir a reprodutibilidade dos resultados, foi fixado o parametro
random_state igual a 10 no modelo RF e igual a 1 no modelo de ANN. A defini¢do desse
pardmetro assegura que o treinamento dos modelos apresente sempre os mesmos
resultados em diferentes execucdes, mesmo quando realizadas em ambientes
computacionais distintos. Essa pratica ¢ recomendada, especialmente em modelos que
envolvem processos aleatérios, como a selecao de amostras no RF e a inicializagao dos
pesos na ANN.

A Tabela 5 apresenta o melhor conjunto de hiperparametros para cada método de
AM e seus respectivos valores de R?, resumindo claramente os resultados do Grid Search

CV. Suas descri¢des ¢ o intervalo de valores testados sao explicados na sequéncia.
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Tabela 5 — Melhor combinagdo de hiperparametros para cada modelo de AM.

Modelo de AM R? Hiperparametros Valores adotados

min_samples split 00,0025

Random Forest (RF) 95,6% maxfeatures 8
n_estimators 500
random_state 10

. kernel rbf

(Sél\p;}l‘){o)rt Vector  Regression 908.0% C 10.000

5 0,30

learning rate init 0,001

hidden [ ] 300
Rede Neural Artificial (ANN) 99,5% ! e’?_ ayer_sizes

max_iter 700

random_state 1

Fonte: Autor (2025).

3.3. Treino, teste e anilise comparativa dos modelos

Apo6s determinagao dos melhores hiperparametros, as 12.000 instancias restantes
foram utilizadas para o treino, teste, avaliacao final das abordagens computacionais e para
a obten¢do dos resultados. Para esse fim, foi adotada a técnica de validagdo cruzada com
cinco folds/divisoes (five-fold cross-validation). Nessa abordagem de validagdo cruzada,
o conjunto de dados de avaliagdo foi dividido em cinco partes, e em cada rodada, uma
parte diferente foi usada como conjunto de teste (para avalia¢do), enquanto as outras
foram utilizadas para treinar o modelo.

Para obter a precisdo de cada modelo, para todos os experimentos realizados neste
estudo, foi calculada a média dos coeficientes de determinacao (R?) (Equagdo 14), do Erro
Médio Absoluto (MAE) e do Erro Quadratico Médio da Raiz (RMSE) para cada iteracao.
As Equacgdes 15 e 16 apresentam os célculos para MAE ¢ RMSE.

1
MAE =~ 1(e; = pi) (15)
RMSE = J%Z?ﬂ(ei —p)? (16)
Em que:

e; € o valor da profundidade de carbonatacdo obtido pela equacdo deterministica;
pi € o valor da profundidade de carbonatacao predito pelo modelo computacional;
n ¢ o niimero total de instancias.
Para avaliar cada método de AM, foram realizados dois experimentos principais.

O primeiro teve como objetivo avaliar a performance global de cada método de AM na
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predicao da profundidade de carbonatagdo. Assim, o desempenho geral de cada método
de AM foi analisado.

No segundo experimento, foi realizada uma andalise mais aprofundada do
comportamento de cada modelo, a partir da variacao controlada dos atributos de entrada.
Para isso, diferentes cenarios foram construidos mantendo-se constantes todos os
atributos, exceto um, cuja variagdo permitiu avaliar de forma isolada seu impacto na
predi¢do da profundidade de carbonatacdo. A Tabela 6 apresenta um resumo dos atributos
analisados, os valores fixos adotados ¢ a faixa de variacao considerada para cada cenario.
Em cada caso, a profundidade de carbonatagdo foi estimada com base no atributo variavel,
e o desempenho dos modelos de AM (SVR, ANN e RF) foi avaliado por meio do R?, do
MAE e da RMSE.

Tabela 6 — Atributos e valores adotados para analise de diferentes cenarios.

Cenario Atn.b uto Valores adotados Valores fixos
variado

fc =30 MPa

Concentragio ' UR = 60%
1 de CO, (CCO2) 0,03-0,3% Tipo de cimento = CPII E
Condic¢ao de exposicao = AEP
Tempo = 50 anos

CC0O2=0,1%

UR =60%

2 Resistencia a 20-50 MPa Tipo de cimento = CPII E

compressao (fc) Condicao de exposi¢ao = AEP
Tempo = 50 anos

CCO2=0,1%
Umidade . fe B 30 MPa,
3 Relativa (UR) 30%—-90% Tipo de cimento = CPII E
Condic¢ao de exposicao = AEP
Tempo = 50 anos

CC02=0,1%
fc =30 MPa UR = 60%
Tipo de Cimento = CPII E
Condicdo de exposi¢ao = AEP

4 Tempo (t) 0-100 anos

CC0O2=0,1%
fc =30 MPa
UR = 60%
Condic¢ao de exposicao = AEP
Tempo = 50 anos

CPIT E, CPII F, CPII

5 Tipo de cimento 7. CPIIL CPIV. CPV

CCO2=0,1%
fc =30 MPa
AIP, AEP, AED UR = 60%
Tipo de cimento = CPII E
Tempo = 50 anos

Condi¢ao de
exposicao

Fonte: Autor (2025).
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Os resultados das predigdes foram armazenados em planilhas, permitindo a
analise dos valores preditos e a analise comparativa entre a profundidade de carbonatagdo

predita pelos modelos e aquela obtida pela equacao de Possan (2010).

3.4. Explicabilidade dos modelos (SHAP)

Diversos fatores materiais ¢ ambientais influenciam o avanco da frente de
carbonatagdo em estruturas de concreto armado (CA), gerando interagdes complexas e
dindmicas. Dessa forma, a previsdo precisa da profundidade de carbonatacdo e da vida
util dessas estruturas requer métodos robustos que sejam também interpretaveis. Para
atender a essa necessidade, este estudo aplicou a técnica SHAP, permitindo uma anélise
quantitativa clara e detalhada do impacto de cada atributo sobre as predigdes realizadas
pelos modelos.

Cinco folds foram desenvolvidos para cada técnica empregada (RF, SVR e ANN),
correspondendo as divisdes estabelecidas durante o Grid Search inicial, utilizado na
otimizagdo dos hiperparametros. Esses mesmos conjuntos de dados foram posteriormente
reutilizados em uma nova etapa dedicada exclusivamente a explicabilidade com SHAP.
Dentre eles, optou-se por utilizar as explicagdes obtidas pelo fold 0 (primeira divisao)
como referéncia para a andlise detalhada, garantindo assim consisténcia e coeréncia na
interpretacao dos resultados. Para o conjunto de dados avaliado, as predigdes médias
esperadas (E/f(x)]) foram iguais a 15,060 mm (RF), 14,939 mm (SVR) e 15,262 mm
(ANN).

As analises de explicabilidade conduzidas nesta pesquisa foram estruturadas em
trés etapas principais, descritas detalhadamente na Secdo 4. Na primeira etapa, foi
realizada uma avaliacdo global do impacto dos atributos nos modelos por meio dos
graficos SHAP Beeswarm, proporcionando uma visualizagdo abrangente da importancia
relativa das variaveis. Na segunda etapa, investigaram-se as interagdes entre os atributos
utilizando os graficos SHAP Dependence Plots, permitindo compreender como a
variacdo de uma caracteristica especifica afeta o comportamento de outra. Por fim, na
terceira etapa, foram apresentados exemplos praticos com analises locais das predigdes
individuais através dos graficos Waterfall Plots, oferecendo uma interpretagao
aprofundada e detalhada das contribui¢des de cada atributo em casos especificos.

Para a terceira etapa, trés cendrios reais de predicdo da profundidade de
carbonatagdo foram analisados por meio da técnica SHAP Waterfall, com o objetivo de

aprimorar ainda mais a interpretabilidade dos modelos. Esses cenarios foram
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selecionados de forma a representar diferentes faixas de profundidade de carbonatagao:
Cenario 1 (ec < 10 mm), Cendrio 2 (10 mm < e; < 30 mm) e Cenério 3 (ec > 30 mm). Os
valores dos atributos adotados em cada cenario, estdo resumidos na Tabela 7.

Tabela 7 — Atributos adotados para diferentes cenarios praticos para o SHAP Waterfall.

Atributo Cenario 1 Cenario 2 Cenario 3
CCO2 (%) 0,12 0,11 0,13

fc (MPa) 29,8 39,1 25,0
UR (%) 31,3 67,7 44,8
Tipo de cimento CPII F CPIII CPIIE
Condigdes de exposicao AED AEP AIP

t (anos) 10 55 43

Fonte: Autor (2025).

O emprego dessas ferramentas ¢ relevante por fornecer ao engenheiro uma visao
transparente e interpretdvel dos resultados obtidos, favorecendo avaliagdes mais
fundamentadas e decisdes mais seguras e assertivas na gestdo da durabilidade das
estruturas de concreto armado. Além disso, o uso do SHAP permite compreender melhor
as contribuic¢des individuais de cada variavel, facilitando a comparagao das técnicas de
aprendizado de maquina empregadas. Dessa forma, obtém-se maior confianga nos
resultados gerados, proporcionando uma base solida para planejamento, monitoramento
e manutengdo das estruturas, com énfase na transparéncia, precisdo e confiabilidade das

decisOes relacionadas a durabilidade estrutural.

3.5. Programa experimental para validacio do modelo

Um programa experimental foi elaborado para validar os modelos preditivos
empregados neste estudo. Essa campanha envolveu a comparacdo dos resultados
experimentais de profundidade de carbonatacao (ec), obtidos em condigdes de exposi¢ao
natural, com os valores estimados pela equagdo de Possan e pelos modelos de aprendizado
de méquina (RF, SVR e ANN), além da avaliagdo das propriedades mecanicas e fisicas
do concreto exposto a carbonatacdo natural. Vale ressaltar que, devido as limitagdes de
tempo do projeto de pesquisa, a validagdo experimental concentrou-se em periodos de
exposicao relativamente curtos, especificamente dois anos. Resultados de exposi¢des de
longo prazo, que ainda estio em monitoramento, serdo apresentados em publicagdes
futuras para complementar os resultados obtidos e fornecer uma visdo mais aprofundada

sobre o desempenho preditivo dos modelos ao longo do tempo.
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3.5.1. Materiais

As misturas de concreto foram preparadas utilizando cimento Portland CPV-ARI
(ABNT, 2018). A escolha deste tipo de cimento justifica-se pelo fato de que, dentre os
cimentos normatizados, 0 CPV-ARI foi o tnico que ndo teve sua composi¢ao alterada
com a atualizacdo da NBR 16697 (ABNT, 2018), o que assegura maior compatibilidade
entre a equagdo proposta por Possan (2010) e os dados experimentais utilizados na
validagdo do modelo, reduzindo potenciais imprecisdes decorrentes de modificagdes
normativas.

Foi utilizada areia natural como agregado mitido (AGM), com moédulo de finura
de 2,75, dimensao méaxima de particula de 2,4 mm (ABNT, 2003) e peso especifico de
2,632 g/cm® (ABNT, 1987). O agregado graudo (AGG) consistiu de brita de gnaisse com
modulo de finura de 4,92, dimensao maxima de particula de 9,5 mm e peso especifico de
2,646 g/cm®. Foi utilizado o aditivo quimico superplastificante a base de agua para

melhorar a trabalhabilidade.

3.5.2. Dosagem do concreto e preparac¢do dos corpos de prova para o ensaio de

carbonata¢do

Trés misturas de concreto (C1, C2 e C3) foram produzidas no Laboratorio de
Materiais de Construcao do Centro Federal de Educagdo Tecnoldgica de Minas Gerais
(CEFET-MGQG), em Belo Horizonte, Brasil. As propor¢des estdo apresentadas na Tabela
8. A mistura foi realizada em uma betoneira Motomil MB-120L, em trés etapas: (i) pré-
umidificacdo da betoneira; (ii) mistura dos agregados com 60% da dgua por 3 minutos; e
(i11) incorporagao do cimento, do aditivo superplastificante e do restante da agua, seguida
de mais 5 minutos de mistura.

Tabela 8 — Proporcdes da dosagem do concreto.
Mistura Cimento (kg/m’)  Agregados (kg/m?)  Agua (kg/m®)  SP (kg/m?)
AGM AGG

Cl1 384 960 838 204 0,80
C2 384 960 838 184 0,82
C3 384 960 838 173 0,85

Fonte: Autor (2025).
Para cada trago, foram moldados 15 corpos de prova cilindricos (100 mm % 200
mm) em duas camadas, com adensamento manual (Figura 16a). Apos 24 horas, os corpos
de prova foram desmoldados e curados em solucdo saturada de Ca(OH)2 a 23 £ 2 °C por
28 dias (Figura 16b) (ABNT, 2015). Aos 28 dias, seis corpos de prova de cada trago foram

utilizados para determinar a porosidade e a absor¢ao de d4gua conforme a norma ASTM
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C642-21 (ASTM, 2021) e a resisténcia a compressao conforme a EN 12390-3 (European
Committee for Standardization, 2019) (Figura 16c). Os corpos de prova remanescentes
foram armazenados em ambiente interno, sob condigdes naturais, no CEFET-MG

(19.939854°8S, 43.998421°W).

Figura 16 — Procedimento experimental para avaliagao da frente de carbonatagcdo no
concreto.

(a)

$100%200

(h)' (=5 co, (g) Frente de carbonatagao = (f) ~ (e)

Fenolftaleina 1%

4x($100x50)

(a) moldagem dos corpos de prova cilindricos; (b) cura em solugado de hidroxido de calcio;
(c) ensaio de compressao; (d) corte dos corpos de prova; (e) obtencao de quatro amostras
cilindricas; (f) aplicacdo de solucao de fenolftaleina a 1% para identificacdo da frente de
carbonatacdo; (g) representacdo esquematica da frente de carbonatagdo e da penetragdo
de CO2; (h) vista superior da se¢do transversal do corpo de prova indicando a

profundidade de carbonatacdo (ec1 a ec4).
Fonte: Autor (2025).

Dados de umidade relativa do ar, no periodo de abril de 2023 a maio de 2025,
foram obtidos junto ao Instituto Nacional de Meteorologia (INMET, 2025), com média
anual de 65,5% (Figura 17).

Figura 17 — Umidade relativa em Belo Horizonte, Brasil, de abril de 2023 a maio

de 2025.
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Apos 760 dias de exposicdo em ambiente interno protegido (AIP), com
concentragdo atmosférica de CO2 em torno de 0,05%, por se tratar de um grande centro
urbano (Belo Horizonte), as mesmas propriedades foram reavaliadas em trés corpos de
prova por traco. Por fim, a profundidade de carbonatagdo (e.) foi medida ao término do
periodo de exposi¢ao. Os corpos de prova foram seccionados em quatro partes iguais
utilizando uma maquina de corte (Figura 16d), resultando em fatias de 100 x 50 mm. As
extremidades foram descartadas, sendo apenas as duas por¢des centrais utilizadas nos
ensaios (Figura 16e). Em seguida, aplicou-se solucdo de fenolftaleina a 1% em élcool
etilico nas superficies recém-cortadas (Figura 16f). Em contato com superficies com pH
>12, o indicador assumiu coloragdo rosa, enquanto nas regides carbonatadas (pH <9)
permaneceu incolor (Figura 16g). Para cada corpo de prova, foram realizadas doze
leituras de e. com paquimetro — em trés das quatro faces laterais (excluindo uma das
duas centrais) — totalizando 36 medi¢des nos trés corpos de prova (Figura 16h). Todas
as amostras foram posicionadas na mesma orientagdo durante o ensaio, e os pontos de
medi¢do foram distribuidos aleatoriamente, mas reproduzidos de forma consistente em
posigdes equivalentes em todos os corpos de prova, de modo a garantir resultados
confidveis e isentos de viés. Em seguida, foram calculados os valores médios € o desvio

padrao.

3.6. Desenvolvimento do WebApp para predicio e explicabilidade da

profundidade de carbonatacio

Como resultado final desta pesquisa, foi desenvolvido um WebApp denominado
carbuAl, concebido para viabilizar a aplica¢do pratica dos modelos de aprendizado de
maquina (AM) na predi¢do da profundidade de carbonata¢do em estruturas de concreto
armado. O nome da ferramenta reflete a esséncia do trabalho: “card” remete a
carbonatagdo, fenomeno central da pesquisa; “uAl’” estabelece um vinculo regional com
o estado de Minas Gerais — local de desenvolvimento do estudo — por meio da
expressdo tipica “vai”; e “Al” representa a inteligéncia artificial empregada na
modelagem. Além da predi¢do, o sistema incorpora recursos de explicabilidade por meio
da técnica SHAP, permitindo a visualizagao clara da contribuicao de cada atributo para
os resultados gerados.

O desenvolvimento do WebApp foi realizado com o uso do framework Flask,
responsavel por gerenciar o backend em linguagem Python e redirecionar as requisi¢des

para o frontend, construido com Bootstrap, que conferem uma interface responsiva e
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organizada. Os modelos previamente treinados (RF, SVR e ANN) foram integrados ao
sistema, juntamente com os scripts de pré-processamento e os graficos de explicabilidade
SHAP (Waterfall). O backend utiliza bibliotecas como SHAP, pandas, scikit-learn,
matplotlib, numpy, etc., além de empregar fungdes, classes e estruturas desenvolvidas ao
longo da pesquisa para leitura de arquivos (.csv), normalizagao dos dados de entrada com
0s mesmos parametros utilizados no treinamento, execucao dos algoritmos de predi¢do e
visualizacdo dos resultados com interpretabilidade.

A aplicagdo encontra-se hospedada na plataforma PythonAnywhere,
possibilitando seu acesso por qualquer dispositivo com conexdo a internet. Além da
funcionalidade de predi¢do, o WebApp oferece ao usudrio a op¢ao de realizar o download
da base de dados utilizada para replicar em pesquisas futuras. O sistema também
apresenta graficos de SHAP Beeswarm, fornecendo uma explicagdo visual sobre a
contribuicao de cada atributo para o modelo global.

O logotipo do WebApp carbuAl, apresentado na Figura 18, simboliza a
convergéncia entre conhecimento humano e inteligéncia artificial, representada por um
cérebro dividido entre hemisférios biologico e computacional. O pilar trincado faz alusao
a durabilidade do concreto armado, evidenciando os efeitos da carbonatagdo. O contorno
em verde do estado de Minas Gerais destaca a origem geografica da pesquisa, a0 mesmo
tempo em que remete a0 compromisso com a sustentabilidade. A letra “u”, em rosa, faz
referéncia ao uso da fenolftaleina como indicador acido-base no ensaio de carbonatagao,

refor¢ando o vinculo com o método experimental tradicional.

Figura 18 — Logotipo Webapp carbuAl.

@

carb.uAl

Fonte: Autor (2025).
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As secdes subsequentes destacam os resultados obtidos com as diferentes técnicas
de AM, culminando no desenvolvimento da ferramenta carbuAl, que sintetiza as
principais contribui¢cdes desta tese por meio de uma solucdo pratica, interativa e

tecnicamente fundamentada.
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4. RESULTADOS E DISCUSSOES

Os resultados apresentados nesse capitulo referem-se ao desempenho dos modelos
de AM aplicados a predi¢ao da profundidade de carbonatacdo em estruturas de concreto
armado, utilizando as técnicas SVR, RF ¢ ANN. A comparagdo entre os diferentes
modelos busca ndo apenas identificar aquele que oferece maior precisdo preditiva, mas
também entender a robustez e a interpretabilidade dos resultados gerados.

A primeira se¢do apresenta a analise comparativa dos modelos de AM, com base
nos valores médios de R>, MAE e RMSE obtidos por meio da validagdo cruzada,
permitindo avaliar o desempenho preditivo de cada abordagem. Também sao exibidos
graficos que comparam os resultados dos modelos com os valores estimados pela equagao
de Possan (2010), possibilitando uma analise visual da acuracia das predi¢des. Na se¢ao
seguinte, ¢ explorada a explicabilidade dos modelos por meio da aplicagdo da técnica
SHAP, que oferece uma compreensao quantitativa e visual sobre a influéncia relativa de
cada atributo nas predi¢des realizadas, contribuindo para uma interpretacdo mais
transparente dos modelos. A terceira secdo apresenta os resultados experimentos e a
validagdo dos modelos. Por fim, a quarta secdo apresenta o WebApp desenvolvido, que
permite a predigao da profundidade de carbonatagdo com base nos dados de entrada
definidos pelo usuario, além de fornecer explicacdes graficas baseadas nos valores SHAP,
tornando o uso das técnicas de AM mais acessivel e interpretavel para engenheiros e

demais profissionais da area.

4.1. Analise comparativa dos modelos

A presente se¢do estd subdividida em duas partes. Inicialmente, sera realizada a
avaliacdo global da performance dos modelos de AM, apresentando as métricas de
desempenho e respectivos graficos de dispersdo. Em um segundo momento, sera
realizado um estudo de variagdo dos atributos, comparando graficamente a acuracia dos
trés modelos em relacao a equacdo de Possan (2010). Também, serdo apresentadas as

métricas de desempenho para cada variacao de atributo.

4.1.1. Avaliagao global da performance dos modelos de AM

Ap0s a geragdo da base de dados e a definicdo dos hiperparametros 6timos para
cada modelo computacional, as métricas de desempenho — R?, MAE ¢ RMSE — foram

calculadas como as médias dos cinco folds do processo de CV, com o objetivo de avaliar
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a capacidade preditiva de cada método. A Tabela 9 resume os valores obtidos para essas

métricas nos modelos RF, ANN e SVR.

Tabela 9 — Resumo das métricas de desempenho dos métodos de AM na predigdo da

profundidade de carbonatacdo.

Modelo R? MAE (mm) RMSE (mm)
RF 96,37% 1,606 2,595
ANN 99,56% 0,655 0,934
SVR 98,60% 0,767 1,631

Fonte: Autor (2025).

Os resultados indicam que o modelo ANN apresentou o melhor desempenho

global, seguido pelo modelo SVR. Embora o modelo RF tenha demonstrado uma

capacidade preditiva satisfatoria, sua precisao foi inferior em comparagdo as demais

técnicas. Esses resultados evidenciam a eficacia dos métodos de AM na estimativa precisa

da profundidade de carbonatacdo em estruturas de concreto armado.

Os graficos de dispersao apresentados na Figura 19 ilustram a relacdo entre as

profundidades de carbonatagdo observadas, obtidas a partir do modelo deterministico, e

os valores preditos por cada método computacional, juntamente com suas respectivas

métricas de desempenho.

Figura 19 — Valores preditos vs. valores obtidos: (a) RF; (b) ANN; (c) SVR.
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Conforme observado na Figura 19, o modelo ANN se destaca por sua excelente
capacidade de ajuste aos dados, especialmente para valores mais elevados de
profundidade de carbonatagdo, nos quais manteve alta precisdo com minima dispersdo. O
modelo SVR também apresentou bom desempenho, embora tenha registrado um desvio
ligeiramente maior nas maiores profundidades de carbonatagdo. Esse resultado pode estar
relacionado a quantidade limitada de instancias nessa faixa, o que afeta a capacidade de
generalizacdo do modelo. Apesar de apresentar um ajuste geral razoavel, o modelo RF
exibiu métricas de erro mais elevadas, reforgando sua menor acuracia em comparagao
com os modelos ANN e SVR para esse conjunto de dados.

No processo de validagdo cruzada (CV) para os trés modelos (SVR, ANN e RF),
as métricas de desempenho obtidas em cada fold apresentaram resultados consistentes e
proximos entre si, sem desvios significativos, conforme pode ser observado na Tabela 10.
Esse resultado indica que os modelos ndo sofreram overfitting em relagdo aos dados de
treinamento. Quando as métricas permanecem estaveis entre os diferentes folds, isso
sugere que os modelos estdo generalizando bem e apresentando desempenho consistente,
em vez de se ajustarem de forma excessiva a subconjuntos especificos dos dados. O
overfitting geralmente se manifesta por meio de grandes variagdes nas métricas de
desempenho entre os folds, com um modelo tendo bom desempenho em alguns e
desempenho ruim em outros. A consisténcia observada refor¢a a conclusdo de que o
overfitting nao foi uma preocupagao nos modelos analisados.

Tabela 10 — Métricas por fold nos modelos RF, ANN e SVR.

Method fold R? MAE (mm) RMSE (mm)

1 96,67% 1,650 2,571

2 96,22% 1,622 2,566

RF 3 96,33% 1,634 2,683
4 96,03% 1,580 2,770

5 96,61% 1,545 2,384

1 99,68% 0,618 0,850

2 99,63% 0,619 0,861

ANN 3 99,47% 0,573 0,935
4 99,53% 0,817 1,111

5 99,52% 0,648 0,914

1 98,68% 0,810 1,631

2 98,71% 0,759 1,559

SVR 3 98,45% 0,781 1,707
4 98,37% 0,770 1,826

5 98,78% 0,717 1,431

Fonte: Autor (2025).
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4.1.2. Andlise do comportamento dos atributos da carbonata¢do

Seis cenarios distintos foram analisados para investigar o impacto de atributos
individuais na predi¢do da profundidade de carbonatagdo, variando-se um tnico atributo
por vez enquanto as demais eram mantidas constantes, conforme resumido na Tabela 6.
Ao final, sera apresentada uma tabela com o resumo das métricas de desempenho da
variacao dos atributos para cada modelo (RF, ANN e SVR).

No Cenario 1, a concentragdo de CO: foi variada de 0,03% a 0,3%, mantendo os
demais parametros fixos. A Figura 20 apresenta as predi¢des dos modelos SVR, ANN e
RF obtidas nessas condi¢des. Observa-se que o modelo SVR capturou um aumento quase
linear na profundidade de carbonatacdo, acompanhando de forma préxima a tendéncia
prevista pela equagao de Possan (2010), com valores variando aproximadamente de 23,2
mm a 24,5 mm. O modelo ANN também acompanhou bem o modelo de Possan (2010),
entretanto apresentou um leve desvio para cima em valores mais elevados de CCO2, a
partir de 0,15%, sugerindo uma tendéncia a superestimacao do efeito da concentragdo de
CO:2. O modelo RF, por outro lado, exibiu predi¢des quase constantes, em 22,0 mm, ndo
capturando adequadamente a influéncia da concentragdo de CO.. Atentando-se a escala
da Figura 20 (eixo vertical), embora a magnitude geral do erro permaneca baixa (cerca de
2,5 mm no maximo), ¢ fundamental avaliar como cada modelo responde as tendéncias
induzidas pelas variacdes nas features de entrada. Nesse sentido, o modelo SVR
demonstra maior sensibilidade a variagdes continuas nos dados, enquanto o RF apresenta

limitagdes.

Figura 20 — Predic¢des da profundidade de carbonatacdo em fun¢do da concentragao de

CO: (CCO2) para os modelos SVR, ANN, RF e o modelo de Possan (2010).
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No Cenario 2, a resisténcia a compressao do concreto (fc) foi variada entre 20
MPa e 50 MPa. A Figura 21 apresenta as profundidades de carbonatagdo previstas.
Observa-se uma tendéncia clara de reducdo da profundidade de carbonatacdo a medida
que a resisténcia do concreto aumenta, o que esta de acordo com o comportamento fisico
esperado, uma vez que concretos de maior resisténcia geralmente apresentam menor
porosidade e permeabilidade (Reis et al., 2025). Os modelos SVR e ANN seguem com
precisdo a tendéncia decrescente observada nas predi¢des da equacao de Possan (2010),
Ja o0 modelo RF subestima as profundidades de carbonatagdo nas menores resisténcias,

apresentando uma leve tendéncia a linearizacgao.

Figura 21 — Predi¢des da profundidade de carbonatacdo em func¢do da resisténcia a

compressao (fc) para os modelos SVR, ANN, RF e o modelo de Possan (2010).
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Fonte: Autor (2025).

O Cenario 3 concentrou-se na variagdo da umidade relativa entre 30% ¢ 90%,
mantendo os demais parametros fixos. Os resultados, apresentados na Figura 22, exibem
uma relacdo parabolica invertida, com a profundidade de carbonatagao atingindo seu pico
em torno de 50% a 70% de umidade relativa, comportamento esse consistente com o ja
estabelecido na literatura (Ekolu, 2018; Elsalamawy et al., 2019). O modelo SVR
acompanha de forma precisa a predi¢do da equagdo de Possan (2010), seguindo
adequadamente a curva parabolica ao longo de toda a faixa de umidade. O modelo ANN
também capta o padrao geral, mas apresenta uma leve superestimacao da profundidade
de carbonatacdo entre 70% e 85%. J4 o modelo RF tende a linearizagdo, especialmente

nos niveis mais altos de umidade, o que resulta em predicdes menos precisas.
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Figura 22 — Predigdes da profundidade de carbonatagdao em func¢ao da umidade relativa

(UR) para os modelos SVR, ANN, RF e o modelo de Possan (2010).
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No Cenario 4, a profundidade de carbonatacao foi prevista em fungdo do tempo,
variando de 0 a 100 anos. A Figura 23 Figura 2ilustra os resultados obtidos para cada
método. Todos os modelos captaram corretamente a tendéncia de aumento da
profundidade de carbonatacdo ao longo do tempo, porém diferengas de precisao entre eles
foram observadas. O modelo SVR seguiu de forma bastante precisa a equacao de Possan
(2010) em toda a faixa de tempo analisada, enquanto o modelo ANN também apresentou
boa acuricia, com pequenas discrepancias nos tempos mais longos. J4 o modelo RF
passou a subestimar progressivamente a profundidade de carbonatagao a partir de

aproximadamente 40 anos, apresentando a tendéncia de linearizagao.

Figura 23 — Predic¢des da profundidade de carbonatacdo em fungao do tempo (t) para os

modelos SVR, ANN, RF ¢ o modelo de Possan (2010).
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O Cenario 5 analisou o impacto da variagao do tipo de cimento, considerando os
cimentos CPII E, CPII F, CPII Z, CPIII, CPIV e CPV-ARI. A Figura 24 apresenta as
predigdes para cada tipo de cimento. Os modelos SVR e ANN, demonstraram maior
proximidade com os resultados da equacao de Possan (2010). J4 o modelo RF mostrou

desvios mais acentuados de forma consistente, especialmente para o cimento CPIII.

Figura 24 — Predi¢des da profundidade de carbonatacdo em fungdo do tipo de cimento

para os modelos SVR, ANN, RF e o modelo de Possan (2010).
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Fonte: Autor (2025).

Por fim, no Cenario 6, as condi¢des de exposi¢do variaram entre ambientes
Internos Protegidos (AIP), Externos Protegidos (AEP) e Externos Nao Protegidos (AED).
A Figura 25 ilustra as predi¢cdes da profundidade de carbonatacdo sob essas condigdes.
Os modelos SVR e ANN apresentaram resultados compativeis com as predigdes da
equagao de Possan (2010) para as exposicoes AEP e AED, sendo que o modelo ANN teve
desempenho ligeiramente superior nas condi¢cdes de exposi¢do AIP. O modelo RF, por
sua vez, apresentou maiores desvios em todas as condi¢des de exposicdo analisadas,

subestimando o valor da profundidade de carbonatacao.
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Figura 25 — Predi¢des da profundidade de carbonatagdo em funcao das condigdes de

exposi¢ao para os modelos SVR, ANN, RF e o modelo de Possan (2010).
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Fonte: Autor (2025).

As métricas de avaliagdo de desempenho para todos os cendrios estdo
consolidadas na Tabela 11, permitindo uma comparacdo direta do desempenho dos
modelos para cada atributo variavel. A analise confirma que o modelo SVR apresentou,
de forma consistente, as predicdes mais precisas e robustas, acompanhando de perto o
comportamento esperado em todas as variagdes de features. O modelo ANN também
demonstrou forte capacidade preditiva, enquanto o modelo RF apresentou maior
variabilidade e eventuais subestimagoes.

Tabela 11 — Resumo das métricas de desempenho da variagao dos atributos por

modelos.
Cenario Atributo variavel Modelo R2(%) MAE (@mm) RMSE (mm)

RF 84,41 1,890 1,929

1 Concentracao de CO: (CCO2) ANN 97,50 0,190 0,202
SVR 98,41 0,102 0,123

RF 99,77 1,160 1,718

2 Resisténcia a Compressao (fc) ANN 99,98 0,216 0,293
SVR 99,89 0,234 0,335

RF 96,71 1,492 1,752

3 Umidade Relativa (UR) ANN 98,82 0,395 0,561
SVR 99,97 0,163 0,211

RF 99,50 1,506 1,762

4 Tempo (t) ANN 99,69 0,319 0,508
SVR 99,88 0,156 0,301

RF 90,63 1,727 2,219

5 Tipo de cimento ANN 99,91 0,155 0,180
SVR 99,78 0,227 0,258

RF 99,92 1,821 1,954

6 Condigdes de exposigao ANN 99,92 0,221 0,254
SVR 99,99 0,275 0,304

Fonte: Autor (2025).
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Além de evidenciar quais modelos apresentaram melhor desempenho em termos
preditivos, a analise quantitativa dos cenarios refor¢a a necessidade de compreender como
cada atributo impacta nas decisdes dos algoritmos. Embora métricas como R?, MAE e
RMSE fornecam uma avaliagdo objetiva da acuracia dos modelos de AM, elas nao
revelam os mecanismos internos responsaveis pelas predigdes. Nesse sentido, torna-se
importante avangar para uma analise de explicabilidade, de modo a identificar, de forma
interpretavel, a contribui¢do relativa de cada variavel de entrada nas respostas fornecidas
pelos modelos. Essa limitacao das métricas tradicionais refor¢a a importancia da analise
de explicabilidade. A seguir, a técnica SHAP ¢ aplicada para desvendar os mecanismos

internos dos modelos e permitir uma compreensao mais transparente das predicdes.

4.2. Explicabilidade SHAP dos modelos

Esta se¢dao apresenta os resultados da andlise de explicabilidade com SHAP
aplicada a predi¢do da profundidade de carbonatagcdo em estruturas de concreto armado.
Sao abordados o impacto individual dos atributos no modelo global, as interacdes entre
elas nos modelos de AM (RF, SVR e ANN), bem como exemplos praticos que

evidenciam a interpretabilidade das predi¢des individuais.

4.2.1. Impacto individual dos atributos na predicdo da profundidade de carbonatagdo

A Figura 26 apresenta os graficos beeswarm do SHAP, oferecendo uma
visualizacdo abrangente da importancia relativa, da direcdo e da distribuicdo das

contribuic¢des das features nas predi¢des da profundidade de carbonatacgao.

Figura 26 — Impacto individual dos atributos na predi¢ao da carbonatacao para os

modelos (a) RF, (b) ANN e (c) SVR.
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Na Figura 26, os atributos estdo ordenados por importancia (de cima para baixo).
Cada ponto representa um valor SHAP para um valor especifico do atributo: pontos a
direita do eixo vertical indicam contribuigdes positivas para a profundidade de
carbonatagdo, enquanto pontos a esquerda indicam contribui¢des negativas. O gradiente
de cores (vermelho = valores altos do atributo, azul = valores baixos) ilustra como a
magnitude do atributo afeta a saida do modelo.

Uma andlise geral da Figura 26 indica que a resisténcia a compressao (fc) e o
tempo (t) sdo os atributos mais relevantes para a predicdo da profundidade de
carbonatacdo. Em contraste, o tipo de cimento e a concentracdo de CO2 (CCO2) sdo os
atributos que menos impactam em todos os modelos. A umidade relativa (UR) e as
condi¢gdes de exposi¢ao tém impacto intermedidrio nas trés abordagens (RF, SVR e

ANN), sem diferengas notaveis na ordem de importancia entre os modelos. Os graficos
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beeswarm do SHAP também possibilitam uma anélise em nivel individual dos efeitos dos

atributos, conforme descrito a seguir:

\

Resisténcia a compressdao (fc): Todos os modelos indicam que maiores
resisténcias a compressao resultam em menores profundidades de carbonatacao
previstas. Esse resultado decorre da menor porosidade dos concretos mais
resistentes, o que limita a penetracdo de CO: e a acdo de agentes agressivos
(Massana et al., 2018; Cantero et al., 2021).

Tempo (t): Maiores tempos de exposi¢do resultam, de forma consistente, em
maiores profundidades de carbonatacdo em todos os modelos, refletindo uma
tendéncia bem estabelecida no comportamento da carbonatacdo (Chen et al.,
2025; Majlesi et al., 2023).

Condicdes de exposicao: Ambientes internos protegidos da chuva (AIP — azul)
contribuem mais para o avanco da carbonatagao, enquanto condigdes externas nao
protegidas (AED — vermelho) possui SHAP Value negativo. Esse comportamento
¢ explicado pelo fato de que ambientes internos permitem uma exposi¢ao continua
ao CO., ao passo que ambientes externos sofrem com ciclos de molhagem e
secagem, que dificultam a difusdo do CO2 (Li et al., 2018; Parrott e Killoh, 1989).
Umidade relativa (UR): A influéncia mais significativa na carbonatacdo ¢
observada em valores intermedidrios de UR (roxo), alinhando-se com a faixa
otima de carbonatacdo, conhecida por se situar entre 50% e 70%. Esse padrao
reflete as condigdes nas quais a difusdo do COs: e a taxa das reagdes quimicas sao
mais favoraveis (Mahmood et al., 2025; Chen et al., 2018).

Tipo de cimento: O CPV-ARI (valor 6 — vermelho) aparece a esquerda do eixo,
indicando menor influéncia na carbonatagao devido a sua maior reserva alcalina
e menor teor de materiais pozolanicos. Essa caracteristica retarda o avanco da
carbonatagdo. Em contraste, cimentos com maior teor pozolanico aparecem a
direita, demonstrando influéncia mais significativa devido a sua menor
capacidade de tamponamento (Falcdo et al, 2024; Witkowski e Koniorczyk,
2020).

Concentragao de CO: (CCO2): Maiores concentragoes de CO: impulsionam uma
frente de carbonatacdo mais pronunciada. Esse efeito € consistente com o processo
de difusdo, no qual as moléculas se deslocam de regides de maior para menor

concentracao (Cui et al, 2015).
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A analise com SHAP confirma que menor resisténcia a compressao, maior tempo
de exposi¢do, umidade relativa intermedidria, ambientes internos protegidos, cimentos
com alto teor pozolanico e concentragdes elevadas de CO: contribuem para uma
carbonatagao mais profunda. Esses achados estao alinhados com a literatura especializada
(Han et al., 2013; Lollini e Redaelli, 2021; Von Greve-Dierfeld et al., 2020; Tuutti, 1982;
Papadakis; Vayenas e Fardis, 1989; Papadakis; Vayenas e Fardis, 1991), validando as
saidas dos modelos. Ao ilustrar claramente a dire¢cdo e a magnitude do impacto de cada
atributo, essa analise apoia a tomada de decisdes informadas e contribui para orientar

estratégias de aumento da durabilidade de estruturas de concreto armado.

4.2.2. Andlise das dependéncias entre atributos nos modelos de AM

Os graficos de SHAP dependence plot ilustram como os atributos individuais
influenciam as predigdes da profundidade de carbonatacao e como interagem com outros
atributos do modelo. Cada grafico apresenta o valor de um atributo (eixo X), seu
respectivo valor SHAP (eixo y) e um atributo de interagdo representada por uma escala
de cores, permitindo uma interpretagdo mais direta dos efeitos e das interagdes entre os
atributos. Nesse sentido, todas as figuras desta secdo apresentam esse tipo de grafico com
diferentes interacdes entre varidveis, sempre considerando os trés modelos de
aprendizado de maquina (RF, SVR e ANN).

Na Figura 27, essa abordagem ¢ aplicada para analisar a interacdo entre a
concentragdo de CO:2 (CCO2) e a resisténcia a compressao (fc). O modelo RF apresenta
uma relagdo nao linear, enquanto os modelos SVR e ANN revelam padrdes mais lineares,
sugerindo que estes dois ultimos lidam com as varia¢des na concentragdo de CO: de forma
mais consistente. O gradiente de cores, que representa a resisténcia a compressao (fc),
evidencia uma tendéncia clara em todos os modelos. Em torno de uma concentracao de
CO: de 0,18%, observa-se uma inversao nos valores SHAP — maiores resisténcias a
compressao (em vermelho) estdo associadas a menores magnitudes de SHAP, indicando
um efeito moderador da resisténcia & compressio sobre o avango da carbonatagdo. A
medida que a concentragdo de CO: se afasta de 0,18%, seja aumentando para 0,30% ou
reduzindo para 0,03%, os valores SHAP tornam-se mais intensos. Esse resultado sugere
que niveis extremos de CO- ampliam o impacto dessa variavel nas predi¢des, sendo a
resisténcia a compressdao um fator-chave na modulagao desse efeito. Também, € possivel
observar uma variagdo na magnitude dos valores de SHAP entre os modelos. Para o RF,

a magnitude estd variando de maneira aproximada de -0,2 a +0,3, seguido do SVR de -
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0,6 a +0,6, e por fim, da ANN de -1,0 a +1,0. Isso demonstra que o efeito da variacao de
CO; praticamente ndo ira alterar a predicdo final no RF, ao contrario do ANN que tera

um impacto maior.

Figura 27 — Graficos de SHAP dependence da concentragdao de CO. (CCO2) em funcao
da resisténcia a compressao (fc) para os modelos: (a) RF, (b) ANN e (c) SVR.
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Fonte: Autor (2025).

A Figura 28 apresenta a relagdo entre a resisténcia a compressao (fc) e o tempo
(t), evidenciando padrdes ndo lineares semelhantes entre os modelos. A medida que a
resisténcia a compressdo aumenta, os valores SHAP diminuem, refletindo a redugdo
esperada da porosidade associada a concretos de maior resisténcia. Observa-se um
impacto neutro em torno de 33 MPa, ponto a partir do qual a resisténcia a compressao
deixa de influenciar significativamente as predi¢cdes de carbonatacdo. O gradiente de
cores, que representa o tempo (t), mostra uma interagdo clara— maiores valores de tempo
(em vermelho) correspondem a valores SHAP mais extremos, sejam positivos ou
negativos — reforcando a forte influéncia do tempo, especialmente em combinag¢do com
a resisténcia a compressao. Em relagao a magnitude dos valores de SHAP, o RF esté

variando de aproximadamente -10 a +25, a ANN de -10 a +30 e o SVR de -15 a +25,
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demonstrando maior consisténcia entre os trés modelos nessa variagdo. Entretanto,
observa-se que a escolha por valores inferiores de fc (fc = 20 MPa) impactardo muito
positivamente na profundidade de carbonatacdo (+25), e a escolha de valores elevados de
fc (fc = 50 MPa) o impacto na profundidade de carbonatagao nao sera tao relevante (-10)
quanto o esperado. Tal informacdo demonstra a importancia de se avaliar o custo-

beneficio na escolha de um fc coerente com a situag@o de projeto.

Figura 28 — Graficos de SHAP dependence da resisténcia a compressao (fc) em funcao

do tempo de exposi¢ao (t) para os modelos: (a) RF, (b) ANN e (c) SVR.
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A Figura 29 ilustra a relacdo entre o tempo de exposi¢ao (t) e as condigdes de
exposicao, com os trés modelos indicando que a profundidade de carbonatagdo predita
aumenta com o tempo, como era esperado. O gradiente de cores, que representa as
condicdes de exposicdo, revela uma dependéncia explicita — os valores SHAP sdo
consistentemente menores em ambientes externos ndo protegidos (AED, em vermelho)
do que em ambientes internos protegidos (AIP, em azul). Esse resultado reflete o efeito

inibidor dos ciclos de umedecimento e secagem na penetracdo de CO: ao ar livre,

enquanto a exposicao continua em ambientes internos favorece a carbonatagao. De forma
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geral, a analise confirma uma forte interacdo entre o tempo e as condigdes de exposicao,
destacando a importancia da inclusdo de fatores ambientais nos modelos de predi¢ao da
carbonatacdo. Em relacdo a magnitude do valor de SHAP, os trés modelos apresentam
magnitudes semelhantes, variando de aproximadamente -30 a +10, demonstrando

coeréncia em relacao a profundidade de carbonatacdo em fungao do tempo.

Figura 29 — Graficos de SHAP dependence do tempo de exposicao (t) em fungdo das
condi¢des de exposi¢do para os modelos: (a) RF, (b) ANN e (c) SVR.
AP AP

10
10

AEP

SHAP value for
t (years)
|
S
SHAP value for
t (years)

Exposure conditions
&
o
Exposure conditions

~20 ;_..

-30

-30{° ‘ . AED ; . , . - .
0 20 40 60 80 100 0 20 40 60 80 100

t (years) t (years)

(a) RF (b) ANN

AP

|
P -
o w o w o w

SHAP value for
t (years)

|
&
G
&
o
Exposure conditions

|
N
o

|
N
o

0 20 ) 60 80 100
t (years)

(c) SVR
Fonte: Autor (2025).

A Figura 30 apresenta a relagcdo entre as condigdes de exposicdo e a umidade
relativa do ar (UR). Todos os modelos apresentam tendéncias semelhantes: ambientes
AIP estao associados a valores SHAP positivos, AED a valores proximos de zero, ¢ AEP
a valores negativos. O gradiente de cores, que representa a UR, destaca que valores
intermediarios de umidade relativa (em roxo) tendem a se concentrar nas extremidades
dos valores SHAP, sugerindo uma influéncia mais significativa nesses niveis. No modelo
SVR essa distribuicao de cores estd mais nitida, representando que o modelo conseguiu
capturar melhor o comportamento esperado. No entanto, em especial no modelo RF,

inconsisténcias na distribui¢cdo das cores indicam que o impacto da UR sobre as condigdes
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de exposigao varia entre os cenarios, dependendo das interacdes com outros atributos. Em
relacdo a magnitude do valor de SHAP, os trés modelos apresentaram coeréncia, variando

de -10 a +10.

Figura 30 — Graficos de SHAP dependence das condi¢des de exposi¢ao em funcao da

umidade relativa (UR) para os modelos: (a) RF, (b) ANN e (c) SVR.
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A Figura 31 representa a relagdo entre a umidade relativa do ar (UR) e o tipo de
cimento. Os trés modelos apresentam o comportamento parabolico esperado para a UR,
com valores SHAP positivos mais elevados concentrados entre 50% e 70%, refletindo a
faixa ideal para a progressao da carbonatacdo. O modelo RF, no entanto, apresenta uma
tendéncia de linearizar a curva proxima ao pico, divergindo dos modelos SVR ¢ ANN,
que capturam melhor a tendéncia parabdlica. O gradiente de cores, que representa o tipo
de cimento, ndo mostra um padrao claro de interagdo, indicando que o tipo de cimento
tem influéncia limitada quando combinado com a UR. Esse resultado sugere que, dentro
do conjunto de dados analisado, a UR ¢ a varidvel dominante, enquanto o tipo de cimento
atua como varidvel secundéria, com efeito minimo de interagdo na predicdo da

profundidade de carbonatacdo. Em relacdo a magnitude dos valores de SHAP, os trés
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modelos apresentaram coeréncia, tendo a maioria das instancias variando na magnitude

de aproximadamente -10 a +5. Entretanto, alguns pontos extrapolaram essa faixa.

Figura 31 — Graficos de SHAP dependence da umidade relativa do ar (UR) em fungao
do tipo de cimento para os modelos: (a) RF, (b) ANN e (c) SVR.
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A Figura 32 apresenta a relagdo entre o tipo de cimento e a concentracao de CO-
(CCO2). Todos os modelos exibem tendéncias semelhantes nos valores SHAP ao longo
dos diferentes tipos de cimento, com um aumento progressivo dos valores de SHAP,
indicando uma influéncia crescente na profundidade de carbonatagdo. O tipo de cimento
CPV-ARI apresenta uma queda significativa nos valores SHAP, o que é compativel com
sua menor reserva alcalina e, consequentemente, menor suscetibilidade a carbonatagao.
Ja o CPIII e CPIV apresentam um aumento nos valores de SHAP devido ao maior teor de
adi¢des pozolanicas em sua composicdo. A concentracdo de CO:, representada pelo
gradiente de cores, mostra variacdes minimas dentro de cada tipo de cimento, sugerindo
um papel estavel e secundario nessa interacdo em todos os modelos analisados. Em

relacdo a magnitude dos valores de SHAP, a ANN apresentou uma variacdo maior na
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amplitude desse valor (-8 a +13), demonstrando que o tipo de cimento tera maior impacto

na predi¢do da profundidade de carbonatacdo em comparag@o com os outros modelos.

Figura 32 — Graficos de SHAP dependence plot do tipo de cimento em funcao da
concentracao de CO» para os modelos: (a) RF, (b) ANN e (c) SVR.
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Assim, os graficos de SHAP dependence discutidos anteriormente forneceram
uma analise das interagdes entre os atributos, revelando dependéncias importantes, como
o comportamento parabolico da umidade relativa, a influéncia do tipo de cimento na
profundidade de carbonatacdo e o efeito moderador da resisténcia a compressao. Essas
visualizagdes contribuem na compreensdo sobre como varidveis individuais e suas
interagdes afetam as predicdes dos modelos. A analise também evidenciou diferencas
entre os modelos — em especial, a maior dificuldade de predicdo do RF a determinados
atributos e a melhor capacidade do SVR e da ANN em lidar com padrdes ndo lineares e
variaveis qualitativas. Por fim, em especial a resisténcia a compressao do concreto (fc), a

magnitude dos valores de SHAP nos graficos demonstram a capacidade de verificar em
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termos praticos o custo-beneficio de se tomar uma decisdo para um aumento exagerado
na resisténcia do concreto, visando maior durabilidade.

De forma geral, os resultados reforcam a importdncia de interpretar o
comportamento dos atributos em cada modelo, contribuindo para o aprimoramento das
abordagens de AM na predicdo da carbonatagcdo e subsidiando decisdes de engenharia
mais fundamentadas. Tendo em vista essa importancia, a se¢d0o a seguir apresenta
aplicagdes praticas de predi¢do da profundidade de carbonatacdo com base na

explicabilidade de SHAP.

4.2.3. Exemplos praticos de predi¢oes da profundidade de carbonatagdo

Os trés cenarios descritos na Tabela 7 foram utilizados como exemplos para a
predi¢cdo da profundidade de carbonatagdo (e.) em situagdes reais, aplicando-se a técnica
SHAP Waterfall (Figura 14). Os resultados obtidos estdo apresentados na Tabela 12. As
discussoes sdao desenvolvidas nas se¢des a seguir, sendo complementadas pelos graficos
mencionados para cada cenario e para os trés modelos utilizados (RF, SVR e ANN). Esses
graficos ilustram como cada atributo contribui para ajustar o valor esperado da predi¢do
(E[f(x)]) até alcangar o valor final estimado (f(x)) pelos modelos de AM para a instancia
do cenario em analise. Conforme ja mencionado anteriormente, o E/f(x)] ¢ igual a 15,060
mm para o RF, 14,939 mm para o SVR e 15,262 mm para o ANN.

Tabela 12 — Predi¢des das profundidades de carbonatagdo para diferentes cenarios e

modelos de AM.
Profundidade de Carbonatacao Cenario 1 Cenario 2 Cenario 3
Predi¢ao RF (mm) 5,360 17,412 35,274
Predicdo ANN (mm) 2,448 17,721 31,659
Predi¢ao SVR (mm) 3,463 17,934 32,370

Fonte: Autor (2025).
4.2.3.1. Cenario 1 — Baixa profundidade de carbonatagao

A Figura 33 apresenta os graficos SHAP Waterfall para o Cenario 1 (ec < 10 mm).
Os trés modelos de aprendizado de maquina produziram predigdes distintas, sendo que a
ANN apresentou o menor valor (e = 2,448 mm), seguida pelo SVR (e = 3,463 mm) e
pelo RF (ec = 5,360 mm). A maior discrepancia pode ser percebida no RF, onde as
condigdes de exposicao tiveram um impacto menor em magnitude, quando comparado
aos outros modelos. Em relacdo a importancia dos atributos, observou-se apenas uma
diferenca significativa: para o RF, o atributo umidade relativa (UR) possui menor

importancia em comparacdo as condi¢des de exposicao, enquanto para o SVR e ANN, a
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importancia desses atributos apresentaram comportamento invertido. Tal divergéncia

acarretou em uma maior profundidade de carbonatagdo para RF. O tempo de exposi¢ao

(t) foi o atributo de maior impacto nos trés modelos, e o menor impacto foi da

concentragao de CO, (CCO2).

Figura 33 — Gréaficos de SHAP Waterfall para predi¢ao baixa da profundidade de

carbonatacdo: (a) RF, (b) ANN e (c) SVR.
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Uma analise detalhada da influéncia de cada atributo ¢ apresentada a seguir:

- Tempo (t): Com um valor relativamente baixo (10 anos), o tempo teve efeito
negativo nas predicdes em todos os modelos. Esse comportamento reflete o
estagio inicial da carbonatacdo em periodos curtos, uma vez que a profundidade
de carbonatagdo tende a aumentar com o tempo.

- Umidade relativa (UR): Com valor inferior a 50%, a UR teve impacto negativo
nas predicdes em todos os modelos. Esse resultado esta de acordo com o
conhecimento técnico de que a carbonatagdo avanca mais rapidamente na faixa de
50% a 70% de umidade relativa.

- Condicdes de exposi¢do: O ambiente analisado corresponde a uma condi¢io
externa desprotegida da chuva (AED), considerada o cenario menos agressivo
para a carbonatacdo. Nessa situacdo, a exposicao continua ao CO: resultou em
impacto negativa nas predi¢des dos trés modelos.

- Resisténcia a compressao (fc): Devido ao seu valor intermediario para inferior na
base de dados adotada (29,8 MPa), o atributo fc teve impacto levemente positivo
nas predi¢des da profundidade de carbonatagdao nos trés modelos, o que nao foi
suficiente para a carbonatacdo alcangar valores elevados. Esse resultado esta
alinhado com o fato de que menores resisténcias a compressdo aumentam a
porosidade do concreto, favorecendo a penetragdo de CO: e, consequentemente,
acelerando o avango da carbonatagao.

- Tipo de cimento: O cimento CPII F utilizado neste cenario possui adi¢ao
pozolanica moderada em comparacio ao CPIII e CPIV (com maior teor
pozolanico) e ao CPV-ARI (com menor teor). Consequentemente, esse tipo de
cimento impactou negativamente as predigdes dos trés modelos, porém, com
magnitude do valor de SHAP muito baixa, ja que a presenca de adigdes
pozolanicas influencia a resisténcia a carbonatacao.

- Concentragao de CO: (CCO2): A baixa concentragao de CO: neste cenario
(0,12%), em relacao a faixa da base de dados, também influenciou negativamente
as predi¢des dos trés modelos. Niveis reduzidos de CO: desaceleram o processo
de carbonatacdo, diminuindo seu efeito ao longo do tempo. A magnitude de sua
influéncia foi baixa, sendo o atributo que menos impactou na profundidade de
carbonatagdo para esse cenario.

Essas informacdes demonstram padrdes consistentes entre os trés modelos de

aprendizado de maquina, especialmente no que diz respeito ao impacto dominante do
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atributo tempo (t). Embora tenham sido observadas pequenas diferencas —
particularmente quanto a das condig¢des de exposi¢ao e a umidade relativa (UR) —, o
comportamento associado a resisténcia a compressdo (fc), ao tipo de cimento e a
concentracdo de CO, (CCO2) permaneceu coerente entre todos os modelos. Além disso,
os valores SHAP negativos para os atributos mais impactantes indicam seu papel decisivo
na reducdo da predi¢ao da profundidade de carbonatacdo em relagdo ao valor esperado
pelos modelos, E/f(x)]. Esse resultado estd em consonancia com o entendimento fisico de
que periodos mais curtos e umidade relativa abaixo de 50%, em ambientes externos

desprotegidos da chuva (AED), tendem a apresentar menor avango da carbonatagao.

4.2.3.2. Cenario 2 — Moderada profundidade de carbonatacao

A Figura 34 apresenta os graficos SHAP Waterfall para o Cenario 2 (10 mm < e,
< 30 mm), demonstrando como os trés modelos de aprendizado de maquina previram a
profundidade de carbonatagdo com valores semelhantes, dentro da faixa de 17 mm. O
modelo RF apresentou a menor estimativa (ec = 17,412 mm), enquanto o SVR forneceu
o maior valor de profundidade de carbonatacdo (e. = 17,934 mm). Em todos os modelos,
o atributo de maior importancia foi a resisténcia a compressao (fc). Para tipo de cimento,
umidade relativa (UR) e o tempo (t), o RF apresentou divergéncias quando comparado ao
SVR e ANN. Para o RF, o tempo foi o segundo atributo de maior impacto, seguido da
umidade relativa e tipo de cimento. J4 no SVR e ANN, a ordem sera tipo de cimento,
umidade relativa (UR) e tempo (t). Em todos os modelos, as condi¢des de exposi¢do e a

concentragdo de CO2 (CCO2) foram os atributos de menor impacto.

Figura 34 — Graficos de SHAP Waterfall para predigdo moderada da profundidade de
carbonatacdo: (a) RF, (b) ANN ¢ (c) SVR.
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Fonte: Autor (2025).

Uma avaliagdo detalhada da influéncia de cada atributo nas predigdes ¢

apresentada a seguir:

Resisténcia a compressdo (fc): Com valor de 39,1 MPa, a fc representa uma
resisténcia elevada para a base de dados adotada no treinamento. Seu valor
relativamente alto resultou em impacto negativo nas predi¢des dos trés modelos,
uma vez que concretos com maior resisténcia apresentam menor porosidade,
dificultando a penetragdo de CO: e o avango da carbonatagao.

Tipo de cimento: O cimento CPIII utilizado neste cenario apresenta adig¢ao
pozolanica elevada. Como resultado, impactou positivamente as predi¢des dos
trés modelos, sendo o atributo de segundo maior impacto na ANN e SVR. Tal
impacto ocorre, pois, cimentos CPIII possuem baixa reserva alcalina devido ao
percentual de adi¢des elevado quando comparado especialmente com o CPV-ARI

e CPIIL.
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- Umidade relativa (UR): Com valor de 67,7%, a UR influenciou positivamente as
predi¢des em todos os modelos. Esse resultado esta alinhado ao conhecimento
consolidado de que a carbonatagdo tende a evoluir mais rapidamente na faixa de
50% a 70% de umidade relativa.

- Tempo (t): O periodo de exposi¢ao de 55 anos esta acima da média do tempo
definido dentro da base de dados (0 a 100 anos). Tal valor influenciou
positivamente as predi¢des em todos os modelos, com um impacto significativo
na predicao final.

- Condicdes de exposi¢ao: O ambiente analisado corresponde a um ambiente
externo protegido da chuva (AEP). Embora possua boa circulagdo de ar, ndo esta
sujeita a ciclos de umedecimento e secagem. Com isso, dentre as trés categorias
de exposicdo, possui valores intermediarios para a penetracao do CO;. Com isso,
as condi¢des de exposi¢do apresentaram valores que contribuiram positivamente
para a profundidade final de carbonatagdo, entretanto, com magnitude baixa,
sendo um dos atributos de menos influéncia.

- Concentragao de CO: (CCO2): A CCO?2 foi o atributo menos influente e teve
impacto negativo nas predi¢cdes em todos os modelos. Esse comportamento pode
ser atribuido a sua concentragao relativamente alta (0,11%).

A andlise deste cenario, caracterizado por uma profundidade de carbonatagdo
moderada, reforga o papel dominante da qualidade do material utilizado na profundidade
de carbonatacdo, sendo o fc e o tipo de cimento atributos que apresentaram grande
magnitude nos valores de SHAP. Além disso, as diferencas na forma como RF, SVR e
ANN interpretam o atributo tipo de cimento evidenciam abordagens distintas de
modelagem quanto as contribui¢des pozolanicas. Os graficos SHAP Waterfall oferecem
uma decomposi¢ao clara e detalhada das contribui¢cdes dos atributos, destacando sua
influéncia combinada nas predi¢des finais. Essa analise demonstra a eficdcia da técnica
SHAP na interpretagdo de predi¢des individuais e apresenta como os modelo de AM
chegam a predicdo da profundidade de carbonatacdo sob condigdes de exposi¢ao

moderadas.

4.2.33. Cenario 3 — Elevada profundidade de carbonatacao

A Figura 35 apresenta os graficos SHAP Waterfall para o Cenério 3 (ec > 30 mm),
indicando profundidades de carbonatagdo preditas variando aproximadamente entre 31

mm e 36 mm. Os modelos ANN e SVR forneceram estimativas mais conservadoras (e. =
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31,659 mm e ec = 32,370 mm, respectivamente), enquanto a RF apresentou o maior valor
(ec=35,274 mm). Em relagdo a importancia dos atributos, a resisténcia a compressao (fc)
foi o fator mais influente nos trés modelos, seguido pelas condi¢des de exposig¢do. O
tempo (t) e a concentracao de CO: (CCO2) foram os atributos que apresentaram menor
impacto na predi¢ao para os trés modelos. O tempo (t) teve um papel inverso em seu
impacto nos modelos, sendo seu valor de SHAP positivo para o RF e negativo para SVR
e ANN. Tal fator ¢ um dos motivos para que a predi¢ao final do RF fosse superior aos

demais modelos.

Figura 35 — Gréficos de SHAP Waterfall para predig¢ao elevada da profundidade de
carbonatacdo: (a) RF, (b) ANN ¢ (c) SVR.
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Fonte: Autor (2025).
Uma avaliagdo aprofundada do impacto de cada atributo nas predigdes ¢
apresentada a seguir:

- Resisténcia a compressao (fc): Como fator mais influente, a fc teve forte impacto
nas predi¢des da profundidade de carbonatagdo em todos os modelos. Com valor
de 25,0 MPa, estd entre os mais baixos do conjunto de dados e ¢ comumente
encontrado em estruturas de concreto armado convencionais. Resisténcias mais
baixas aumentam a porosidade, facilitando a entrada de CO: e acelerando a
carbonatacdo, o que resulta em contribuigdo positiva significativa para as
predicdes finais.

- Condigdes de exposicao: Como segundo fator mais influente nos modelos para o
cenario, o ambiente interno protegido (AIP) da chuva ¢ a condi¢do de exposi¢ao
com maior avanco da frente de carbonatacdo. Isso ocorre, pois, esses ambientes
possuem menor circulagdo de ar, e o concreto ndo estd sujeito aos ciclos de
molhagem e secagem que retardam o processo do avango da frente de
carbonatacgdo, sendo assim, o impacto desse atributo sera positivo.

- Umidade relativa (UR): Com valor de 44,8%, a UR influenciou positivamente as
predi¢des nos trés modelos, com impacto intermediario. Esse resultado esta
alinhado ao conhecimento técnico estabelecido, que indica que a carbonatagao
avan¢a mais rapidamente dentro da faixa de 50% a 70%, ndo se enquadrando
nesse cenario.

- Tipo de cimento: O cimento CPII E, possui teor de adi¢ao intermediario. Devido
a sua reserva alcalina intermedidria, o tipo de cimento para esse cenario

apresentou efeito negativo na predicdo e de baixa magnitude.
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- Tempo (t): Para esse atributo, foi observada divergéncia significativa entre o
modelo RF e os demais. Apesar da baixa magnitude de valor de SHAP, no RF seu
impacto foi positivo (+0,49) e para ANN e SVR seu impacto foi negativo (-0,42
€ -0,26). O tempo de 43 anos € um dos valores intermediarios da base de dados (0
a 100 anos), sendo esperada a baixa magnitude desse atributo no valor da predi¢ao
final.

- Concentragdo de CO: (CCO2): Esse atributo apresentou a menor influéncia entre
todos os modelos, com contribuigdes praticamente despreziveis. Todos os
modelos apresentaram impactos levemente negativos, reduzindo marginalmente
a profundidade de carbonatacdo predita, o RF indicou um efeito praticamente
neutro. Considerando o valor relativamente baixo da concentracao de CO:2 neste
cenario (0,13%), o impacto minimo esta de acordo com as expectativas e confirma
sua relevancia limitada na predi¢ao da carbonatagao.

A andlise demonstra que a resisténcia a compressdo (fc) e as condi¢des de
exposi¢ao foram os principais atributos determinantes das predi¢des de profundidade de
carbonatagdo para o cenario, apresentando consistentemente os maiores valores SHAP
nos trés modelos de AM. A umidade relativa também contribui positivamente, em
conformidade com os mecanismos conhecidos de carbonatagdo. No entanto, o tempo
revelou diferengas metodoldgicas significativas, com o RF atribuindo impacto positivo e
os demais modelos negativos. Em contraste, a concentragdo de CO: mostrou-se
consistentemente pouco influente entre os modelos, confirmando seu papel secundario
neste cendrio. Essas conclusdes evidenciam como diferentes métodos AM interpretam
atributos quantitativos e qualitativos de maneiras distintas, reforcando o valor das analises
com SHAP para explicar o comportamento dos modelos e aprimorar a compreensao das
predi¢des de profundidade de carbonatacao em estruturas de concreto armado.

Dessa forma, os trés cenarios analisados permitiram demonstrar como os modelos
de AM interpretam diferentes combinagdes de atributos na predi¢cao da profundidade de
carbonatacgdo. A utilizacao da técnica SHAP Waterfall possibilitou a decomposi¢ao das
predi¢des em contribuigdes individuais, permitindo avaliar a influéncia relativa de cada
atributo em diferentes condi¢des de exposi¢cdo e materiais. As variagdes observadas entre
os modelos RF, SVR e ANN destacam a importancia de considerar, além das métricas de
desempenho, a forma como os algoritmos processam os dados e atribuem relevancia aos
atributos de entrada. A identificagdo dos fatores predominantes em cada situagao favorece

uma analise mais criteriosa do comportamento da carbonatagdo, contribuindo para
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decisdes de projeto alinhadas as caracteristicas do concreto e ao ambiente de exposi¢ao.
Na secdo seguinte, apresenta-se o WebApp desenvolvido, que integra os modelos
preditivos e os recursos de explicabilidade, com foco na aplicagdo pratica em engenharia

de estruturas de concreto armado.

4.3. Resultados experimentais e validacao dos modelos

Conforme apresentado na Tabela 8, todas as misturas mantiveram constantes os
teores de cimento e agregados, enquanto o teor de agua foi progressivamente reduzido de
Cl para C3, resultando em relacdes agua/cimento (a/c) de 0,53, 0,48 e 045,
respectivamente. Essa reducdo impactou diretamente a microestrutura da matriz
cimenticia, como evidenciado pelos resultados apresentados na Tabela 13, que resume a
resisténcia a compressao (fc), a absorcao de dgua (AA) e a porosidade (P) aos 28 dias e
apo6s dois anos de cura ao ar.

Tabela 13 — Resultados experimentais para resisténcia a compressao (fc), absorcao de
agua (AA) e porosidade (P).

Mistura f. (MPa) AA (%) P (%)

28 dias 2 anos 28 dias 2 anos 28 dias 2 anos
Cl 30,69+ 1,25 31,92+1,19(3,75+£0,23 3,67+0,20|7,84+0,39 7,70 £ 0,41
C2 33,11 £1,18 36,05+1,08|3,51+0,24 3,41+0,26|7,41+0,27 7,17+0,29
C3 36,42 +2,28 38,17+1,64|3,42+0,19 3,33+0,19|7,08+0,40 6,88 +0,32

Fonte: Autor (2025).

Como era esperado, a resisténcia a compressao (fc) aumentou com a diminuigao
da relagdo agua/cimento (a/c). Dos 28 dias para os dois anos, os ganhos foram de
aproximadamente 4%, 9% e 5% para as misturas C1, C2 e C3, respectivamente. Essas
melhorias sdo atribuidas a hidratagcao continua dos compostos do cimento (notadamente
C3S e C2S), mesmo sob cura ao ar, resultando em uma microestrutura mais densa e
melhor desempenho mecanico (Tang et al., 2024; Xi et al., 2024b). O ganho mais
acentuado foi observado para a mistura C2, enquanto a mistura C3 manteve a maior
resisténcia global devido a sua menor relagdo a/c inicial.

Tanto a absor¢do de agua (AA) quanto a porosidade (P) apresentaram leves
reducdes ao longo do tempo. A absorcao de d4gua diminuiu aproximadamente 2,1%, 2,8%
e 2,6%, enquanto a P reduziu cerca de 1,8%, 3,2% e 2,8% para as misturas C1, C2 e C3,
respectivamente. Essas tendéncias refletem a densificagdo continua da matriz devido a
hidratacao tardia, especialmente nas misturas com menores relagdes a/c, o que levou a

reducdo da porosidade capilar e a melhoria da compacidade do material.
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Além disso, os desvios padrao relativamente baixos observados para todos os
parametros medidos indicam que os corpos de prova foram corretamente moldados,
adensados e curados, garantindo consisténcia entre as réplicas e aumentando a
confiabilidade dos resultados.

A porosidade do concreto ¢ um fator determinante na resisténcia a carbonatagao,
pois influencia diretamente a facilidade com que o CO: penetra na matriz cimenticia.
Estudos demonstram que a redugdo da porosidade ao longo do tempo, principalmente
devido a formacao de carbonato de calcio durante a carbonatacao, pode limitar o ingresso
de CO:s: e, assim, melhorar a resisténcia a carbonatagao (Kim et al., 2020; Shah e Bishnoi,
2021). Essa relagdo pode ser observada na Figura 36, que compara a profundidade de
carbonatacdo (e.) medida experimentalmente ap6s dois anos de exposi¢ao natural com as
predi¢des obtidas por meio da equagdo de Possan e das trés técnicas de aprendizado de
maquina (SVR, ANN e RF). Os valores experimentais de ec apos dois anos foram de 4,43
mm para C1, 3,42 mm para C2 e 3,26 mm para C3, confirmando o efeito benéfico das
menores relagdes a/c na resisténcia a carbonatacdo, devido a reducao da conectividade
dos poros em concretos mais densos, o que dificulta a difusdao do COx.

Figura 36 — Resultados da carbonatagcdo dos experimentos, equagdo de Possan e
Modelos de AM por corpo de prova.
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Fonte: Autor (2025).
As predigdes obtidas tanto pelo modelo tedrico quanto pelas abordagens baseadas
em AM seguiram a mesma tendéncia de reducdo da profundidade de carbonatagdo (ec)
com a diminui¢ao da relagdo agua/cimento (a/c). Para a mistura C1, os valores preditos

variaram de 3,46 mm (RF) a 4,27 mm (SVR), enquanto para a mistura C2, os valores

oscilaram entre 2,69 mm (RF) e 3,39 mm (ANN). J4 para a mistura C3, que apresentou o
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melhor desempenho mecanico e os menores valores de porosidade (P) e absorcao de dgua
(AA), as predi¢cdes foram ainda mais conservadoras, variando de 2,33 mm (RF) a 2,71
mm (Possan), ao passo que a profundidade de carbonata¢do medida experimentalmente
foi de 3,26 mm. Apesar das pequenas subestimagdes, todos os métodos de predi¢ao
apresentaram boa precisdo, situando-se dentro dos limites da incerteza experimental,
conforme evidenciado pelas barras de desvio padrdo apresentadas na Figura 36. Esse
resultado indica que tanto o modelo analitico quanto os métodos baseados em dados
conseguiram captar a influéncia das propriedades microestruturais no desempenho frente
a carbonatacao.

A hipétese de conectividade dos poros pode explicar a subestimagdo sistematica
da profundidade de carbonatacdo em C3 por todos os modelos, especialmente os baseados
em AM. Embora a mistura C3 tenha apresentado os menores valores de AA e P —
normalmente associados a reducdo das propriedades de transporte — sua rede capilar
pode ter permanecido suficientemente interconectada para permitir o ingresso de CO2
durante o periodo de exposicdo de dois anos. Essa observacdo destaca que baixa
porosidade total ndo implica, necessariamente, em baixa permeabilidade, sobretudo
quando os poros residuais permanecem bem conectados, conforme relatado na literatura
(Reis et al., 2024; Reis et al., 2025). Dessa forma, modelos baseados exclusivamente em
indicadores volumétricos podem subestimar a carbonatagdo em concretos densos caso
aspectos como continuidade e conectividade dos poros nao sejam devidamente
considerados.

Além disso, o processo de carbonatacdo pode alterar a distribuicdo e o tamanho
dos poros, as vezes aumentando a porosidade capilar, especialmente em concretos com
adicdes minerais como escoéria e cinza volante, o que pode comprometer a durabilidade a
longo prazo (Wu e Ye, 2017; Shen et al., 2016; Ngala e Page, 1997). A relagdo entre
porosidade e resisténcia a carbonatagdo ¢, por natureza, ndo linear: embora a redugdo da
porosidade total tenda a melhorar a resisténcia, alteragdes na microestrutura dos poros,
como o aumento de poros maiores ou mais continuos, podem facilitar a difusdo do CO-
(Kim et al., 2020; Shi et al., 2024; Ding et al., 2022). Além disso, parametros como a
tortuosidade dos poros e o teor de cimento também desempenham papéis importantes e
podem, em alguns casos, exercer influéncia mais decisiva do que a porosidade total
isoladamente (Shah e Bishnoi, 2021; Shah et al., 2022). Em concretos reciclados, por
exemplo, o aumento da porosidade decorrente de multiplos ciclos de reciclagem e da

exposicao a ions cloreto reduz significativamente a resisténcia a carbonatagao (Chen et
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al., 2020). Assim, o controle da porosidade e das caracteristicas microestruturais ¢
essencial para melhorar a durabilidade do concreto frente a exposi¢do a carbonatagdo
(Bretti et al., 2022).

Também ¢ importante destacar que as medigdes experimentais foram realizadas
apos apenas dois anos de exposi¢ao em ambiente interno protegido (AIP), sem influéncia
de chuva. Embora esse periodo possa ser considerado curto para o desenvolvimento
significativo da carbonatagdo — especialmente em condigdes de exposicdo pouco
agressivas — foi suficiente para revelar tendéncias consistentes entre as diferentes
misturas e avaliar o desempenho relativo dos métodos preditivos em idades iniciais.
Nesse contexto, o0 modelo SVR se destacou por fornecer as estimativas mais proximas
dos resultados experimentais para as misturas C1 e C2, sugerindo boa adaptabilidade a
dados de carbonatacdo de curto prazo. Ainda assim, reconhecendo-se as limitagdes
inerentes a estudos experimentais de curta duragdo, especialmente quanto a evolucao da
carbonatac¢do ao longo do tempo, a presente se¢do buscou compensar essas restri¢des por
meio de aplicagdes praticas mais amplas, desenvolvendo um WebApp, conforme

detalhado na proxima segao.

4.4. Apresentacio do WebApp carbuAl para predicio e explicabilidade da

profundidade de carbonatacio

O WebApp carbuAl, desenvolvido como produto desta tese, oferece uma interface
intuitiva e funcional para a predicdo da profundidade de carbonatacdo com base em

modelos de AM. Ao acessar o endereco https://carbuai.pythonanywhere.com, o usuario

encontra um ambiente que permite:

- Realizar predi¢cdes com a insercdo de dados dentro da faixa estabelecida
na base, conforme apresentado na Tabela 4;

- Visualizar e realizar o download da base de dados com os atributos
utilizados, para replicar em pesquisas futuras;

- Visualizar o resultado do modelo desejado para realizar a predigdo (RF,
SVR ou ANN), e compara-lo com a predig¢ao obtida por Possan (2010);

- Visualizar o valor da predi¢ao da profundidade de carbonatagdo para cada
linha da base de dados;

- Acessar os graficos de explicabilidade (valores SHAP), que indicam a

contribuicdo relativa de cada atributo para o resultado predito (Waterfall),
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além da analise global do impacto dos atributos (Beeswarm) de cada
modelo.

A Figura 37 ilustra a interface do WebApp, destacando a se¢do onde o usudrio
realiza a inferéncia dos atributos para fazer predi¢des praticas, além da exibi¢do dos
graficos SHAP Beeswarm para cada modelo. E possivel observar que o WebApp oferece
uma breve explica¢ao sobre o SHAP Waterfall e o SHAP Beeswarm.

Figura 37 — Apresentacdo da interface do WebApp para inser¢ao dos atributos e SHAP
Beeswarm para explicabilidade global dos modelos.
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The SHAP Waterfall Plot provides a step-by-step explanation of how each attribute influences an individual prediction. The value E[f(x)], at the bottom of the plot,
represents the model's expected prediction for the entire dataset (i.e., the average prediction). Each value in the plot shows the increase or decrease in the
prediction, depending on the attribute's contribution, leading to the final prediction.
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In the SHAP Beeswarm plot, the attributes are ordered by importance (top to bottom). Each point represents a SHAP value for a specific attribute, with points
to the right of the vertical axis indicating positive contributions to the carbonation depth and to the left, negative contributions. The color gradient (red = high
values, blue = low values) shows how the magnitude of the attribute affects the model's output.
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Fonte: Autor (2025).

Apos solicitagdo da predi¢do, o WebApp ira processar os dados de entrada para
obter os resultados finais para aquele conjunto de atributos inseridos pelo usuario. Além
da predigdo, também serdo apresentados os graficos SHAP Waterfall para cada modelo,
com o objetivo de fornecer a explicagdo local para o conjunto de atributos inseridos pelo
usudrio. Conforme apresentado no canto superior direito da Figura 37, o usuario tera
acesso a toda a base de dados utilizado na pesquisa.

O site do WebApp carbuAl de predicdo apresentado, também funciona como
repositorio da pesquisa, reunindo a base de dados gerada, os artigos produzidos, os
algoritmos implementados e a documentacgdo técnica do projeto, além de apresentar os
integrantes da pesquisa. Essa abordagem amplia o impacto da pesquisa, permitindo sua
replicabilidade e aplicagdo por outros pesquisadores, profissionais da area e Orgdos

reguladores.
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4.5. Discussoes

A andlise dos resultados obtidos ao longo deste capitulo permitiu avaliar, de forma
estruturada, o desempenho dos modelos de AM aplicados a predi¢ao da profundidade de
carbonatagdo em estruturas de concreto armado. A avaliacdo quantitativa, conduzida por
meio das métricas R?, RMSE e MAE, indicou que os modelos SVR e ANN apresentaram
melhor desempenho preditivo global em comparacao ao modelo RF, com destaque para
a ANN, que obteve os menores erros médios e quadraticos. Os valores de R? superiores a
98% para SVR e ANN demonstraram elevada capacidade de ajuste aos dados da base, ao
passo que o RF, embora tenha apresentado desempenho satisfatorio, evidenciou
limitagdes em cendrios com variagdes continuas nos atributos.

O modelo SVR demonstrou forte capacidade para capturar variacdes lineares e
ndo lineares dos atributos, apresentando resultados confidveis. Esse desempenho pode ser
atribuido a capacidade inerente do modelo de equilibrar complexidade e tolerancia ao
erro, tornando-o eficaz em cenarios com variabilidade moderada. No entanto, conforme
observado na Figura 19, o modelo SVR apresentou menor acurécia para profundidades
de carbonatacgdo extremas (e > 80 mm), possivelmente devido a baixa densidade de dados
nessa faixa. Ainda assim, as normas técnicas (NBR 6118 (ABNT, 2023) e ACI 318-19)
especificam cobrimentos minimos de concreto geralmente entre 20 mm e 50 mm,
dependendo da agressividade ambiental. Portanto, a margem de erro observada para
profundidades além desses limites normativos ¢ menos critica para aplicagdes praticas. O
desempenho preditivo do SVR dentro desses intervalos tipicos € suficientemente robusto
para garantir avaliacdes de durabilidade e protecdao estrutural em condigdes reais de
exposicao.

O modelo ANN apresentou o maior valor de R? entre os modelos avaliados,
indicando elevada capacidade de ajuste aos dados. Contudo, devido a maior
complexidade estrutural de sua arquitetura, esse tipo de modelo pode apresentar maior
propensdo ao overfitting, especialmente em regides da base de dados com baixa
representatividade ou distribuicdo desequilibrada. Apesar dessa caracteristica, a ANN
demonstrou bom alinhamento com os padrdes esperados de carbonatagdo, sobretudo para
predicdes em faixas mais elevadas de profundidade.

Embora tenha obtido resultados razoaveis em termos de métricas globais, o
modelo RF demonstrou limitagcdes em capturar com precisao variagdes sutis dos atributos.

A estrutura em conjunto (ensemble) do RF, embora robusta contra overfitting, tende a
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simplificar excessivamente relacdes nao lineares, como observado nos cenarios de
concentragdo de CO: e umidade relativa. Melhorias poderiam incluir a hibridizacdo com
outros algoritmos ou ajustes nos hiperparametros.

A comparagao entre os modelos com a equacao de Possan (2010) em diferentes
cenarios também evidenciou o comportamento dos algoritmos frente a variagdes
sistematicas dos atributos de entrada. As andlises graficas reforcaram os achados
numéricos, destacando maior aderéncia das predi¢cdes dos modelos SVR e ANN a linha
de tendéncia ideal. O modelo RF, por outro lado, apresentou tendéncia a linearizacao e
maior dispersdo em regides criticas de predi¢do, indicando menor sensibilidade as
variagoes de determinados atributos. como resisténcia a compressiao, concentracao de
COz, umidade relativa e tipo de cimento.

Para além das métricas de desempenho, a aplicagdo da técnica SHAP permitiu
ampliar a analise ao incluir aspectos interpretativos dos modelos. Os graficos Beeswarm,
Dependence e Waterfall forneceram subsidios para avaliar a influéncia relativa de cada
atributo nas predi¢des, tanto de forma global quanto local. Foi possivel observar, por
exemplo, a forte influéncia da resisténcia a compressdao e do tempo de exposicdo nas
predi¢des dos trés modelos, bem como a forma como esses atributos interagem com os
demais. As diferencas de comportamento entre os modelos, como a variabilidade dos
valores SHAP, também foram identificadas, fornecendo evidéncias complementares ao
desempenho quantitativo.

Além disso, a utilizagdo do SHAP wviabiliza analises voltadas a pratica
profissional, ao indicar quais atributos poderiam ser otimizados em estruturas reais para
aumentar sua durabilidade frente a carbonatagdo. Essa abordagem oferece suporte a
decisdes mais informadas e eficientes, permitindo a identificagdo de intervengdes com
melhor relagdo entre custo e beneficio.

A utilizagdo de uma base de dados sintética gerada a partir da equacao de Possan
(2010) viabilizou a construcao de um conjunto de dados abrangente, com controle e ampla
cobertura da faixa de atributos. Essa abordagem contribuiu para a avaliacao sistematica
dos modelos de AM, eliminando possiveis vieses oriundos de bases experimentais
restritas ou com distribui¢ao nao aleatoria. Embora a utilizacdo de dados sintéticos nao
capture integralmente a variabilidade estocastica presente em condi¢des reais, seu uso €
apropriado em etapas exploratdrias e de treinamento, sobretudo quando validado por

modelos tedricos consolidados.
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Além disso, os modelos de aprendizado de maquina e a equacao de Possan foram
validados por meio de dados experimentais obtidos sob exposi¢do natural a carbonatacao.
Apesar do periodo de acompanhamento experimental ser relativamente curto, em razao
das limitagdes de tempo do projeto, os resultados obtidos apresentaram forte aderéncia as
predicdes fornecidas tanto pelos modelos de AM quanto pela equagdo analitica. Essa
convergéncia entre dados experimentais e predigdes refor¢a a confiabilidade dos modelos
desenvolvidos, evidenciando sua capacidade de capturar o comportamento do fendmeno
mesmo em condi¢des reais de exposicao.

A combinagao das analises quantitativas, graficas e interpretativas foi aplicada de
forma integrada no desenvolvimento do WebApp carbuAl, que reune os modelos
treinados e os recursos de explicabilidade. Esse aplicativo permite que usuarios definam
os atributos de entrada e obtenham, de forma rapida e visual, a predicao da profundidade
de carbonatacdo e a explicacdo dos fatores que mais contribuiram para o resultado. O
desenvolvimento do WebApp sintetiza as etapas anteriores do trabalho e representa uma
ferramenta de apoio a tomada de decisdo em engenharia, com base em dados e em

modelos interpretaveis.
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5. CONCLUSOES

Esta pesquisa teve como objetivo principal desenvolver, avaliar, validar e
interpretar modelos de AM aplicados a predicdo da profundidade de carbonatagdo em
estruturas de concreto armado, utilizando uma base de dados sintética ¢ técnicas de
explicabilidade (SHAP). As etapas do trabalho foram organizadas de modo a abranger,
de forma integrada, desde a geracao dos dados e a avaliacao de desempenho dos modelos
até o desenvolvimento de uma aplicagdo computacional voltada ao uso técnico.

A andlise dos resultados demonstrou que os modelos de ML empregados — RF,
SVR e ANN — apresentaram desempenhos distintos frente a tarefa de predigdo da
profundidade de carbonatagdo. A avaliacdo quantitativa, realizada por meio das métricas
R?, MAE e RMSE, indicou que os modelos SVR e ANN se destacaram, com valores de
R? superiores a 98%, refletindo alta capacidade de ajuste aos dados, especialmente nas
faixas de maior relevancia pratica (20 mm a 50 mm), conforme estabelecido pelas normas
técnicas (NBR 6118 e ACI 318-19). O SVR apresentou excelente equilibrio entre
precisdo e generalizacdo, sendo capaz de captar variagdes lineares e ndo lineares de forma
robusta. A ANN demonstrou o melhor desempenho preditivo, ainda que sua maior
complexidade possa torna-la mais sensivel, exigindo maior cuidado com overfitting. O
modelo RF, embora eficaz na redugado de variancia, mostrou limitagdes na modelagem de
relagdes mais complexas entre os atributos, especialmente em cenarios com variabilidade
continua.

Além da andlise de desempenho, o comportamento dos modelos foi examinado
graficamente em cendrios com variacdes sistematicas de atributos, como resisténcia a
compressao, tempo de exposi¢do, umidade relativa, tipo de cimento, concentracdo de CO2
e condi¢des de exposi¢cdo. As predicdes dos modelos SVR e ANN acompanharam de
forma mais fiel a equagdo de Possan (2010), utilizada como referéncia. O RF apresentou
tendéncia a linearizagdo, com maior dispersdao em atributos como umidade e resisténcia
a compressao, evidenciando menor sensibilidade em contextos de alta variabilidade.

A aplicagdo da técnica SHAP permitiu expandir a analise dos modelos ao campo
da interpretabilidade, tradicionalmente limitado em abordagens baseadas em AM. Por
meio dos graficos Beeswarm, Dependence € Waterfall, foi possivel identificar os atributos
com maior impacto nas predicdes, compreender suas interagdes e avaliar diferengas
metodoldgicas entre os modelos. A resisténcia a compressdo € o tempo de exposi¢ao

emergiram como os fatores mais influentes em todos os casos, enquanto atributos como
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concentracdo de CO: e tipo de cimento apresentaram menor relevancia no conjunto de
dados analisado. As andlises com SHAP contribuiram ndo apenas para validar os
modelos, mas também para apoiar decisdes técnicas sobre o desempenho esperado de
estruturas submetidas a diferentes condi¢cdes ambientais ¢ materiais.

A utiliza¢ao de uma base de dados sintética a partir da equacao de Possan (2010)
representou uma das principais contribui¢des metodologicas deste estudo. Essa
abordagem possibilitou a criagdo de um conjunto amplo, balanceado e controlado de
dados, livre de limitagdes tipicas das bases experimentais, como baixa variabilidade,
ruido ndo controlado e distribui¢do nao aleatdria, possibilitando a avaliacdo da
performance dos modelos de AM na predi¢do da profundidade de carbonatagdo. Embora
os dados sintéticos ndo representem integralmente a variabilidade estocéstica de
exposi¢des naturais, seu uso ¢ eficaz em etapas exploratorias, de treinamento e de
valida¢ao inicial dos modelos. A adocao de bases sintéticas bem calibradas oferece uma
alternativa viavel e replicavel em pesquisas que lidam com fendmenos de longa duragao
e dificil observagdo experimental, como a carbonatagao.

Como contribuicao pratica, a metodologia proposta foi consolidada na forma do

WebApp carbAI (https://carbuai.pythonanywhere.com), desenvolvido para disponibilizar

os modelos treinados e os recursos de explicabilidade de forma acessivel a engenheiros,
pesquisadores e estudantes. O sistema permite que o usuario defina os atributos de entrada
— como resisténcia do concreto, umidade relativa, tipo de cimento, entre outros — e
obtenha, em tempo real, a predi¢cao da profundidade de carbonatacdo, acompanhada da
explicagdo grafica dos fatores que mais influenciaram o resultado. Dessa forma, o
carbuAl se apresenta como um recurso inovador para a engenharia de estruturas, ao
traduzir a complexidade dos modelos preditivos em uma interface intuitiva, que auxilia
na sele¢do de estratégias mais eficazes para aumentar a durabilidade do concreto frente a
carbonatagdo, contribuindo para que engenheiros obtenham melhor custo-beneficio em
suas decisdes.

O desenvolvimento do carbuAl foi estruturado em cinco etapas principais: (1)
concepcao da base sintética; (i) treinamento e validacao dos modelos; (ii1) aplicacdo do
SHAP para analise de interpretabilidade; (iv) integracdo dos modelos em ambiente
computacional interativo; e (v) disponibilizacdo publica da ferramenta. Esta aplicagdo
reforca o carater aplicado da pesquisa e favorece a transferéncia de conhecimento para a

pratica profissional.

119



A metodologia desenvolvida demonstra versatilidade e pode ser adaptada para
outros fendmenos de deterioracdo em materiais de constru¢ao, como ataque de cloretos,
ataque por sulfatos, reacdes alcali-agregado e danos por ciclos de gelo e degelo. A
abordagem baseada em dados sintéticos e interpretabilidade dos modelos oferece uma
estrutura replicavel, tanto para fins académicos quanto para aplicagdes técnicas,
promovendo maior transparéncia e eficiéncia nos estudos de durabilidade.

Como limitacdo, destaca-se a auséncia de validagdo direta com dados
experimentais de exposicao natural em longo prazo. Ainda que os modelos apresentem
bom alinhamento com a equacgdo tedrica utilizada na geragdo da base sintética,
recomenda-se que estudos futuros integrem dados reais para aumentar a capacidade de
generalizacdo dos modelos. Também se sugere a exploracdao de arquiteturas hibridas e
estratégias de transfer learning, a fim de aplicar modelos treinados com dados sintéticos
em bases experimentais, ampliando sua aplicabilidade pratica.

Nesse contexto, o programa experimental de curto prazo desenvolvido neste
estudo foi essencial para validar o desempenho preditivo dos modelos de aprendizado de
maquina e da abordagem analitica adotada. Apesar do periodo limitado de exposigao —
dois anos sob condi¢des naturais protegidas da chuva —, os resultados experimentais
revelaram tendéncias consistentes no comportamento da carbonatagdo entre os concretos
testados, evidenciando, em especial, o efeito benéfico das menores relagdes a/c na
resisténcia a carbonatacdo. A concordancia entre os valores de profundidade de
carbonatagdo preditos e medidos demonstra que os modelos, em especial o SVR,
forneceram estimativas precisas em condi¢des de curto prazo. Esses achados refor¢am a
confiabilidade dos modelos propostos para aplicagdes em idades iniciais e evidenciam o
valor da validagao experimental de curto prazo como base sélida para futuras modelagens
preditivas em horizontes mais longos.

A presente pesquisa conta com um artigo ja publicado (Couto et al., 2025), dois
registros de softwares devidamente depositados e trés artigos em fase de submissao, os
quais refor¢am sua originalidade, relevancia cientifica e contribuigdo pratica. Além disso,
avanga no uso do AM na engenharia civil ao integrar desempenho preditivo,
interpretabilidade e aplicabilidade. A combinacao entre base de dados sintética, modelos
explicaveis e uma ferramenta interativa de uso livre contribui para consolidar o uso de
solucdes baseadas em dados no planejamento, diagndstico e manutengao de estruturas de

concreto armado.
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5.1. Sugestdes para trabalhos futuros

Embora esta pesquisa tenha alcancado resultados relevantes na predigdo e
interpretabilidade da profundidade de carbonata¢ao em estruturas de concreto armado por
meio de AM e dados sintéticos, algumas direcdes podem ser exploradas em estudos
futuros, visando a ampliagdo do escopo, a validacdo empirica e a generalizacdo dos
modelos desenvolvidos. Dentre as principais recomendagdes, destacam-se:

- Desenvolver bases de dados hibridas, integrando dados sintéticos com resultados
de ensaios experimentais, acelerados e naturais, para validar e aumentar a robustez
dos modelos em condig¢des reais.

- Aplicar a metodologia a modelagem de processos intervenientes na durabilidade
das estruturas de concreto armado, como ataque de cloretos, ataque por sulfatos,
reacdes alcali-agregado, entre outros.

- Explorar outras técnicas de AM e combinagdes entre diferentes modelos (ex.: RF,
ANN, SVR) para melhorar desempenho preditivo e equilibrio entre acuracia e
interpretabilidade.

- Aplicar técnicas de transfer learning para adaptar modelos treinados com dados
sintéticos a bases experimentais reais, permitindo sua utilizacdo em contextos
praticos com disponibilidade limitada de dados.

- Testar o WebApp carbuAl com usuarios técnicos e académicos, avaliando sua
usabilidade, aplicabilidade e potencial de expansao para outros fenomenos.

- Avaliar equagoes alternativas para a geracdo de dados sintéticos, como o modelo
de Ekolu (2018), a fim de comparar os impactos na performance dos algoritmos,
bem como empregar multiplos modelos matematicos para verificar a sensibilidade
dos modelos de aprendizado de maquina as diferentes formulacdes tedricas do
fenomeno da carbonatagao.

- Replicar a metodologia para outros problemas da engenharia civil, como
resisténcia de concretos alternativos, desempenho térmico de edificagdes,
capacidade de fundagdes e resposta estrutural dindmica, aproveitando a alta
adaptabilidade da metodologia empregada.

Essas direcdes apontam caminhos para a continuidade e ampliacao dos estudos
relacionados a engenharia civil e a durabilidade de estruturas em concreto armado por
meio de AM, promovendo a construcdo de ferramentas cada vez mais confiaveis,

interpretaveis e aplicaveis a realidade do setor da engenharia civil.
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