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Resumo

A energia edlica, uma fonte sustentavel e crescente na matriz energética brasileira, tem
ganhado destaque nos ultimos anos. Esse crescimento gera uma demanda crescente por
solugoes de manutengao preventiva e corretiva para os equipamentos responsaveis pela
geracao dessa energia. As turbinas edlicas, que consistem na sua grande maioria em siste-
mas mecanicos rotativos, podem gerar sons na faixa audivel (frequentemente fora da faixa
audivel humana) que podem ser analisados para a deteccao de falhas em seus componen-
tes. Esta dissertacao visa investigar uma técnica inovadora para a deteccao de falhas em
turbinas edlicas, utilizando a anélise actustica dos sons produzidos por seus mecanismos.
A abordagem proposta envolve o uso de redes neurais nao supervisionadas para identifi-
car padroes sonoros anomalos e a aplicagao de redes neurais especialistas para catalogar e
classificar essas falhas. Ao final, sao apresentados os resultados experimentais que demons-
tram a eficdcia da técnica proposta, suas limitacoes e o potencial de aplicagao em outros
setores industriais. Através do monitoramento de cinco aerogeradores, foram separadas

duas falhas com precisao entre 98 e 99% de acurdcia na sua classificacao.

Palavras-chave: Ruido Audivel, Energia Edlica, Inteligéncia Artificial.



Abstract

Wind energy, a sustainable and increasingly prominent source in Brazil’s energy matrix,
has gained significant attention in recent years. This growth has led to a rising demand
for preventive and corrective maintenance solutions for the equipment involved in its gen-
eration. Wind turbines, composed of rotating mechanical systems, can produce audible
sounds (often atypical) that may be analyzed for fault detection in their components. This
dissertation explores an innovative technique for fault detection in wind turbines based on
the acoustic analysis of sounds emitted by their mechanical assemblies. The proposed ap-
proach employs unsupervised neural networks to identify anomalous sound patterns and
expert neural networks to catalog and classify the detected faults. Finally, experimental
results are presented to demonstrate the effectiveness of the proposed method, its limita-
tions, and its potential for application in other industrial sectors. Through the monitoring
of five wind turbines, two faults were accurately classified with an accuracy ranging from
98 to 99%.

Keywords: Audible Noise, Wind Power, Artificial Intelligence.
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1 Introduwcao

A energia elica tem se consolidado como uma tendéncia crescente em todo o
mundo, impulsionada principalmente por ser uma fonte limpa e sustenavel. Um dos seus
principais atrativose a baixa emissao de poluentes, p que a geracao de eletricidade por
meio dos ventos nao envolve a queima de combustveis bsseis, evitando assim a liberacao
de gases nocivosa atmosfera, como o doxido de carbono (€O

Abm disso, trata-se de uma fonte de energia considerada inesgotavel, ao depen-
der de um recurso natural amplamente disponvel: o vento. Essa disponibilidade contnua
torna a energia elica uma alternativa vavel e estratgica para diversi car a matriz ener-
cetica e reduzir a dependéncia de fontes nao renowaveis, como o petoleo e o carvao
mineral.

Dessa forma, a adocao da energia eolica representa um passo importante no com-
bate as mudarcas climaticas, podendo contribuir signi cativamente para a redwcao dos
gases de efeito estufa na atmosfera. Ao investir nesse tipo de tecnologia, os pases nao
somente promovem a preservacao ambiental, mas tamkem incentivam o desenvolvimento
de solucees energeticas mais e cientes e de longo prazo.

Dados recentes do Global Wind Energy Council (GWEC) de 2025 refolcam essa
tendéncia, indicando a instalacao de 109 GW de nova capacidade onshore e 8 GW o shore
apenas noultimo ano. Com isso, a capacidade acumulada mundial alcarcou 1.136 GW,
distribuda por todos os continentes, com a participacao de 55 pases na expansao do
setor. Esse avarcoe re exo de um movimento global em direcao a fontes de energia mais
limpas e sustentveis, alinhado aos compromissos internacionais de reduwcao das emissoees
de carbono ea transcao energetica.

Um dos principais impulsionadores desse crescimentoe a China, que se destaca
como Ider mundial na expansao da energia eolica. O pas asatico tem a projecao de
adicionar aproximadamente 458 gigawatts (GW) de nova capacidade instalada no setor
elico entre os anos de 2021 e 2030 (Wood Mackenzie, 2021). Esse rumero expressivo
representa qguase metade da expansao global prevista para o perodo, assim como evidencia
0 papel estrakgico da China na consolidacao da energia elica como pilar fundamental
da matriz energetica mundial.

Esse cerario de crescimento reforca nao apenas a viabilidade ecnica e econdmica
da energia slica, mas tamtem sua relevancia como instrumento de poltica ambiental e
de desenvolvimento sustentivel, promovendo segurarca energetica e contribuindo direta-
mente para 0s objetivos globais de combateas mudarcas clinaticas.
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Em dados mais recentes do ano de 2024, o Brasil alcarcou a quinta poscao
no Ranking de Capacidade Total Instalada de Energia Eolica Onshore chegando a uma
capacidade total instalada de 33,7 GW atas de China, EUA, Alemanha kdia, respec-
tivamente (ABEBolica, 2025). Estes dados re etem o crescimento e importancia do pas
no cerario global de energias renowaveis e, especi camente, elica, o0 que demanda cada
vez mais solucoees focadas na inovecao em supervisao e manutercao de seus componentes:

Figura 1.1 { Capacidade total instalada onshore. Adaptado de GWEC 2024.

Esta forma de geracao de energia ocupa a segunda poscao na matriz energetica
nacional com cerca de 13,2% da oferta interna, atas somente da geracao hidrektrica
(58,9%), como apresentado em dados na Figura 1.2 referente ao ano de 2023 (Ministrio
de Minas e Energia (MME), 2024). Recentemente, no mesmo ano de 2024, o Brasil se
tornou o terceiro pas no mundo que mais atraiu investimentos em energias renowaveis
(incluindo a energia elica) segundo dados do relabrio Energy Transition Investment
Trends 2024, publicado pela BloombergNEF (BNEF), somando-se mais de US$25 bilhees
(Valor Econébmico, 2024):
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Figura 1.2 { Oferta interna de eletricidade do Brasil. Adaptado de MME 2024.

O investimento em energia eolica vai abm da construcao de parques elicos e da
infraestrutura necessaria para a geracao e distribucao de energia. Ele tamtem engloba
aportes signi cativos em tecnologia e inovecao, com 0 objetivo de aprimorar continua-
mente os sistemas utilizados, aumentar a e ciéncia dos aerogeradores e garantir a dura-
bilidade e a preservacao das estruturas envolvidas. Dentre esses aportes, destacam-se 0s
sistemas de supervisao remota, aos quais o presente trabalho se dedica.

O sistema eolico de geracao de energiae composto por grandes estruturas co-
nhecidas por aerogeradores que, atrawes da energia ciretica gerada pela corrente de ar,
rotaciona as gigantes pas acopladas a um rotor atrelado a um mecanismo multiplicador
de velocidade at chegar no gerador que converte a rotacao entregue em energia ektrica.
Estes equipamentos cam alocados em uma estrutura conhecida como nacelle, a quale
a estrutura mais pesada de um aerogerador e funciona como uma estacao de manuten-
cao e operacao do aerogerador onde se realizam as devidas correcees, quando necessrio
(Windbox, 2020). A Figura 1.3 apresenta as partes constituintes do aerogerador:
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Figura 1.3 { Estrutura de um aerogerador e suas partes constituintes (Windbox, 2020).

1.1 Motivacao e De ncao do Problema

A eénfase em manutercao preditiva surge do fato de que, se uma tendéncia de
anomalia naoe detectada previamente, esta pode encadear em uma sequéncia de outras
falhas que podem prejudicar outros componentes do mecanismo. Estes, por sua vez, podem
at mesmo levar a uma pane no equipamento, ocasionando um maior tempo de parada e,
consequentemente, em custos operacionais e desabastecimento de energia.

Segundo relabrio emitido pela empresa Elera Renowaveis (2024), observou-se
uma tendéncia de queda no fator de disponibilidade das plantas eolicas ao longo dos
ultimos trés anos. Essa redwcao, evidenciada na Tabela 1.1, pode estar associada a diversos
fatores, como 0 aumento na frequéncia de falhas operacionais, manutercees corretivas nao
programadas ou ae mesmo condcees climaticas adversas. Tal cerario acende um alerta
importante para a necessidade de estrakgias mais e cazes de manutercao preditiva e
monitoramento contnuo, a m de garantir maior con abilidade e e ciéncia na geracao de
energia elica:

Tabela 1.1 { Fator de disponibilidade nedio das plantas por fonte de energia e por regime
regulabrio (Elera Renowaveis, 2024).

Ano Hidrektrica Solar bolica  Total

2022 99,15% 98,66% 97,58% 98,65%
2023 99,27% 93,50% 97,35% 97,11%
2024 98,63% 93,36% 96,71% 96,49%

O tempo de parada pode acarretar prejuzos signi cativos para as empresas ad-
ministradoras dos parques eolicos. De acordo com dados apurados do ABBEolica por
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(Armando de Oliveira Lima, 2024), as elicas cearenses perderam R$ 104,5 milhees de-
vidoa interrupcao na geracao de energia durante o ano de 2024. Em termos de capacidade
de energia, este prejuzo representa 867,98 mil MWh a menos no Sistema Interligado Na-
cional (SIN). Para ns comparativos, o consumo de energia no Brasil em novembro de
2024 somou 47,79 mil MWh.

O acesso restrito a estes componentes tamteme uma tarefaardua na qual envolve
o deslocamento de trabalhadores para elevadas alturas, requerendo uma preparacao e
equipamentos especializados para a execuwcao das tarefas com segurarca e precisao (BU
et al., 2023). Desta forma, nota-se uma importancia de reduzir as regulares inspecees ao
topo dos aerogeradores e, consequentemente, a otimizacao dos processos de manutercao
com um diagrostico pevio preciso e, especialmente,a distancia.

Akem dos desa os operacionais e de manutercao,e importante considerar tamkem
0s impactos ambientais e sociais associados ao funcionamento dos aerogeradores. Even-
tualmente, estas maquinas podem emitir sons na faixa audvel humana, o que pode ser
perceptvel por moradores em torno do parque eolico e, em alguns casos, prejudiciala sua
saude com sintomas de insonia, por exemplo (MOORHOUSE et al., 2007; PEDERSEN;
WAYE, 2007).

O aumento do Nvel de Pressao Sonora (SPL) das turbinas eolicas eleva as chances
de percepcao em 30% e de incomodo em 10% pelo rudo (PEDERSEN; WAYE, 2007).
Esses efeitos sao mais intensos em areas rurais, especialmente em terrenos complexos
como colinas ou regiees rochosas, em comparacao comareas suburbanas e terrenos planos.
Aem disso, 0 incdOmodo esh relacionadoa visibilidade das turbinas (tanto objetiva quanto
subjetiva) e se associa a piora na qualidade do sono e a emaocoees negativas.

Ainda neste contexto, sabe-se que sons incomuns tamkem sao perceptveis pe-
los poprios operadores que estao presentes localmente. Alguns destes sons nao sao in-
terpretados pelos sensores de vibracao, frequentemente utilizados na supervisao desses
equipamentos (WU et al., 2019).

A automecao industrial exerce um papel essencial na supervisao de parques eli-
COos, seja por meio de sistemas tradicionais, como o Supervisory Control and Data Acqui-
sition (SCADA), seja por meio de ecnicas baseadas em Inteligéncia Arti cial (IA), foco
do presente trabalho. No contexto da IA, destaca-se o aprendizado de maquina (Machine
Learning), um ramo da computacao em que o desempenho de um programae aprimorado
a partir do seu poprio processo de aprendizagem. Nesse contexto, os algoritmos de apren-
dizado de maquina sao capazes de identi car padrees nos dados e, a partir deles, realizar
previsees sobre a geracao de energia e as condcees operacionais dos equipamentos, sendo
esteultimo o foco do presente trabalho (ALI, 2023).
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1.2 Objetivos

Os rudos incomuns gerados pelos componentes sao frequentemente correlaciona-
dos com falhas e/ou potenciais falhas. Baseado nisto, tem-se um horizonte a ser explorado,
guee a deteccao de falhas atrawes da captura de sons oriundos das turbinas elicas e alertar
aos operadores quando uma anomalia ou sua iminéncia ocorra.

1.2.1 Objetivo Geral

O objetivo geral deste trabalhoe desenvolver um produto capaz de detectar ano-
malias em aerogeradores utilizando eletrbnica embarcada, periericos acessveis e arquite-
turas de redes neurais arti ciais. Dessa forma, a captura dos dadose realizada por meio
do som (com microfones) e, utilizando processamento de imagem, interpretam-se 0s es-
pectrogramas para a rede reconhecer padrees e, por meio de netricas, saiba distinguir
uma condcao desepvel de uma anomalia.

Essa abordagem baseada emaudio se justi ca por relatos de operadores sobre
a preserca de rudos incomuns durante a operacao dos aerogeradores. A partir dessa
percepcao patica, direcionou-se o foco do sistema para abranger a faixa audvel ao ser
humano, entre 0 e 20 kHz, que tamleme compatvel com os microfones disponveis no
mercado.

1.2.2 Objetivos Espec cos

Seguindo a de ncao do objetivo principal, este trabalho abordada os seguintes
objetivos espec cos:
1. Integracao com hardware dedicado para captura de sons;

2. Desenvolver um algoritmo de deteccao de anomalias em aerogeradores por meio do
som;

3. De ncao da anomalia via redes neurais arti ciais especialistas e algoritmos de clas-
Si cacao;

4. Estudo do comportamento do espectrograma para diferentes condcoees.
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1.3 Contribucees e Publicacees

Esta dissertacao de mestrado, desenvolvida com rigor académico e embasada em
pesquisa original, culminou na elaboracao de um artigo que, aps passar por um processo

de revisao por pares, foi publicado na revista MDPI Sensors no dia 28 de fevereiro de
2025:

" FERREIRA DA SILVA, M.; NUNES MASSON, J.E.; SANTOS, M.F.d.; RODRI-
GUES SILVA, W.; WLADIMIR MOLINA, I.; MARTINS, G.M.C. Audible Noise

Evaluation in Wind Turbines Through Arti cial Intelligence Techniques. MDPI -
Sensors, 2025, n° 5, p. 1492

Um segundo artigo em perbdico foi alcarcado, tendo como base o desenvolvi-
mento do hardware:

" MARTINS, G.M.C.; SANTOS, M.F.d.; SILVA, M.F.; NUNES MASSON, J.E.; SCHET-
TINO, V.B.; WLADIMIR MOLINA, I.; RODRIGUES SILVA, W.. Audible Noise-

Based Hardware System for Acoustic Monitoring in Wind Turbines. MDPI - Inven-
tions, 2025, n° 58,

O terceiro artigo, por sua vez, foi elaborado na fase inicial do projeto e apresen-
tado no dia 20 de maio de 2025 na conferéncia 26th International Carpathian Control
Conference (ICCC) que ocorreu em Stay Smokovec, na Eslowquia:

" RODRIGUES SILVA, W.; FERREIRA DA SILVA, M.; SANTOS, M.F.d.; NUNES
MASSON, J.E.; WLADIMIR MOLINA, I.; MARTINS, G.M.C. Preliminary Tests
on a System for Monitoring Audible Noise from Wind Turbines with Al. 26th In-

ternational Carpathian Control Conference (ICCC), Stay Smokovec, High Tatras,
Slovak Republic, 2025

1.4 Estrutura do Trabalho

Esta dissertacao esh organizada em cinco captulos, conforme segue:

" Captulo 2: Abordar o estado da arte e trabalhos relacionados com as tecnologias
utilizadas, assim como cada uma destes se relacionam com o presente trabalho;

L<https://www.mdpi.com/1424-8220/25/5/1492>
2<https:/lwww.mdpi.com/2411-5134/10/4/58>
S<https://ieeexplore.ieee.org/document/11022923>
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~ Captulo 3: Descreve a soluwcao proposta para a deteacao de anomalias nos aerogera-
dores, citando o dispositivo utilizado para a deteacao de sons e detalhando algoritmos
utilizados e o passo-a-passo para a estruturacao;

" Captulo 4: Apresenta os resultados dos testes funcionais aplicados em rudos simu-

lados, falhas conhecidas, construcao do detector de anomalias e rotulacao do tipo
de falha;

" Captulo 5: Apresenta a consolidacao dos resultados da dissertacao resumindo as
principais contribucees, assim como sugestees de trabalhos futuros.



2 Fundamentacao Teorica e Revis-ao Biblio-
gafcia

O presente captulo aborda as tecnologias pertinentes ao tema, bem como os
trabalhos correlatos. A Secao 2.1 apresenta a fundamentacao teorica trazendo os elementos
presentes nos atuais sistemas de gerenciamento e deteccaode anomalias nos sistemas em
geral. A Secao 2.2 exibe trabalhos relacionados com o tema, bem como sua aplicabilidade
para o presente trabalho.

2.1 Fundamentac-ao Teorica

A presente secao apresenta o estado da arte na deteacao de falhas em aerogerado-
res, abordando inicialmente, na Secao 2.1.1, as falhas mais recorrentes nessas naquinas.
Em seguida, na Secao 2.1.2 sao introduzidos os netodos tradicionais de detecao e as
ecnicas de aprendizado de maquina comumente aplicadasa deteacao de anomalias. Por
m, na Secao 2.1.3, o contexto e 0s desa 0s no reconhecimento de padrees atrawes do som.

2.1.1 Falhas em Maquinas

A caixa de engrenagens ou multiplicador de velocidades, abm de ser o compo-
nente mais importante na performance e e ciéncia na geracao de energia,e 0 componente
considerado o mais suscetvel a falhas, sendo responsavel por aproximadamente 20% do
tempo de parada dos aerogeradores, de acordo com estudos focados na geracao elica
sueca (RIBRANT; BERTLING, 2007). Segundo JOOSSE et al., falhas neste componente
sao responsaveis por 70% em pequena escala e 50% em grande escala do tempo de inati-
vidade das turbinas eolicas. Essa alta taxa de falhas se ca devidoa mesma estar sujeita
as condcees de cargas de ventos varaveis e impactos externos (HU; WANG; MA, 2023).
Os atuais sistemas de supervisao de aerogeradores e maguinas rotativas, no geral, contam
com sensores de vibracao e de emissao aastica para o monitoramento de falhas nesse
componente.

2.1.2 Aprendizado de Maguinas

O monitoramento online vem sendo cada vez mais implementado para a super-
visao de \arias nmaquinas, especialmente nos parques elicos que possuem uma distancia
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consideavel entre os aerogeradores. A deteaccao em tempo real aliadaa capacidade de
integracao dos sensores via SCADA possibilita 0 monitoramento remoto de todas as uni-
dades, eliminando a necessidade do operador estar presente na planta. Dessa forma, o
SCADA possibilita uma interface e um sistema de alerta para os operadores para cada
condcao espec ca capturada em campo (PANDIT et al., 2023).

Aliada aos sistemas superviorios modernos, a inteligéncia arti cial (I1A) surge
como uma ferramenta que pode se tornar indispensavel para a predcao de falhas, ofe-
recendo respostas mpidas, alta precisao e tempos de antecedéncia conaveis antes que
as falhas ocorram (GRANADOS et al., 2023; CHEN et al., 2021; WANG; XIE; WANG,
2023). Modelos de IA, especialmente de aprendizado de naquina, sao capazes de aprender
a detectar condcees anormais com base em padrees estatsticos presentes nos dados de
treinamento e melhorar continuamente com a experiéncia (XIAO; CHENG,; LI, 2021).

Nesse contexto, destaca-se umaarea de grande relevancia para a deteaao preven-
tiva de falhas: a aralise e o processamento de dados por meio do aprendizado de maquina.
Aplicada aos processos industriais, essa abordagem divide-se principalmente em netodos
de aprendizado nao supervisionado, voltadosa identi cacao de padrees e anomalias sem
ptulos pevios, e nmetodos supervisionados, que utilizam dados rotulados para treinar
modelos preditivos.

A seguir, sao descritos alguns dos principais metodos de aprendizado de naquina
amplamente empregados em tarefas de classi cacao de falhas, destacando suas caracte-
rsticas fundamentais, formas de aplicacao e relevancia no contexto do monitoramento de
nmaquinas e sistemas industriais.

Decision Tree (DT): Como o0 poprio nome sugere, trata-se de um algoritmo
gue adota uma estrutura em forma de arvore para descrever os relacionamentos entre
diferentes varaveis e apoiar o processo de tomada de decisao. Sua principal vantagem
reside na simplicidade de interpretacao e na velocidade de execuwcao, caractersticas que o
tornam bastante atrativo em aplicacees paticas. No contexto de classi cacao, o algoritmo
funciona prevendo a categoria na qual um dado deve ser enquadrado. De acordo com
WITTEN E. FRANK, cada ro interno daarvore representa um atributo espec co do
conjunto de dados, enquanto as folhas correspondemas classes nais de decisao, sendo
gue o ro localizado no topo daarvore, denominado raiz, estabelece o ponto inicial da
aralise e a sequéncia de decisees subsequentes.

Principal Component Analysis (PCA): O PCA consiste em um algoritmo que usa
de uma transformacao ortogonal para converter um conjunto de varaveis correlacionadas
para varaveis linearmente nao-correlacionadas. O objetivo principale extrair o maximo
de variacees possveis em um conjunto de dados semelhantes (JOLLIFFE, 2006). Essa
ecnica apresenta desa os devidoa sua elevada sensibilidade, que pode tornar complexa
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a distincao entre condicoees de falha e condcees normais, sobretudo diante da diversidade
e variabilidade dos dados em ambas as classi cacoees.

SVM: O SVMe um nretodo de aprendizado de maquina supervisionado, desenvol-
vido originalmente por VAPNIK, cuja ideia central consiste na construcao de hiperplanos
capazes de separar os dados em diferentes regiees. Dessa forma, no contexto de classi -
cacao, o nmetodo atribui otulos aos dados de acordo com o agrupamento de nido. Em
contrapartida ao PCA, este lida tanto com dados linearmente separados quanto nao li-
neares. O algoritmo identi ca vetores de suporte e os utiliza para estabelecer fronteiras e
separar os dados em grupos conhecidos como clusters. Existe uma variacao desse netodo,
denominada One-Class Support Vector Machine (OCSVM), que se destina especi camente
a diferenciacao entre condcees normais e andbmalas, abm de possibilitar a detecao de
dados desconhecidos, caso esses nao tenham sido previamente aprendidos pelo algoritmo,
o quale treinado apenas com uma classe (conjunto de dados) correspondentea condicao
normal. Nesse contexto, por ser treinado em umaunica classe, 0 OCSVMe considerado
uma extensao nao supervisionada do SVM (SELKOPF et al., 2001).

Rede Neural Arti cial (RNA): As redes neurais arti ciais constituem uma classe
de modelos inspirados no funcionamento das redes neurais biobgicas, nas quais neurénios
arti ciais trocam informacees entre si por meio de conexees interligadas. Cada conexao
possui um peso associado, quee ajustado durante o processo de treinamento, permitindo
0 re namento progressivo da rede e a melhoria de seu desempenho em tarefas espec cas
(BISHOP, 1995). Dentre elas, t8m-se os autoencoders, um tipo de arquitetura de rede
neural arti cial que visa a reconstrucao de dados por meio da compressao atrawes da
reducao da dimensionalidade. Dentre suas utilizacees principais, destaca-se a remocao de
rudos e deteccao de falhas por meio do aprendizado nao supervisionado (HE; JIN, 2021).

2.1.3 Reconhecimento de Padrees em Sons

A €tcnica de deteacao de eventos sonoros, conhecida pela nomenclatura Sound
Event Detection (SED) consiste em examinar umaudio e detectar a preserca de eventos
atraes de algoritmos de redes neurais arti ciais. Esta ecnicae amplamente utilizada
tanto na etapa de pe-processamento deaudio, comoe o caso de reconhecimento de fala
como tamkem visto em algumas aplicacees como vigilancia (RADHAKRISHNAN; DIVA-
KARAN; SMARAGDIS, 2005), monitoramento bioaastico (SALAMON et al., 2016) e
veculos autdbnomos (CHAVDAR et al., 2020).

Trata-se de uma tcnica cujo objetivo central e replicar, de forma arti cial, a
sensibilidade humana na percepcao auditiva, permitindo a diferenciacao entre distintos
sons em um ambiente acusticamente complexo, no qual coexistem diversas fontes sonoras
em operacao simultanea (MESAROS et al., 2021).
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Esta ecnica possui uma rie de desa os a serem enfrentados devidoa sobrepo-
scao de eventos sonoros ea di culdade de se estruturar um conjunto de dados robusto
para o aprendizado destes eventos, pois nao la um conjunto de dados universal (YAN et
al., 2019).

2.2 Revisao da Literatura

Nesta secao, apresentam-se artigos relacionados ao embasamento teorico discutido
anteriormente, com 0 objetivo de reforcar a relevancia dos temas tratados e evidenciar
sua importancia para o presente trabalho. Para isso, e realizada uma breve exposcao do
contaudo dos estudos, de seus resultados e de sua aplicabilidade no presente trabalho.

Sobre diagrostico de falhas utilizando 1A, o trabalho Carrau et al. (2023) utiliza
uma abordagem nao supervisionada que combina a ecnica de clusterizacao, um nmetodo
de agrupamento de dados com base em similaridades, com a aralise de espectrogramas
para identi car padrees incomuns que podem indicar anomalias.

Os resultados desta pesquisa demonstraram a separacao de dados normais e anor-
mais mesmo em datasets desbalanceados, o que enfatiza a e ciéncia da clusterizacao dos
dados. O netodo de aprendizado nao supervisionado utilizando autoencoders nao apre-
sentou falsos positivos e menos de 4% de outliers nao detectados, demonstrando alta
e @cia. Abm disso, tem-se uma diminucao signi cativa dos falsos positivos e falsos ne-
gativos em comparacao com outros metodos tradicionais, como o limiar adaptativo e o
uso de autoencoder profundo.

Ainda neste sentido, a metodologia de aprendizado nao supervisionadoe aplicada
na deteacao precoce de falhas em aerogeradores do presente, onde a identi cacao inicial
da preserca de anomalia seria feita por redes autoencoders treinadas para reconhecer
padrees. Na identi cacao de falhas, utilizam-se netodos de clusterizacao para agrupar os
dados e auxiliar na de ncao das falhas, em conjunto com outras ecnicas de agrupamento.
Essa abordagem combinada de metodologias torna o sistema mais robusto e conavel.

O trabalho de Natili et al. (2021) aborda a metodologia SVM na predcao de dados
do comportamento do rolamento dos aerogeradores utilizando parametros do SCADA de
temperatura e pressao dooleo. Com essas netricas, foi possvel obter um aviso pevio para
alertar o operador de uma anomalia. Uma aralise de vibracao tamtem foi realizada com
o auxlio de acelerbmetros presos na carcaca da gearbox (caixa de transmissao), quee a
parte do aerogerador responsavel por multiplicar a velocidade de rotacao das s entregue
ao aerogerador em baixo torque. Utilizando a ecnica de separacao por PCA, e possvel
agrupar os dados normais e antmalos.

Atrawes da varavel de pressao dooleo, o presente trabalho demonstrou um enorme
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potencial de diagrostico, podendo ser sinalizado por volta de 5 meses de antecedéncia da
parada do aerogerador. Quantoa aralise de temperatura, a falha p6éde ser isolada com 4
meses antes da parada. Pela aralise da tcnica de PCA, foi constatado que mais de 70%
dos pontos foram identi cados corretamente como condcees andmalas.

Essa metodologia pode contribuir para a classi cacao das anomalias tendo uma
abordagem similara ecnica PCA. Neste contexto, ao inwes da utilizacao dos parametros
do sistema SCADA, o modelo proposto neste trabalho priorizou a utilizacao do som como
a fonte primordial e completa de informacees a serem extradas. Aem disso, 0s parametros
do sistema SCADA contribuirao para a preparacao dos dados de treinamento.

O trabalho de An e Cho (2015) apresentou o uso do VAE para detecao de
anomalias, em que o processo de treinamento foi feito com dados que representam as
condcees normais. O princpio era avaliar a qualidade de reconstrucao de imagens: se
a imagem de sada (reconstrucao) fosse mais poxima da de entrada, signi cava que 0s
dados de entrada se assemelhavam ao conjunto de dados que a rede foi treinada. Logo,
era considerado um dado representativo de condcao normal. Caso houvesse uma nma
reconstrucao do dado, re etia em uma possvel falha.

O uso de IA em predcees em aerogeradorese abordado no trabalho (RASHID;
HAIDER; BATUNLU, 2020), para prever a poténcia de sada produzida pelo equipa-
mento. A coleta de dadose realizada com o auxlio de trés parametros do SCADA: dire-
cao e velocidade do vento e temperatura. Ao efetuar um treinamento com dados de dois
anos, o modelo p6de reconhecer os padrees das netricas e prever a poténcia de sada do
aerogerador.

O erro absoluto nedio estimado para o modelo proposto para os fatores de ca-
pacidade 0,4 e 0,2e de 3,6 e 7,3%, respectivamente, re etindo um resultado satisfabrio
com baixo erro na predcao de poténcia.

Embora esta medcao espec ca nao seja o foco central deste trabalho,e relevante
destacar a aplicabilidade do aprendizado de naquina na coleta de dados do aerogerador.
Neste contexto, foi utilizado o sistema SCADA como referéncia para a predcao de dados
futuros de geracao. Por outro lado, a proposta deste projetoe utilizar o SCADA como um
recurso auxiliar na aralise do comportamento das varaveis, com a perspectiva de evolucao
para um sistema autbnomo, capaz de aprender padrees de rudos anémalos e sinalia-los
automaticamentea operacao, conforme os princpios do machine learning.

Logo, nota-se que as imagens podem ser consideradas elementos de maior repre-
sentacao de dados utilizadas em modelos de aprendizado de naquina. O processamento de
imageme aplicado em diferentesareas como a medicina e ae em processos industriais. A
partir da criacao de uma base de dados para ensinar 0 modelo, 0 pe-processamento para
eliminacao de rudos e segmentacao para aralise temporal,e possvel realizar a extracao
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de caractersticas relevantes (Bl, 2024; PUTTAGUNTA; RAVI, 2021; KHAGI; KWON;
LAMA, 2019).

Semelhantemente, o trabalho realizado por Zhang et al. (2022) aborda um nmetodo
de supervisao baseado no comparativo entre os dados de reconstricao e de entrada de
uma rede autoencoder para a deteacao de falhas de folhas de papel alumnio em uma
linha de produwcao. Metricas como Structural Similarity Index Measure (SSIM) e Peak-
Signal Noise Ratio (PSNR) sao utilizadas para avaliar a qualidade da reconstrucao e, desta
forma, balizar uma condcao desepvel e indesepvel do produto nal sem a necessidade
de rotular os elementos para o modelo.

Os resultados desta aplicacao apresentam uma acu@acia 4% maior do que o0s
demais nmetodos tradicionais comparados, sinalizando um potencial desta forma de apren-
dizado capturar detalhes a partir de imagens do objeto de interesse a ser analisado.

Similar ao trabalho anterior, esta abordagem tamkem contribui ativamente apli-
cada no presente trabalho no que tange ao processamento de espectrogramas dos ae-
rogeradores atrawes do treinamento da rede para reconhecimento de padrees normais e
utilizacao das netricas em questao para quanti car a qualidade de reconstrucao e, conse-
guentemente, obter-se um diagrostico.

A respeito da classi cacao deaudio, espectrogramas sao elementos-chave na ara-
lise deste tipo de dado, ao oferecer uma aralise em tempo, frequéncia e amplitude em
umaunica imagem bidimensional. Desta forma, a classi cacao deaudio passa pelas eta-
pas de processamento de imagem, comumente vistas em algoritmos de reconhecimento
de padrees, transferindo a tarefa de aralise do domnio doaudio para o domnio visual
(BANSAL; GARG, 2022).

O recurso da imagem do espectrogramae gerado a partir da Transformada Rapida
de Fourier (FFT) aplicada em sucessivas janelas de tempo de um sinal de amplitude do
audio. Esse processo, conhecido como Short-Time Fourier Transform (STFT), permite
capturar a variacao das componentes de frequéncia ao longo do tempo, produzindo uma
matriz bidimensional onde o eixo horizontal representa o tempo, 0 eixo vertical representa
a frequéncia, e a intensidade de cada ponto corresponde a magnitude do espectro em
determinado instante. Essa representecao facilita a aralise visual e computacional de
padrees aasticos, sendo amplamente utilizada em tarefas como classi cacao de audio,
reconhecimento de fala e deteacao de eventos sonoros.

Neste contexto, o netodo desenvolvido por Zhang, McLoughlin e Song (2015) con-
siste em extrair parametros de espectrogramas utilizando Convolutional Neural Network
(CNN) para reconhecimento de eventos. Ao longo do trabalho,e demonstrada a robustez
deste netodo que pode alcarcar por volta de 94% de aculacia nedia para diferentes nveis
de rudo (limpo, 20 dB, 10 dB e 0dB).
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Os resultados demonstram a capacidade de reconhecimento da rede em termos
de resolucao da frequéncia do espectrograma, bem como sua robustez frentea preserca
de rudos, que atuam como fator de penalizacao no desempenho.

Para o processamento dos espectrogramas, utilizam-se autoencoders convolucio-
nais que incorporam os princpios das CNN por meio de camadas convolucionais (CHOI;
FAZEKAS; SANDLER, 2017; MASCI et al., 2011). Na classi cacao das falhas, e funda-
mental contar com a robustez dessas redes aliada a algoritmos de clusterizacao, permitindo
a identi cacao e categorizacao dos diversos tipos de falha que o aerogerador pode apre-
sentar com base em seu comportamento sonoro.

Aliado as tcnicas de clusterizacao dos padrees de funcionamento de aerogera-
dores, emprega-se o algoritmo preditivo do Filtro de Kalman (conforme discutido por
Kim et al. (2023) na deteccao de falhas em motores de inducao) como uma estraegia
para aumentar a con abilidade do sistema, ao permitir a identi cacao precoce de desvios
andtmalos no comportamento operacional.

Neste trabalho, o netodo proposto identi ca desvios de padrao nas netricas de
reconstruicao por meio de parametros estatsticos. A partir da concordancia entre esses
desvios, um detector de anomaliase acionado, noti cando o sistema sobre possveis irre-
gularidades no comportamento analisado.

Sheibat-Othman et al. (2013) aborda os conceitos do Filtro de Kalman em con-
junto com o algoritmo SVM, aplicando-os especi camente para predcao de dados e detec-
cao de falhas em aerogeradores onde se capturam dados relativosa vibracao da maquina
no tempo referente ao fator de amortecimento e frequéncia natural.

Para falhas que ocorrem especi camente em curtos perodos (25 segundos, con-
forme o caso estudado) ocasionadas por vibracees andbmalas instantaneas, o Filtro de
Kalman mostrou-se mais e ciente, enquanto o SVM, neste contexto, requer uma maior
guantidade de dados para um desempenho adequado.

No presente trabalho, foram utilizadas nedias noveis de curto e longo prazo para
capturar os diferentes tipos de falhas a m de se obter um progrostico mais robusto ao
decorrer do tempo das netricas de similaridade de reconstrucao dos espectrogramas, ao
inves do monitoramento de \arios sensores acoplados ao aerogerador.
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3 Soluwc-ao Proposta

Neste captulo sao descritas, de forma organizada, todas as etapas que compeem a
construcao do algoritmo de deteacao de falhas em aerogeradores. Na Secao 3.1, apresenta-
se a formulacao do problema, acompanhada de uma visao geral da solucao proposta. A
Secao 3.2 dedica-sea caracterizacao do dispositivo utilizado para a captura dosaudios,
com breve descrcao e referenciamento. Em seguida, a Secao 3.3 aborda o design de soft-
ware, a estrutura do banco de dados e a APl implementada. Na Secao 3.4, apresentam-se
as redes generalistas utilizadas. Ja a Secao 3.5 descreve as etapas de processamento de
dados, que sao seguidas, na Secao 3.6, pelo treinamento das redes. A Secao 3.7 contempla
os procedimentos de inferéncia e validacao, enquanto a Secao 3.8 trata da suavizacao da
aralise temporal. Por m, a Secao 3.9 apresenta o processo de classi cacao de falhas.

Foram monitorados cinco aerogeradores do Complexo Eolico Fasa, localizado na
Fazenda Faisa, no municpio de Trairi, Estado do Ceam, onde, por meio do dispositivo para
captura deaudio (tratado na Secao 3.2) individualmente instalado em cada equipamento.
Os aerogeradores sao identi cados pelos mdigos: FAI2-07, FAI2-12, FAI1-05, FAI1-07 e
FAI4-07.

A Figura 3.1 apresenta uma visao macro do projeto, que se inicia com a captura
dosaudios, passa pelas etapas de processamento e culmina no servidor, onde estao alocadas
as redes neurais arti ciais responsaveis pela deteacao de eventos. Esses eventos geram
noti cacees, que podem ser enviadas por e-mail, SMS, push e tamkem visualizadas por
meio de uma aplicacao web:
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Figura 3.1 { Fluxo geral da solucao.

O escopo do presente trabalho est centrado na deteacao de anomalias e eventos
em sistemas de geracao eolica, com foco na aralise e interpretacao de dados aaisticos por
meio de tcnicas de inteligéncia arti cial. Os detalhes dessa abordagem serao explorados
adiante, abrangendo desde a coleta dos dados ak 0 processamento e a classi cacao dos
eventos.

3.1 Formulacao do Problema

Inicialmente, para a obtercao deaudios de aerogeradores, foi elaborado um hard-
ware para tal propsito de forma que o0 mesmo cumpra requisitos de robustez e conec-
tividade, buscando o envio constante deaudios para aralise e inferéncia dos modelos de
IA.

Para avaliar se determinado dado se trata de uma condcao normal ou anormal,
e necessrio conhecer o espectrograma para cada cerario. Sabendo que, na maior parte
do tempo, as turbinas operam normalmente, tem-se o0 desa o de construir um conjunto
de dados rotulado de falhas para uma rede supervisionada devidoa baixa quantidade de
dados para treinar o modelo.

Por este motivo,e abordado o aprendizado nao supervisionado baseado em redes
autoencoder, que possui uma arquitetura capaz de reconstruir com considervel preci-
sao os padrees de dados para os quais foi treinada. Dados fora deste escopo terao uma
reconstrucao de baixa similaridade com o dado de entrada. Aem disto, autoencoders uti-
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lizam camadas de compressao extraindo caractersticas importantes, retornando na sada
decodi cada uma predcao do dado original.

A m de orientar 0 passo-a-passo da deteaao, a Figura 3.2 demonstra por meio
de um uxograma o caminho para a elaboracao do algoritmo de captura de falhas de aero-
geradores utilizandoaudios gravados que comeca desde a captura deaudios armazenados
no servidor ae a de ncao da falha:

Figura 3.2 { Fluxograma do algoritmo de deteacao.

O processamento tem incio com a captura dosaudios provenientes do hardware
dedicado para a gravacao (brevemente abordado na Secao 3.2), seguida pela segmentacao
dos sinais e posterior geracao dos espectrogramas. O processo de manipulacao de audio
esh detalhado na Secao 3.5 .

Em seguida, esses espectrogramas sao analisados por redes generalistas, respon-
s[aveis por identi car e classi car as condcees como normais ou andbmalas. Estas IAs sao
constitudas pelas redes autoencoder abordadas na Secao 2.1.2.

Apos o retorno das netricas pelas redes, aplica-se o Filtro de Kalman, conforme
descrito na Secao 3.8. para suavia-las. Esse Itro, por meio de componentes estatsticos,
contribui para a de ncao da condcao operacional da maquina, constituindo o detector
de anomalias.

Apps distinguir e separar as falhas, os segmentos dos espectrogramas sao enviados
para as redes especialistas tomarem a decisao e retornarem a falha rotulada na sada,
tratada na Secao 3.9.
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As etapas de votacao realizadas aps cada conjunto de IAs serao ponderadas
segundo o peso individual atribudo a cada rede autoencoder. A de ncao desses pesos,
no entanto, naoe abordada neste trabalho.

A Tabela 3.1 apresenta uma visao geral das etapas do pipeline, destacando a
sada gerada em cada fase e o respectivo tipo de dado produzido ao longo do processo de
transformacao e aralise doaudio:

Tabela 3.1 { Pipeline de processamento deaudio e transformacao de dados.

Etapa Sada Tipo de Dado
Aquiscao pe-processado Audio pe-processado .mp3 ou .wav
Segmentacao Segmentos deaudio .mp3 ou .wav
Espectrograma Imagem de espectrograma .png
Normalizecao Matriz normalizada Array NumPy
DAE/VAE Metricas de similaridade (SSIM, PSNR) Nunerico

Filtro de Kalman Metricas suavizadas (SSIM, PSNR) Nunerico
Votacao Condcao da maquina (Normal / Falha) Booleano
CDAE/CVAE + SVM Tipo de falha identi cada Texto

3.2 Hardware para Captura de Dados

O hardware foi construdo a partir de componentes de mercado visando o custo-
benefcio, robustez contra sujidade e, principalmente, a conectividade (inicialmente) para
enviar em regime constante deaudios via API para armazenamento em nuvem.

Figura 3.3 { Esquematico de montagem do hardware de captura deaudio.
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Segue abaixo os componentes utilizado em sua montagem e sua respectiva funci-
onalidade:

Fonte conversora CC-CA: converte a tensao alternada da distribucao para alimen-
tar o mini computador com a tensao adequada;

Mini computador: o microprocessador Raspberry Pie responsavel pela execucao
das rotinas de gravacao. Atrawes de seus periericos,e possvel conech-loa internet.

Trata-se de um dispositivo poratil, de baixo custo, com desempenho adequadoa
tarefa e com uma grande comunidade de suporte.

Modem WiFi 4G: permite que o Raspberry se conectea internet para a execwcao
de tarefa de envio dosaudios para a nuvem;

Hub USB: dispositivo capaz de multiplicar as entradas de conexao USB do Rasp-
berry Pi permitindo a conexao de mais de um microfone e eliminar interferéncias
na gravecao;

Microfone principal: microfone externo de cabo extenso para a captura do som
oriundo dos componentes do aerogerador. Sua exibilidade, dado o tamanho do cabo,
permite posiciora-lo poximo aos componentes. O modelo escolhido foi o ARCANO
AM-BLACK-1 que se destacou no quesito sensibilidade dentre outros microfones
pesquisados.

Microfone secundhrio: oferece redundancia para a gravacao de audio em caso de
falha no microfone principal, permitindo a captura deaudio em condcees adversas,
p que se trata de um microfone de lapela que se encontra instalado no interior
do compartimento. O modelo BOYA BY M1-S escolhido conem uma sada P3
adaptada para a conexao USB

Placa de som: converte a sada P3 do microfone secundario para uma sada USB,
permitindo a conexao com o HUB USB.

Estes componentes foram encapsulados em uma caixa phstica hernetica que
se divide em dois nveis: 0 primeiro com 0s componentes mencionados para 0 acesso
apido; o segundo para abrigar os cabos e conexees para manter o probtipo esteticamente
organizado. Nisto, os componentes s&ao protegidos contra acees do tempo como poeira. A
Figura 3.4 apresenta os componentes devidamente organizados.

As rotinas relacionadas ao funcionamento do hardware, como gravacao e envio de
audios, sao abordadas por Matrtins (2025), que explica detalhadamente o aspecto constru-
tivo e operacional do dispositivo. Desta maneira, o presente trabalho faz uso do dispositivo
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para auxiliar na utilizacao dosaudios reais de aerogeradores na parte de treinamento e
inferéncia das IAs.

(a) (b)

Figura 3.4 { Vista superior do primeiro probtipo do dispositivo gravador de audio: (a)
com os componentesa mostra. (b) mostrando os cabos e conectores.

Vale ressaltar que um dos atributos do dispositivo, incluso em sua rotina,e possuir
um limiar de gravecao implementado, 0 que interrompe ou segmenta automaticamente
os perodos de sileéncio do aerogerador (em baixa rotacao ou parado) que podem ser
interpretados equivocadamente pelas redes neurais como uma condcao andbmala.

Na Figura 3.5e apresentada uma ilustracao detalhada da localizacao do disposi-
tivo no interior da nacele do aerogerador:
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